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Resumen

El auge de las tecnologias de la comunicacion ha hecho que generar y compartir
informacion esté al alcance de todo el mundo, de forma que la cantidad de datos
generados esta creciendo exponencialmente. Para poder enfrentarse a toda esta
informacion surgen los sistemas de recomendacion, que ayudan al usuario a encontrar
elementos (productos y servicios, actividades a realizar, etc.) de su interés reduciendo
enormemente el coste de su basqueda, y por lo tanto aportan comodidad y hacen accesible
la exploracion de datos. Estos sistemas, a partir de informacién conocida, consiguen
predecir los intereses del usuario, para asi mostrar los items que le resulten relevantes
antes que el resto.

En este trabajo se propone utilizar las predicciones obtenidas de este tipo de sistemas para
aplicarlas en el ambito de la movilidad urbana; ya que, si se pueden conocer los intereses
de los usuarios de antemano, se podra prever por qué zonas y cOmo se moveran un
determinado grupo de turistas por la ciudad, y asi se podran preparar los servicios de
movilidad existentes para optimizar su rendimiento.

Para conseguir este objetivo, en primer lugar se han estudiado las bases de
funcionamiento de los sistemas de recomendacion y se han visto las diferentes
metodologias existentes, comprendiendo sus diferencias y las ventajas y desventajas que
presentan unas u otras.

Se ha experimentado con algunos de los métodos de recomendacion anteriormente
nombrados, utilizando el lenguaje de programacién R, y operando con un conjunto de
datos existente en Internet, para poder conocer de forma practica como se usan los
sistemas de recomendacion, comprender qué pasos siguen y qué parametros se utilizan,
y analizar los resultados obtenidos comparandolos entre si.

Ademas, se han analizado los posibles casos de aplicacion de estos sistemas en el contexto
de la movilidad urbana, viendo como pueden ayudar y qué pueden aportar a este campo,
con qué datos pueden trabajar y de donde se podrian obtener estos, como afectarian a los
procesos actuales de toma de decisiones, qué beneficios podrian aportar al mercado y
cudles serian sus costes.
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Capitulo 1
Introduccion y objetivos

En este primer capitulo se va a explicar el contexto que enmarca a este trabajo en la
Seccion 1.1, los motivos que llevan a realizarlo en la Seccion 1.2 y las fases que se han
planteado para su estructura en la Seccion 1.3.

1.1. Contexto

La aparicion de nuevas tecnologias es cada vez mas rapida, y las aplicaciones de estos
avances estan muy presentes en nuestra vida cotidiana. Gracias a ellas la transmisién de
informacion es cada vez més facil y rapida, motivo por el cual la informacion disponible
sobre practicamente cualquier tema es mucho mas abundante hoy en dia que hace unos
cuantos afios. Por este motivo se utilizan los sistemas de recomendacion, que ayudan a
navegar entre tal cantidad de datos, proporcionando de manera prioritaria los elementos
que resultaran mas relevantes para el usuario. No obstante, el reto actual consiste en sacar
provecho de toda esta cantidad de informacién, ya que gran parte de la misma no es
analizada ni procesada, y se le pueden encontrar muy diversas utilidades.

En este caso, se va a analizar la informacion con la intencion de aplicarla a la movilidad
urbana. La cantidad de poblacién que vive en ciudades aumenta constantemente, mientras
que las zonas rurales de muchos paises desarrollados van quedando cada vez mas
despobladas. Es por esto que el transporte tanto de mercancias como de personas en la
ciudad es un reto cada vez mayor, de manera que hay que aplicar todas las técnicas y
tecnologias disponibles e intentar aprovechar toda la informacion al alcance para
optimizarlo, reduciendo asi tiempos y costes, y en general, aumentando la calidad de vida
de las personas.

1.2. Motivacion

Uno de los puntos mas influyentes en el transporte por ciudad es la planificacion urbana,
ya que decide como van a ser las carreteras, donde se ubicaran los aparcamientos y
cuantos se habilitaran, donde se van a encontrar las zonas de viviendas y las zonas de
interés cultural o de afluencia de pablico, etc. En general, de este disefio va a depender la
fluidez del transporte por toda la ciudad. Este tipo de decisiones son criticas cuando se va
a producir algin evento en una ciudad, como podrian ser un gran concierto de un grupo



muy multitudinario, una ceremonia 0 gala de entrega de premios de algun tipo, la
celebracion de competiciones deportivas excepcionales o simplemente una festividad en
una ciudad con mucho turismo, ya que en estos casos la afluencia de gente por la ciudad
se puede multiplicar bastante y ademas de forma muy repentina, al contrario que el
crecimiento natural de una ciudad que seria més paulatino, por lo que hay que planificar
y preparar la recepcion y la movilidad de todo ese publico extra.

Para esta planificacion es necesario conocer datos acerca de la cantidad de personas que
van a confluir en una misma zona y por dénde se van a mover, para poder prever las
partes de la ciudad con mas congestion y asi poder evitarlo. El problema reside en que en
muchas ocasiones estos datos no se pueden conocer de antemano, dificultando
enormemente la toma de decisiones. En estos casos una posible opcién es el uso de datos
historicos de situaciones similares ocurridas en el pasado, buscando eventos que atraigan
a la misma cantidad y tipo de personas, y en la misma ciudad o alguna con una estructura
parecida; y a partir de estos datos intentar extrapolar como se va a comportar la gente en
el caso en el que estemos trabajando [31]. Esto puede ser una buena solucién en algunas
ocasiones, pero en otras es posible que los resultados no se correspondan con el
comportamiento posterior de la gente, a pesar de haber encontrado eventos similares en
la misma ciudad. Por ejemplo, si ha transcurrido mucho tiempo desde el momento en el
que se tomaron los datos, puede que la cultura de la ciudad haya cambiado y las zonas
gue antes eran modernas Yy atractivas para los turistas en la actualidad se hayan quedado
mas desfasadas. Otra opcion es que se trate de un evento que atraiga a gente de una
determinada edad, pero los gustos y aficiones propios de esta edad hayan cambiado, y las
personas gque vengan en la actualidad no se interesen por las mismas zonas por las que lo
hacian gente con la misma edad, pero hace 20 afios. En general el uso de datos histéricos
puede ser un buen indicador si no se dispone de ningun dato en absoluto, pero no es tan
fiable como para tomar decisiones de gran importancia basandose exclusivamente en ello,
por lo que es necesario estudiar y comparar en profundidad los casos y aun asi nada
garantiza que los resultados sean los esperados.

En este trabajo, se propone el uso de otro tipo de informacion complementaria para estos
casos, que si se usa de forma correcta puede ser mas fiable, y ademas lo sera ain mas en
el futuro cercano gracias al crecimiento y mejora de la tecnologia. Se trata de las
predicciones generadas por los sistemas de recomendacion. Esta tecnologia es una forma
de lidiar con la enorme cantidad de informacion y de opciones de las que se dispone hoy
en dia, facilitando a las personas encontrar un producto o servicio que satisfaga sus
necesidades de forma mucho mas rapida y comoda. En general, estos sistemas se basan
en el filtrado de toda la informacion disponible para poder mostrar al usuario los datos
que mas le van a interesar 0 mas relevantes van a ser para él, los cuales calcula a partir de
los datos que se dispongan de ese usuario junto con los datos generales de todos los
usuarios.



Para este caso relacionado con la optimizacion de la movilidad urbana, se usaran
predicciones generadas por sistemas de recomendacion [7] que trabajen con alojamientos
turisticos, restaurantes, puntos de interés cultural de la ciudad, zonas de ocio, etc. para asi
poder conocer como se moveran las personas por la ciudad de antemano y poder
prepararla en consecuencia. Estos sistemas suelen estar gestionados por empresas
privadas, aunque también pueden estarlo por entidades publicas como oficinas de
turismo, y estan disponibles para que la gente pueda acceder a ellos a través de Internet,
normalmente de forma gratuita, para poder encontrar los elementos que desean de forma
mucho més fécil y répida. De este modo, las personas que usan estos servicios encuentran
lo que buscan con mayor comodidad y seguridad de que va a cumplir sus expectativas, y
las paginas o aplicaciones que lo ofrecen obtienen visitas de forma que pueden obtener
beneficio a traves de la publicidad, o incluso pueden ofrecer el servicio de contactar o
reservar el producto de interés para el usuario, ahorrandole a éste las gestiones y
consiguiendo una comision de parte del producto contratado a cambio de traer clientes
gue quiza no hubieran llegado de otro modo.

Por todo ello, estos sistemas son cada vez mas utilizados por la gente cuando esta
buscando un determinado servicio o producto. Cuanta mas gente los usa de mas datos
disponen, y por lo tanto mejores pueden ser las recomendaciones, haciéndolos asi méas
fiables. Asi, este tipo de sistemas disponen de una gran base de datos con los productos o
servicios que se buscan y los usuarios con sus busquedas y productos contratados,
visitados o consumidos anteriormente, y son capaces de generar predicciones para cada
usuario acerca de los productos que le interesaran en un futuro. Queda claro pues gque esto
es de gran interés para los encargados de la planificacién urbana que se comentaba
anteriormente, por lo que estos podrian ponerse en contacto con las empresas que
dispongan de estas bases de datos y predicciones, y adquirir toda esta informacion que les
resulte de interés y utilidad para prever las necesidades de la ciudad de antemano, siempre
que los datos compartidos sean anénimos y cumplan con la normativa de proteccién de
datos vigente. Nuevamente, se puede comprobar que se trata de una situacion de beneficio
mutuo, ya que la empresa o entidad al cargo del sistema de recomendacion vende parte
de sus datos obteniendo asi nuevos ingresos y sin ningun perjuicio, y los trabajadores de
la ciudad encargados de gestionar la planificacion para estos casos disponen de datos en
los que basarse para la toma de decisiones.

Para asegurar la fiabilidad de los datos y evitar que se pueda desconfiar de estos métodos,
se va a estudiar el funcionamiento de los sistemas de recomendacion, viendo como
trabajan y tratan los datos y las diferentes opciones disponibles, cada una con sus ventajas
y desventajas, y se van a analizar y comparar experimentalmente algunos de los distintos
métodos existentes, para comprobar que el error de los datos predichos es aceptable. Tras
ello, se podré garantizar la utilidad de las predicciones obtenidas mediante sistemas de
recomendacion en el contexto de la planificacion urbana y la gestion de ciudades.



Esta experimentacion se va a llevar a cabo utilizando el lenguaje de programacion R [12],
ya que dispone de una libreria llamada “recommenderlab” [9] que est4 totalmente dirigida
a los sistemas de recomendacion y dispone de diversas funciones y estructuras muy utiles,
ademas de distintos tipos de algoritmos de recomendacién y diferentes conjuntos de datos
de ejemplo para poder realizar pruebas de forma répida y sencilla. Ademas, para hacer
pruebas que permitan comparar distintos métodos de recomendacion, se ha buscado un
conjunto de datos relacionado con el turismo, como se ha comentado anteriormente, y
finalmente se ha usado un conjunto de datos procedente de la web “TripAdvisor” [8] que
contiene 1890 hoteles, 1202 usuarios y 4606 valoraciones de usuarios.

1.3. Fases del trabajo y estructura del documento

De esta forma, el primer paso a llevar a cabo es el estudio de los sistemas de
recomendacion en general. Se ha de analizar y comprender como se tratan los datos y se
generan las recomendaciones y la prediccion de las valoraciones para cada usuario.
Asimismo, también se van a comentar diferentes métodos de recomendacion que pueden
usar estos sistemas y las diferencias entre ellos, ademas de algunas ventajas y desventajas.
No se trata de realizar un estudio del estado del arte completo de los sistemas de
recomendacion, ya que el objetivo del trabajo no es el desarrollo de un nuevo tipo de
sistema de recomendacidn ni una mejora de los existentes; simplemente se va a estudiar
su funcionamiento y se van a comprender algunos de los métodos mas utilizados para
validar la aplicacién de estos sistemas al campo de la movilidad urbana.

El siguiente paso del trabajo consistira en la experimentacion con algunos de los tipos de
sistemas de recomendacion comentados anteriormente. Para ello se ha utilizado un
conjunto de datos obtenido a través de Internet que contiene las valoraciones de hoteles
de un conjunto de usuarios procedentes de la web TripAdvisor [8], ya que son datos
relevantes en el contexto de la planificacion de la movilidad urbana. Con esta base de
datos, se aplicaran distintos sistemas de recomendacion y se compararan los resultados
obtenidos, para comprobar cual presenta el menor error en sus predicciones, como afectan
a éstas los distintos parametros y las posibles ventajas que pueden presentar unos frente
a otros. Para hacer esto, se usara una parte de los datos para entrenar los sistemas de
recomendacion, a partir de valoraciones conocidas, y luego, se usara la parte restante para
hacer las predicciones y compararlas con los datos reales, como se hace en general para
evaluar técnicas de aprendizaje automatico [6].

Tras esto, se estudiara la posible aplicacion de este tipo de datos en el contexto de la
movilidad urbana. Se analizaray explorara qué tipo de datos podrian ser Gtiles y de donde
obtenerlos, en que casos se podria recurrir a este tipo de datos, y como se podrian utilizar
los mismos para obtener beneficios en la planificacion de la movilidad en ciudades,
considerando posibles cadenas de negocio derivadas de ello. Esta sera una forma de sacar
mas provecho de la gran cantidad de informacion que se genera hoy en dia, dandole
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utilidad en un campo como es el de la movilidad, consiguiendo asi una mejora en ambas
areas de trabajo, ya que las empresas que dispongan de datos podrén venderlos, siempre
de acuerdo a la LOPD [20] y acumular més ingresos, y los encargados de la movilidad
dispondran de més informacion con la que trabajar; generando nuevos puestos de trabajo
relacionados con la gestion y el anélisis de datos (cientifico de datos o data scientist) [30]
en las empresas relacionadas con la movilidad y consiguiendo una mejora para la
sociedad.

Por ultimo, se extraeran una serie de conclusiones de los estudios realizados, por una parte
en cuanto a la experimentacion con los sistemas de recomendacion, para comprobar
cuéles podrian ser mas apropiados para este contexto y cuéles no cumplirian todos los
requisitos, y por otra parte en cuanto a la viabilidad y las posibles aplicaciones del uso de
estas predicciones generadas por sistemas de recomendacion para la toma de decisiones
en el ambito de la movilidad, asi como posibilidades de evolucién futura de estos temas
y posibles trabajos relacionados. También se hard una valoracion personal del trabajo,
para comprobar como ha incidido en mis estudios y mi preparacion para el mercado
laboral.

De esta forma, en el Capitulo 2 se expondra el estudio acerca de los sistemas de
recomendacion, en el Capitulo 3 se explicaran las pruebas realizadas que han dado
mejores resultados, cdmo se han hecho y las conclusiones a las que se llega. En el
Capitulo 4 se exploraran diferentes ideas y opciones para sacar provecho de estas
predicciones en el ambito de la movilidad. En el Capitulo 5 se mostraran las conclusiones
a las que se ha llegado durante la realizacion del trabajo, asi como futuros trabajos
posibles y una valoracién personal. También se puede consultar el Anexo A, en el que se
muestran otras pruebas realizadas pero de menor importancia 0 con resultados
complementarios menos relevantes, asi como algunos pormenores del proceso por el que
se ha llegado a las pruebas del Capitulo 2. EI Anexo B muestra el cédigo utilizado para
Ilevar a cabo estas pruebas. En el Anexo C se comentan los motivos de la eleccion del
conjunto de datos utilizado [8]. En el Anexo D se explican algunas de las métricas
utilizadas para analizar los resultados.



Capitulo 2
Sistemas de recomendacion

En este capitulo se va a hablar sobre los sistemas de recomendacion, haciendo primero
una descripcion general y tratando su utilidad y principios de funcionamiento en la
Seccion 2.1, y posteriormente se nombrarén y comentaran brevemente distintas tipologias
en la Seccion 2.2.

2.1. Descripcion general

En la actualidad se genera mucha més informacion que hace unos cuantos afos, y esto va
a mas, de forma que cada vez es mas dificil gestionar todos esos datos, y gran parte de
ellos estan sin explotar. A nivel de un usuario individual, la cantidad de informacién sobre
cualquier tema a la que se tiene acceso al entrar a Internet es abrumadora, y no es posible
abarcarla toda de forma sencilla, por lo que en muchos casos esta cantidad de datos resulta
contraproducente y dificulta acceder a lo que se buscaba en un principio en vez de
facilitarlo. Para solucionar esto existen navegadores y buscadores que filtran y ordenan
todo este contenido para hacerlo méas accesible y permitir encontrar lo que se busca de
manera sencilla.

Los sistemas de recomendacion [2] surgen con el mismo proposito, ayudar a lidiar con el
exceso de informacion para permitir a los usuarios encontrar lo que puede resultarles
relevante de manera mas rapida y sencilla. Estos sistemas se suelen encontrar, por
ejemplo, en entornos que ofrecen un gran catalogo de productos o servicios, lo que
justifica su presencia para poder navegar entre todas estas opciones. Una particularidad
que presentan los sistemas de recomendacién en general es la necesidad de datos acerca
de las valoraciones (en la gran mayoria de casos), no solamente los datos sobre los
productos, es decir, conforme se van usando van generando una base de datos que
almacena datos de los usuarios y las valoraciones que estos van haciendo de cada
producto. Estas valoraciones pueden ser binarias, es decir, si un determinado usuario ha
comprado o consumido un determinado producto o no, o si le ha gustado o no; o
valoraciones explicitas que se le piden al usuario sobre un producto dentro de una
determinada escala, las cuales aportan més riqueza de informacion al sistema y pueden
hacer que los resultados sean més precisos. Ejemplos de estos sistemas de recomendacion
se pueden encontrar en webs como YouTube [16] o Netflix [17] para los sistemas binarios
ya que contabilizan si un usuario ha visto un determinado video o no (aunque en Netflix
también se pueden dar valoraciones), o en webs de valoraciones de peliculas como
FilmAffinity [18] o en el propio Google Maps [19] que esté disponible en los teléfonos
moviles para valoraciones en una escala de 1 a 5. Queda claro pues que los sistemas de
recomendacion estan muy presentes en nuestra vida cotidiana, y van a estarlo cada vez
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mas. También es importante distinguir entre valoraciones explicitas (explicit feedback),
que son las que dan los usuarios de forma consciente, y valoraciones implicitas (implicit
feedback), las cuales son registradas de forma auténoma por el sistema en funcién de las
acciones del usuario.

De esta forma, estos sistemas de recomendacion van creando un conjunto de datos en el
que aparecen todos los productos o servicios disponibles, asi como todos los usuarios que
han utilizado alguna vez el sistema y las valoraciones de cada uno de ellos para cada uno
de los productos consumidos. A partir de todos estos datos, el sistema es capaz de realizar
predicciones acerca de las valoraciones que daran los usuarios a productos que aun no
han valorado, y a partir de ellas recomendar productos y ordenarlos de forma que
aparezcan antes los que tienen mas probabilidades de satisfacer a un determinado usuario
0 se espera que le vayan a gustar mas. La clave reside pues en cdmo realiza el sistema de
recomendacion estas predicciones de las valoraciones antes de que el usuario haya
consumido y valorado ese producto realmente, para lo cual existen diversos métodos,
cada uno con sus particularidades, y dependiendo de cual use un determinado sistema de
recomendacion sus prestaciones, necesidades y los resultados proporcionados seran muy
distintos.

2.2. Distintos métodos de recomendacion

A continuacion se van a ir nombrando y comentando algunos de los métodos de
recomendacion mas utilizados, asi como las ventajas y desventajas que estos presentan.

Recomendaciones no personalizadas

En primer lugar, se encuentran los métodos mas sencillos que no requieren datos acerca
del usuario al que van a realizar las recomendaciones de productos (o lo que es lo mismo,
para el que van a realizar la prediccion de sus valoraciones), sino que se basan Gnicamente
en los datos de los que ya disponen acerca de otros usuarios, es decir, no necesitan datos
de entrada. Los ejemplos méas claros de estos métodos sencillos podrian ser la
recomendacién aleatoria, la cual recomienda un producto seleccionado de forma
aleatoria de entre todo el catalogo disponible y no tiene en cuenta ni el usuario al que la
realiza ni las valoraciones previas de los otros usuarios; o la recomendacién de los
productos més populares, que ordena los productos disponibles en funcién de las
valoraciones almacenadas previamente de todos los demas usuarios, ofreciendo asi
aquellos que tienen un mayor nimero de valoraciones y una media de puntuacion mas
alta, de forma que también es un método independiente del usuario objetivo de las
recomendaciones. En este método de recomendacidn por populares, ya existen algunas
consideraciones que es necesario hacer, dado que recomendar simplemente el producto
con mayor media de puntuacion no es adecuado, ya que podria tratarse de uno que dispone
de una uUnica valoracion pero con la puntuacion maxima, lo cual no indica que ese
producto guste mucho de forma generalizada sino que ha gustado mucho a un usuario en
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concreto. De la misma manera, no es util recomendar el producto con mayor niumero de
valoraciones, ya que si la puntuacion media no es buena indica que es un producto muy
consumido pero que no cumple con todas las necesidades que los usuarios esperan
satisfacer con él. Asi, es necesario llegar a un compromiso entre los productos mas
consumidos por los usuarios y los productos con mejores puntuaciones, el cual dependera
del caso concreto de uso y del contexto, por lo que habré que experimentar y ajustar estos
pardmetros de forma que se consigan los mejores resultados posibles para la situacion y
el entorno en el que se use. En general, estos métodos de recomendacion son los més
sencillos de implementar y en cuanto a su funcionamiento, por lo que también suelen ser
los que presentan unos peores resultados, sobre todo el método aleatorio, que se suele
usar como método base (baseline) para comparar con otros y para desarrollar métodos
nuevos, ya que si algun método presenta unos resultados peores que el aleatorio no tiene
sentido usarlo. No obstante, el método de recomendacidén por populares no siempre
presenta unos resultados tan malos en comparacion con otros, y en segin qué entornos y
contextos puede ser una buena solucion y aportar suficiente fiabilidad.

Métodos demograficos

Otro tipo de métodos de recomendacién son los sistemas de recomendacion
demogréficos, y es que estos Ultimos no tienen en cuenta las valoraciones previas del
usuario objetivo, sino que utilizan sus datos personales para ubicarlo en un grupo
demogréafico, y una vez lo han hecho le recomiendan objetos que comparten todos
caracteristicas en comun y que en principio deberian satisfacer las necesidades de ese
sector de la poblacién en general. Es decir, no extrae las caracteristicas de los objetos que
ha valorado el usuario, sino que categoriza al usuario en un grupo, y con ello decide qué
caracteristicas deben tener los objetos a recomendar. De esta forma, este tipo de sistemas
necesitan partir de una buena base de datos demograficos [28], teniendo bien definidos
los distintos grupos a los que puede pertenecer el usuario, para que una vez este
proporcione sus datos personales sea ubicado correctamente con la suficiente fiabilidad.
Para que los resultados sean satisfactorios, también es de gran importancia seleccionar las
caracteristicas de los objetos a recomendar para cada grupo demogréafico, para lo cual no
hay que dejarse llevar por los estereotipos y es conveniente basarse en estudios y
encuestas. También existe la opcion de generar grupos de usuarios (clusters) a partir de
sus gustos basandose en los datos que ya se conocen, y usar estos clusters para ubicar a
los nuevos usuarios. Las principales desventajas que pueden presentar estos métodos son
dos: por un lado las recomendaciones seran Utiles y efectivas para la mayoria de los casos,
pero siempre puede haber personas que no se identifiquen en absoluto con los gustos
tipicos del grupo demogréafico al que pertenecen, y para ellos estos sistemas seran
completamente inutiles; por el otro lado, para funcionar deben pedir al usuario una serie
de datos personales, lo cual hace que parte de los potenciales usuarios eviten usarlos, claro
gue una vez han accedido al sistema y dado sus datos, si las recomendaciones son
correctas, se crea una gran fidelidad por parte de los mismos. Por el contrario, estos
sistemas también tienen algunas ventajas, siendo la principal que no requieren
informacién histérica acerca de otras valoraciones, ya que mientras los grupos
demogréaficos sean los adecuados, a los usuarios se les recomendaran objetos de su gusto
aunque el sistema lleve funcionando poco tiempo y carezca de mucha informacion



anterior. Estos métodos no son adecuados para cualquier escenario o contexto, pero por
ejemplo son bastante utilizados para sistemas de recomendaciones musicales y para
recomendaciones turisticas, que es el caso que nos ocupa, y presentan buenos resultados.

Métodos basados en contenido

Por otro lado, se encuentran los métodos de recomendacién basados en el contenido [7],
para los cuales se han de conocer valoraciones previas del usuario al que se quiere realizar
la recomendacion o bien disponer de un perfil de preferencias del usuario. La base de
estos métodos consiste en encontrar productos, servicios o actividades, entre todos los
disponibles en la base de datos que el usuario no ha valorado, que compartan
caracteristicas con aquellos que el usuario ha valorado positivamente o tengan
caracteristicas similares a aquellas que forman parte de su perfil preferencias, es decir, si
a un determinado usuario le han gustado unos productos o servicios concretos, se le
recomendaran otros parecidos o que tengan algo en comun con aquellos que le habian
gustado previamente. Este sistema puede ser apropiado para algunos casos, pero tiene la
gran desventaja de que no es capaz de proporcionar recomendaciones de productos
diferentes 0 nuevos que puedan ser de interés para al usuario, sino que recomienda
productos similares que ya sabe que le gustaran. Por ejemplo en una web como YouTube
puede ser (til este tipo de sistema de recomendacion, ya que si un determinado usuario
ha visto una gran cantidad de videos relacionados con el futbol, por decir algo, si a ese
usuario se le siguen recomendando otros videos de fatbol es muy probable que le interese
verlos, de forma que pase mas tiempo en la plataforma, con lo que YouTube cumple su
objetivo (aunque a YouTube también le puede interesar aumentar la variedad de videos
que consumen sus usuarios). En cambio, para una web de ventas como Amazon este
sistema no es adecuado, ya que si un usuario compra por ejemplo una camiseta, no quiere
decir que siempre vaya a comprar camisetas o ropa en general, sino que puede sentir
interés por otro tipo de productos no relacionados, como por ejemplo un libro; es decir,
que si ha comprado varias camisetas, no por seguir recomendandole camisetas sin parar
va a comprar mas, de forma que no cumpliria los requisitos que busca esta empresa.

Métodos colaborativos

El siguiente paso son los métodos de recomendacion colaborativos [1], los cuales se basan
en calcular la similitud entre usuarios o entre productos, y a partir de ahi extrapolar los
datos para obtener las predicciones para cada usuario. Por ello, estos métodos si que
requieren datos de entrada, es decir, también necesitan datos acerca del usuario para el
que van a realizar las recomendaciones, asi como las valoraciones de otros usuarios; por
eso se Illaman métodos colaborativos. Estos datos pueden ser valoraciones previas dadas
por el usuario para otros productos o datos personales introducidos por usuario acerca de
sus caracteristicas o gustos a partir de los cuales poder calcular su similitud con otros.
Como se ha adelantado antes, estos métodos colaborativos pueden ser de dos tipos:
basado en lo usuarios, 0 UBCF User Based Collaborative Filtering y basados en los
objetos, o IBCF Item Based Collaborative Filtering.



El método colaborativo basado en usuarios [24] actua de la siguiente manera: para un
determinado usuario, analiza las valoraciones previas del mismo, y busca a otros usuarios
que hayan dado valoraciones similares a productos similares; asi puede calcular los
usuarios mas parecidos a éste. Una vez se tiene esto, observa los objetos mejor valorados
por los usuarios méas parecidos al usuario objetivo y que éste no ha valorado, y asi
construye una lista con los objetos que debe recomendar. Para ello se puede usar la
valoracion media de entre todos los usuarios similares, o una media ponderada dando méas
peso a los usuarios mas parecidos al usuario objetivo. Este es un buen sistema en cuanto
a los resultados que ofrece, ya que las recomendaciones no son siempre de la misma
temética como en el caso anterior, sino que estan basadas en los gustos de usuarios con
valoraciones pasadas similares a las del usuario objetivo, por lo que es de esperar que en
el futuro vuelvan a coincidir. No obstante, este método presenta algunas desventajas,
como que para cada nuevo usuario es necesario comparar sus valoraciones con todas las
de los otros usuarios existentes en la base de datos, por lo que en sistemas muy grandes
el tiempo necesario para hacer las recomendaciones puede ser superior al admisible. Otro
problema es el derivado de ser un método colaborativo, por lo cual también lo presenta el
sistema IBCF comentado a continuacion, y es que si se dispone de pocos datos previos,
es decir, cuando se comienza a usar el sistema y hay pocos usuarios, va a ser dificil
encontrar otros muy similares, de forma que las recomendaciones realizadas tendran
mucha menos precision. Este problema es conocido como cold start o arranque frio [4],
y se puede paliar pidiendo a los usuarios unas valoraciones iniciales para asi generar datos
previos al comenzar el uso de este sistema, 0 usando un baseline como la recomendacion
de elementos populares mientras no se dispongan de suficientes datos previos.

En cuanto al método colaborativo basado en items, el IBCF [4], su comportamiento
difiere del UBCF aunque el principio en el que se basan es muy parecido. En este caso,
no se calcula la similitud entre usuarios, sino que lo que se relacionan entre si son los
items, es decir, para todos los casos en los que un determinado item tiene una buena
valoracion se analizan los otros items a los que ese usuario ha valorado, y asi poniendo
en comun los datos de muchos usuarios se puede ver la relacion entre unos items y otros,
teniendo una mayor similitud los que tienen puntuaciones méas similares de media y mas
veces aparecen. De esta forma, lo que se crea es una matriz de similitud entre todos los
items disponibles del catalogo, de forma que cuando se le deben hacer recomendaciones
a un nuevo usuario, se observan sus valoraciones previas y se ordenan los items restantes
en funcion de las similitudes con los mejor valorados por éste. La diferencia entre este
método y los métodos basados en contenido mencionados anteriormente radica en que en
el caso anterior las similitudes entre los items se calculaban a partir de cualidades y
caracteristicas propias de los objetos, por lo que se acababan recomendando objetos
similares, pero en el caso del IBCF la matriz de similitud entre objetos se calcula a partir
de las valoraciones que estos reciben de los usuarios (por eso es un método colaborativo)
pero los items con una alta similitud no tienen por qué compartir caracteristicas propias.
Este método también ofrece unos buenos resultados, aunque suelen ser mejores los del
UBCF, y también presenta el problema del cold start cuando se dispone de insuficientes
datos previos, pero posee una importante ventaja frente al método colaborativo basado en
usuarios, y es que en este caso los calculos para realizar las recomendaciones a un nuevo
usuario son mucho mas rapidos y conllevan mucho menos tiempo de computacion, por
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lo que las recomendaciones se hacen mas rapido. Lo que lleva bastante tiempo es calcular
la matriz de correlacion entre todos l0s objetos, pero una vez se tiene esta matriz se pueden
realizar todas las recomendaciones que se desee de forma mucho mas répida, y bastaria
con actualizar esta matriz cada cierto tiempo para ir teniendo en cuenta las nuevas
valoraciones que se van haciendo y los nuevos items que vayan apareciendo.

Meétodos hibridos

Cabe comentar que no existe el sistema de recomendacion perfecto, presentando todos
ellos distintas ventajas y limitaciones, motivo por el cual se utilizan técnicas de
hibridacion, consistentes en combinar dos 0 mas métodos de recomendacion, con el
objetivo de mejorar la eficiencia de las recomendaciones y la precisién [7]. Las técnicas
de hibridacién mas conocidas y utilizadas son: la mezcla (mixed), que combina los
resultados obtenidos de los distintos sistemas de recomendacion implicados, el uso de
ponderaciones (weighted), que es similar al anterior pero utiliza unos pesos para ponderar
las recomendaciones en funcion del sistema del que provengan, las técnicas switch, que
alternan diferentes métodos de recomendacion en funcion de la situacion y el momento
en el que se realiza, y las técnicas en cascada (cascade), en las que los resultados de un
primer sistema son refinados en los siguientes, lo cual aporta mas eficiencia
computacional que usar todas las técnicas con todos los datos en paralelo. Como se puede
ver, cada una de estas técnicas requiere de un ajuste y un balance segun el uso para
optimizar los resultados, al igual que para los sistemas de recomendacién usados
individualmente.

Métodos contextuales

Otro tipo de métodos de recomendacion que estan siendo estudiados y se estan
desarrollando en la actualidad son los llamados CARS (Context Aware Recomendation
Systems) o sistemas de recomendacion con informacion del contexto [5]. La idea de estos
métodos es usar toda la informacion disponible para poder realizar las recomendaciones
de forma mas precisa, por lo que no usan solamente los datos acerca de los usuarios, los
productos y las valoraciones pasadas, sino que recopilan toda la informacion posible
acerca de otros aspectos que conforman el contexto en el que se hace esta recomendacion.
Por ejemplo, para un sistema similar a Netflix datos del contexto que podrian resultar
relevantes serian: la hora del dia (ya que es probable que un determinado usuario suela
ver por ejemplo series de menor duracion durante la comida o al mediodia y le resulten
mas interesantes peliculas de mayor duracién por la noche), la época del afio (de forma
que las recomendaciones tengan una tematica acorde a las distintas estaciones y las
celebraciones que van ocurriendo), o incluso si se accede desde un lugar u otro (dado que
si un usuario accede desde el ordenador es mas posible que vea peliculas de acuerdo a sus
gustos personales, como por ejemplo de tematica bélica, o capitulos de las series que suele
seguir, pero en cambio si el mismo usuario accede desde la television del salon es
probable que desee ver algo con la familia o con los amigos, por lo que no le interesen
las series que sigue individualmente y en cambio le seran Utiles recomendaciones acerca
de peliculas de teméatica mas familiar o mas general que las que suele ver por su cuenta).
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Otros sistemas que saldrian muy beneficiados con estos métodos de recomendacion serian
los relacionados con puntos de interés turistico, de forma que en funcién del motivo del
viaje, de qué personas viajan juntas, del medio de transporte con el que se mueven, o del
tiempo que se dispone, podria recomendar unos lugares u otros para adaptarse mas a los
gustos y necesidades de los usuarios. Toda esta informacion recopilada puede provenir
de diferentes lugares; asi, en el caso del primer ejemplo para un sistema de contenido de
entretenimiento a la carta, seria muy facil obtener la hora del dia, la fecha y el aparato
desde el que se accede a través del sistema y comunicandose con otras aplicaciones
existentes; en cambio, para el segundo caso de recomendacién de puntos de interés
turistico, la informacién sobre el grupo, el tiempo disponible o el medio de transporte no
se podria obtener facilmente, de forma que una solucion consistiria en implementar un
cuestionario en el propio sistema para que el usuario lo complete con la informacién
pertinente, aunque esto suele percibirse como una incomodidad; otra opcion seria extraer
toda esta informacion conectdndose a unos sensores. El caso es que cuanta mas
informacidn esté al alcance del sistema, mas ricas y precisas seran las recomendaciones,
pero tampoco se debe intentar abarcar mas informacion de la necesaria, ya que puede
suponer complicaciones y molestias a cambio de poco o ningun beneficio, de forma que
en estos sistemas es importante la experimentacion para ver como afecta a los resultados
cada uno de los pardmetros utilizados y saber a cuales darles mas peso y de cuales se
podria prescindir segun el caso.

Mencion aparte requieren los mobile CARS [10], que surgen debido al uso masivo de los
teléfonos moviles. La idea de estos sistemas es incrementar el nivel de personalizacion
de las recomendaciones al usar toda la informacion disponible en el movil. La meta final
seria sustituir el tradicional patron de uso basado en peticion-respuesta para evolucionar
hacia unas recomendaciones mas proactivas a la vista de toda esta informacion que
recopilan los teléfonos, ya que los llevamos encima en todo momento. Estos sistemas
deben identificar el momento mas adecuado para generar una recomendacion sin una
peticidn explicita del usuario [32], siendo para ello necesario analizar su contexto.

Para concluir, un buen sistema de recomendacion es aquel que hace que el usuario no se
sienta desbordado por la cantidad de informacién disponible y le ofrezca los resultados
mas adecuados a su perfil y sus necesidades en ese momento. Como ya se ha dicho antes
la cantidad de informacion al alcance de cualquiera crece de forma exponencial, y las
nuevas tecnologias estan cada vez mas presentes en casi todos los aspectos de la vida
cotidiana, motivos por los cuales este tipo de técnicas son de gran importancia y van a
desarrollarse cada vez méas. A la hora de implementar un sistema de recomendacion, es
muy importante el ambiente en el que se va a trabajar y tener claros los objetivos que se
quieren cumplir, para asi poder seleccionar la tipologia mas adecuada para cada caso
concreto (en la Tabla 2.1 se resumen las diferencias entre unos métodos y otros), y ademas
es conveniente llevar a cabo algunas pruebas ya que en gran parte de los casos con un
poco de ajuste de parametros y funcionamiento se optimizan bastante los resultados. Las
ventajas de usar sistemas de recomendacion son el ahorro de tiempo y esfuerzo para el
usuario, el incremento de lo que se conoce como “ventas cruzadas” al recomendar
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siempre productos adicionales y el incremento de la fidelidad de los usuarios a un sistema
si las recomendaciones son adecuadas, pero también existen algunos inconvenientes
derivados de su uso como que pueden generar desconfianza de las recomendaciones entre
ciertas personas que no comprendan su funcionamiento, que al introducir usuarios o
productos nuevos o si se disponen de muy poco usuarios pueden hacerse
recomendaciones poco relevantes, que muchos usuarios no estan motivados a introducir
sus datos personales y de preferencias por motivos de privacidad y que el mantenimiento
de estos sistemas y sus bases de datos es bastante costoso, ya que se requieren equipos

muy potentes para que puedan trabajar en tiempo real.

Requisitos

Ventajas

Desventajas

No personalizados

Basados en
contenido

Demograficos

UBCF

IBCF

CARS

Sin datos usuario
objetivo
Caracteristicas de
productos
Grupos demogréficos
o clusters de
usuarios, info
personal del usuario
objetivo
Valoraciones de
otros usuarios y
valoraciones
conocidas de usuario
objetivo
Valoraciones de
otros usuarios y
valoraciones
conocidas de usuario
objetivo

Informacién del
contexto, historico de
valoraciones

Muy sencillos

Simple

No requiere
informacidn historica

Muy buenos
resultados,
independiente de los
tipos de items,

Buenos resultados,
recomendaciones
rapidas,
independiente de los
tipos de items
Recomendaciones
mas precisas y
adecuadas segln
necesidades en ese
momento

Poco fiables

Limitado por
caracteristicas
No validos para todo
el mundo, necesidad
de datos
demogréficos e info
personal

Coste computacional
y recomendaciones
lentas, cold start

Cold start, coste de
creacion del modelo

Dificultad de
recopilar
informacion de
contexto y aplicarla
de forma adecuada

Tabla 2.1: Comparacion de requisitos, ventajas y desventajas de distintos sistemas de
recomendacion
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Capitulo 3

Comparacion experimental de distintos
métodos de recomendacion

En este Capitulo se va a hablar acerca del conjunto de datos utilizado, algunos de los
experimentos mas relevantes que se han realizado y coémo se han hecho, y los resultados
obtenidos de ellos, asi como unas primeras conclusiones extraidas de dichos resultados.
Asi en la Seccion 3.1 se hablara del entorno de trabajo y el conjunto de datos seleccionado.
En la Seccion 3.2 se enumeraran los métodos de recomendacidn que se van a utilizar y se
hablara del tratamiento del conjunto de datos para poder hacer las recomendaciones. En
la Seccion 3.3 se explicaran los experimentos hechos y se analizaran los resultados
obtenidos. Por ultimo, en la Seccion 3.4 se hara otro experimento distinto para ver como
influye en el resultado el numero de valoraciones conocidas por usuario.

3.1. Entorno y conjunto de datos

Una vez que se ha comprendido el funcionamiento general de los sistemas de
recomendacion y se han descrito las distintas tipologias existentes, el siguiente paso es
trabajar con algunas técnicas de recomendacion para apreciar sus diferencias a nivel
practico, ver cdmo afectan los distintos parametros a los resultados obtenidos, y comparar
los distintos resultados para ver en qué casos Son mas convenientes unos u otros y qué
nivel de fiabilidad proporcionan estos sistemas. Para ello, como se comento en el Capitulo
1, se ha trabajado con el lenguaje de programacién R, y se ha utilizado la libreria
recommenderlab, que es una muy buena opcion para comenzar a trabajar e introducirse
en este campo, ya que posee diversos algoritmos para sistemas de recomendacién ya
implementados, funciones y estructuras de datos muy Utiles para implementar otros, e
incluso algunos conjuntos de datos de ejemplo con los que poder comenzar a trabajar y
probar las distintas opciones (ver Anexo B para mas detalles de las funciones y estructuras
utilizadas).

Tras haberse familiarizado con las distintas opciones de la libreria recommenderlab, el
siguiente paso es la busqueda de un conjunto de datos con el que poder trabajar. Dado
que el objetivo es utilizar los datos obtenidos en el contexto de la movilidad urbana, tiene
sentido que los objetos a recomendar sean puntos de interés turistico, hoteles, restaurantes
0 zonas de ocio, dado que seran la mayoria de los casos en los que la informacion se podra
usar. Lo que interesard, en definitiva, seran todos aquellos datos que ayuden a conocer el
movimiento de la gente alrededor de la ciudad, y en especial el de los visitantes o turistas
gue vengan por un determinado evento, para saber qué zonas se veran mas saturadas, qué
medios de transporte extra habra que habilitar, o qué tipo de servicios y donde seran
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necesarios. En este caso, tras explorar algunas de las distintas opciones disponibles para
su descarga en Internet (ver Anexo C), se ha decidido que probablemente lo mas
representativo sea utilizar un conjunto de datos con valoraciones de hoteles, ya que saber
donde estaran ubicados los visitantes serd una de las informaciones de mayor interés para
la planificacion urbana. Por ello, el conjunto de datos seleccionado [8] es uno proveniente
de la web TripAdvisor, el cual contiene 4606 valoraciones emitidas por 1202 usuarios
acerca de 1890 hoteles o alojamientos.

Al inspeccionar los datos obtenidos, se puede observar que hay méas informacion aparte
del usuario, el alojamiento y la valoracion (ver Figura 3.1). Lo primero que se ve es que
se tratan de valoraciones para distintos hoteles y alojamientos alrededor de todo Estados
Unidos, y que dichas valoraciones son hechas también por habitantes de Estados Unidos.
Esto no supone un problema, ya que para aplicarlas a la movilidad se extraeria la
informacion para los distintos hoteles y alojamientos de una determinada ciudad en
concreto, pero los sistemas de recomendacion se comportaran de la misma forma en este
caso, asi que las conclusiones a las que se llegue seran validas igualmente. Ademas, este
conjunto de datos contiene informacion sobre el estado en el que habita cada usuario, o
por lo menos en el que se encontraba al crear el perfil de usuario, y la zona horaria a la
que pertenece dicho estado, al igual que la ciudad en la que se encuentra ubicado cada
hotel, el estado el que pertenece y su zona horaria, asi como informacidn sobre el tipo de
viaje, que en este caso puede ser: familiar, en pareja, de negocios, en solitario o con
amigos. Toda esta informacidn podria ser til para desarrollar sistemas de recomendacion
demogréficos, ya que se podria conocer a qué zonas 0 estados Son mas propensos a viajar
los turistas segln su origen, o incluso para sistemas de recomendacion contextuales, que
podrian beneficiarse mucho de la informacion acerca del tipo de viaje.

ID USER  USER_STATE USER TIMEZ/ID HOTEL HOTEL CITY HOTEL STAT HOTEL TIME Trip Type  Rating

45 GA Eastern 105170 Memphis TN Central 3 5
45 GA Eastern 223229 SanAntonio TX Central 3 5
45 GA Eastern 258688 Albuguerqut NM Mountain 3 5
45 GA Eastern 98827 ELPaso TX Central 3 5
45 GA Eastern 99518 SanAntonio TX Central 3 3
64 TX Central 224427 Cleveland OH Eastern 1 4
64 TX Central 1751886 Austin TX Central 3 4
64 TX Central 99120 Houston TX Central 3 4
100 NY Eastern 120111 Jacksonville FL Eastern 2 5
100 NY Eastern 91428 Indianapolis IN Eastern 2 4
100 NY Eastern 109399 Dallas TX Central 3 3
100 NY Eastern 98764 Albuguerqut NM Mountain 4 3
149 OR Pacific 240681 Phoenix AZ Mountain 1 3
149 OR Pacific 73927 Phoenix AZ Mountain 1 3
149 OR Pacific 100584 Seattle WA Pacific 2 1
159 TX Central 98815 ELPaso TX Central 1 3
159 TX Central 99055 Houston TX Central 2 4
159 TX Central 92773 Louisville  KY Eastern 3 4
198 VA Eastern 74530 Phoenix AZ Mountain 3 4
198 VA Eastern 75180 Tucson AZ Mountain 3 4

Figura 3.1: Fragmento del conjunto de datos de TripAdvisor
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3.2. Métodos de recomendacion utilizados y tratamiento
de los datos

Para obtener las predicciones sobre a qué zonas acudiran los turistas y viajeros, no se van
a utilizar sistemas contextuales, dado que para hacer numerosas predicciones a partir de
los perfiles de usuario disponibles no se tendra informacion del contexto para cada uno;
ademas, hay estudios que sefialan la escasez de conjuntos de datos para evaluar sistemas
de recomendacién dependientes del contexto [11]. En este caso no se va a usar la
recomendacion basada en contenido, aunque si se dispusiera de datos con las
caracteristicas de los hoteles seria muy buena opcién. Tampoco se van a usar las
recomendaciones demograficas, ya que para ello es necesario conocer los distintos grupos
demogréficos en los que dividir a los usuarios, para lo que habria que hacer estudios y
pruebas si se quieren buenos resultados; ademas haria falta disponer de una base de datos
con informacion acerca de los usuarios, lo cual no es facil de obtener de manera gratuita
y a través de Internet debido a las normativas de proteccion de datos. No obstante, este
método también seria valido, y de hecho seria uno de los mas adecuados si se conoce el
tipo de personas que asistiran al evento para el que se hacen los estudios; ya que si la gran
mayoria de asistentes pertenece al mismo grupo demografico y social, y se disponen de
buenos datos acerca de él, se podrian conocer con bastante precision las zonas con mas
afluencia de viajeros. De esta forma, los sistemas de recomendacion con los que se va a
experimentar son, ademas de los sistemas sencillos que no requieren datos de entrada
(sistemas no personalizados), que se usaran como linea base para comparar resultados,
los métodos colaborativos. Para aplicar estos métodos no es necesaria informacion extra
aparte de las propias valoraciones, son muy versatiles y se pueden utilizar a gran escala
para obtener predicciones generales acerca de grandes grupos de personas.

De esta forma, en los experimentos se van a utilizar 4 métodos de recomendacién
distintos: recomendacion aleatoria, recomendacion de populares, UBCF e IBCF. Para
todos estos métodos, lo Unico necesario son datos acerca de un usuario, el objeto que ha
puntuado y la valoracién en si; no se requiere de informacién extra acerca del usuario, ni
caracteristicas del producto ni datos contextuales, por lo que el primer paso tras cargar
toda la base de datos completa es crear una tabla que contenga solo estas 3 variables:
usuario, producto y valoracion. A partir de esta tabla se creara una matriz de valoraciones,
en la cual cada fila representa a un usuario y cada columna representa un objeto, de forma
que en la interseccion de ambas se encuentra la valoracion de ese usuario para ese objeto
en concreto. Asi, la matriz obtenida es una matriz muy dispersa, dado que en la mayoria
de las situaciones cada uno de los usuarios ha valorado unos cuantos objetos pero esta
lejos de haber valorado todos los disponibles, y de la misma forma cada objeto ha sido
valorado unas cuantas veces pero no es muy comun un objeto valorado por casi todos los
usuarios, aunque esto si que se podria dar por ejemplo en el caso de que fuera un objeto
muy popular, como una pelicula o una cancién de gran éxito que todo el mundo conoce.
En la libreria recommenderlab existe una estructura llamada RatingMatrix que esta
pensada para crear este tipo de matrices de valoraciones dispersas (ver Figura 3.2), de
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forma que los mismos datos, introducidos en una RatingMatrix ocupan mucha menos
memoria que si se introducen en una matriz o tabla convencional.

> getRatingMatrix (RatingMatrixTripAdvi=sor[1:20,1:30])
20 x 30 sparse Matrix of class "dgCHMatrix"™
[[ suppressing 30 columm names ‘723397, “723427, 72359 ... 1]

45

a4

100
143
153
138
215
221
247
343
451
Ta3
843
8a7
358
360
368

Figura 3.2: Fragmento de la RatingMatrix creada

En este punto surge un problema, y es que a pesar de comprobar que todas las
valoraciones en el conjunto de datos se encuentran entre 1y 5, al crear la RatingMatrix
se obtienen algunas valoraciones superiores a 5, las cuales no existen realmente y no
tienen sentido. Tras investigar los motivos por los que pasaba esto y probar distintas
opciones para solucionarlo, se descubrié que estas valoraciones superiores a 5 surgian
debido a que habia valoraciones repetidas en el conjunto de datos inicial, es decir, un
mismo usuario habia valorado al mismo objeto en varias ocasiones con distintas
puntuaciones. Una vez encontrado el origen del problema, la solucion fue sencilla
(aunque existen otras soluciones posibles mas eficientes): se program6 una estructura de
bucle que iba leyendo todos los registros del conjunto de datos y las comparaba con los
leidos anteriormente, de forma que si una determinada valoracion no estaba repetida se
introducia a la tabla de valoraciones, pero si se encontraba otra con la misma pareja de
usuario-item, esa valoracion era omitida y se pasaba a la siguiente. Esto se puede
interpretar fisicamente como que un mismo usuario ha visitado el mismo alojamiento en
varias ocasiones y lo ha puntuado cada una de las veces, de manera que la ultima
valoracion dada es la que mejor representa la opinion de ese usuario sobre el alojamiento,
ya que la misma ha podido variar con el tiempo.
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El siguiente paso a seguir es normalizar las valoraciones con el objetivo de evitar los
errores debidos al sesgo personal de cada usuario. Esto es necesario ya que algunos
usuarios dan valoraciones mas altas que otros de forma sistematica, de manera que
algunos usuarios darén un 5 a los alojamientos que sean de su agrado y un 3 a los que no
lo sean tanto, y en cambio otros dardn un 3 cuando estén satisfechos y un 1 en caso de
que no, por lo que estas valoraciones son muy distintas para el sistema pero reflejan una
misma opinion del usuario. Para evitar los errores derivados de esto la solucion es
normalizar todas las valoraciones. En este caso lo que se hace es calcular la media de las
valoraciones para cada usuario, y lo que se tiene en cuenta es la diferencia entre una
determinada valoracion y la media de las valoraciones para ese usuario, haciendo que si
la valoracion coincide con la media de ese usuario se considerard un valor de 0, si esta
por encima se representara con la diferencia entre esa valoracion y la media en positivo,
y si esta por debajo seré la diferencia pero en negativo. Ademas, esta diferencia se divide
entre la desviacion tipica. Asi, se obtiene un histograma de valoraciones o votos bastante
mas homogeéneo, y se ha conseguido evitar, o al menos minimizar, el error debido al sesgo
personal (ver Figura 3.3 y Figura 3.4).

Una vez se dispone de las valoraciones normalizadas es el momento de comenzar a
utilizar el sistema de recomendacion. Para ello, es necesario separar todo el conjunto de
datos, de forma que algunos de los datos sean utilizados para entrenar al sistema, y el
resto se utilicen para testear y verificar los resultados. Esto se puede llevar a cabo de
manera sencilla gracias a la funcién evaluationScheme disponible en la libreria
recommenderlab de R, la cual permite precisar qué porcentaje de datos se utilizara para
entrenamiento y para evaluacion, el nimero de veces que se llevara a cabo esta

Histograma de votos
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Figura 3.3: Histograma de votos
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Histograma de votos normalizados
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Figura 3.4: Histograma de votos tras la normalizacion

evaluacion, el valor a partir del cual una puntuacion se considera buena (por ejemplo, en
una escala de 0 a 5,podria asumirse que si la valoracién es igual o superior a 3 al usuario
le ha gustado ese item) y el nimero de valoraciones que se tomaran como conocidas para
cada nuevo usuario del conjunto de test (con el pardmetro given), dejando el resto de las
que se disponga para comparar con las predicciones realizadas para ese usuario. Ademas,
dicha funcion es capaz de utilizar 3 métodos distintos para realizar esta particion de los
datos [9]: el método “split”, que recoge datos de forma aleatoria para los datos de
entrenamiento hasta llegar al porcentaje indicado, y deja los restantes para el conjunto de
datos de test, el método “cross-validation”, que divide los datos en k partes iguales, siendo
k el nimero de veces que se va a repetir la evaluacion, de forma que en cada evaluacion
se usan k — 1 partes como datos de entrenamiento, y al final de todas las repeticiones cada
una de las partes ha sido usada como datos de test una vez; y el método “bootstrap”, que
crea el conjunto de datos de entrenamiento cogiendo datos con reemplazamiento hasta
llegar al porcentaje indicado, y el resto de los datos no seleccionados son usados para test.
Tras haber dividido el conjunto de datos seleccionando el método y los parametros
deseados, es el momento de entrenar el sistema de recomendacion (ver anexo A).

En recommenderlab existe una funcion llamada evaluate, para la cual hay que
proporcionar los conjuntos de datos de entrenamiento y test creados con
evaluationScheme, como se ha comentado anteriormente, el método de recomendacion
que se desea utilizar (0 una lista de varios si se desea compararlos), la normalizacién de
los datos que se precise, y el nimero de recomendaciones a realizar para cada usuario.
Esta funcidn devuelve los resultados tras haber hecho las predicciones para los datos de
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test con cada uno de los métodos indicados y haberlas comparado con los datos reales.
Estos resultados contienen los valores de positivos reales (true positives o TP), falsos
positivos (FP), negativos reales (TN), falsos negativos (FN), un valor de precision que se
calcula como TP/(TP+FP), un valor de recall o sensibilidad que se calcula como
TP/(TP+FN), un ratio de positivos reales (TPR) y un ratio de falsos positivos (FPR) para
cada uno de los métodos de recomendacion utilizados y para cada caso en funcion del
namero de recomendaciones realizado. También existe la opcion de hacer los
experimentos paso a paso, dado que existe una funcion para entrenar el sistema de
recomendacion con el método deseado y a partir de unos datos de entrenamiento, otra
para obtener las predicciones utilizando el sistema de recomendacion entrenado y los
datos que se consideran conocidos para los nuevos usuarios, y por ultimo una para
calcular el error de las predicciones comparando éstas con las valoraciones reales de los
nuevos usuarios, que se suponian desconocidas. Haciéndolo de esta forma, lo que se
obtiene es la media de los errores absolutos (MAE), asi como la media de los errores al
cuadrado (MSE) y la raiz de la media de los errores al cuadrado (RMSE) (ver Anexo D
para mas informacion sobre RMSE), de las predicciones realizadas tras compararlas con
los datos reales.

3.3. Obtencidn de predicciones y analisis

Tras haber realizado numerosas pruebas y experimentos se ha comprobado que si los
datos de test son demasiado pequefios, o si no se repite la evaluacion suficientes veces,
los resultados obtenidos son muy variables, ya que si se usa el método “Split” con unos
mismos conjuntos de datos de entrenamiento y test y sin cambiar los parametros al
realizar varias veces las predicciones y evaluarlas los resultados cambian
sustancialmente, de modo que no son fiables para llegar a conclusiones. Con el objetivo
de conseguir unos resultados consistentes y representativos, se ha utilizado el método de
“cross-validation” para separar los conjuntos de datos de entrenamiento y test, ya que la
validacion cruzada de 10 grupos (k=10) es el método de evaluacion de mayor coste
computacional pero también el que mejores resultados aporta, y se va a repetir la
evaluacion 10 veces. Ademas, se ha comprobado que el minimo ndmero de valoraciones
por usuario son 3, de forma que se ha ajustado el sistema de recomendacién para que en
los datos de test se considere que son conocidas 2 valoraciones de cada usuario fijando el
parametro given en un valor de 2, haciendo asi que en los casos en los que menos
valoraciones se hayan dado quede por lo menos 1 de ellas para poder compararla con la
prediccion y poder obtener el error de la misma. Tras hacer las predicciones con los
distintos métodos de recomendacion y evaluarlas, se puede obtener una curva ROC y un
grafico que represente precision y recall (ver Figura 3.5 y Figura 3.6). En la curva ROC
el eje vertical representa el TPR y el horizontal el FPR, y en ambas gréficas los valores
gue estan junto a las curvas representan el nimero de items recomendados a cada usuario
(ver Anexo D para una explicacion mas detallada de una curva ROC).

Al analizar estas graficas se observa que, como cabia esperar, al aumentar el nimero de
recomendaciones que se realizan crece el ratio de recomendaciones acertadas, pero
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también el de recomendaciones fallidas, aunque mientras el TPR sea significativamente
mayor que el FPR se consideraré que el método hace recomendaciones validas en general.
En este caso, se comprueba que el mejor método es el IBCF, ya que es el que tiene mayor
TPR respecto al FPR, y observando la gréafica parece que cada vez proporcionaria mas
recomendaciones correctas sin aumentar las incorrectas. De la misma forma, en la otra
grafica se observa que al aumentar la sensibilidad o recall disminuira la precision, pero
igualmente el método que mejores resultados presenta es el IBCF. Cabe comentar que los
valores obtenidos de TPR, FPR, precision y recall son bastante pequefios [1], lo cual es
debido a que la RatingMatrix utilizada es muy dispersa, y si se dispusieran de méas datos
se obtendrian mejores resultados, como se vera cuando se comparen los resultados en
funcion del nimero de valoraciones conocidas por usuario. Ademas, estos resultados
dependen del umbral de recomendacién escogido para considerar una recomendacion
adecuada (en este caso una puntuacion de 4). También se han realizado las predicciones
para cada método paso a paso para poder obtener y comparar el error de las mismas en
cada caso con los valores de MAE, MSE y RMSE (ver Figura 3.7).
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Figura 3.5: Curva ROC

Como se puede ver, los resultados del error en las predicciones siguen la misma ténica
que lo que se habia apreciado en las graficas anteriores, y es que el método aleatorio es el
que mayor error presenta, seguido por el popular y el UBCF que tienen errores bastante
similares, y por ultimo la mejor opcion es el IBCF.
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EMSE M5E MALE
UEBCF 1.171066%9 1.371398 0.89B6490
IECF 0.7071068 0.500000 O.6666667
POPULLE 1.2113308 1.467322 0.9337779
EANDOM 1.5311462 2.344409 1.2321279

Figura 3.7: Medidas de error de las predicciones

Esto a priori no encaja con lo que se preveia tedricamente, y es que en principio el método
UBCF tenia un mayor coste computacional y era por lo tanto mas lento, pero sus
resultados deberian ser mejores [1], y en este caso el método colaborativo basado en los
objetos, IBCF, presenta unos resultados significativamente mejores; sin embargo como
ya se habia comentado, dependiendo del caso concreto, del conjunto de datos con el que
se trabaje y de los objetivos que se quieran conseguir, serd mas apropiado un metodo u
otro, y no hay uno que sea estrictamente mejor en cualquier ocasion. Asi, muy
probablemente este hecho sea debido a que en el conjunto de datos con el que se trabaja
los usuarios han dado pocas valoraciones cada uno, de forma que es mas complicado
calcular la similitud entre ellos, y estos valores sean menos fiables de lo que podrian
resultar en otros datos. Y es que si se analizan las valoraciones que ha dado cada usuario
(ver Figura 3.8) se aprecia que la gran mayoria solamente tiene 3 alojamientos valorados
(mas de 700 usuarios de los aproximadamente 1200 totales), y el resto tienen pocos mas,
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de forma que hay muy pocos usuarios que tengan un alto nimero de valoraciones. Podria
ser interesante, si en un trabajo futuro se utiliza un conjunto de datos con mas valoraciones
por cada usuario, volver a realizar estas pruebas y comparar los resultados, para ver si el
método UBCEF presenta resultados mejores.

Waloraciones disponibles

N2 de usuarios

Figura 3.8: Numero de usuarios en funcion de sus valoraciones

3.4. Influencia del nimero de valoraciones conocidas

Ya han sido comparados los resultados obtenidos con distintos métodos de
recomendacion, pero aun hay mas pruebas que pueden aportar informacién interesante, y
quiza la mas destacable de ellas sea ver como varia el error en las predicciones en funcién
de las valoraciones conocidas que se tengan del usuario objetivo, dado que cuantas mas
sean con mayor facilidad se podrian encontrar recomendaciones adecuadas ya que se
conocerian mejor las preferencias del usuario. Para hacer esto, se han creado los conjuntos
de datos de entrenamiento y test de una forma similar a la anterior, pero en esta ocasién
se ha ajustado el sistema para que considere que en los usuarios del conjunto de test se
conocen todas sus valoraciones menos dos de ellas, es decir, que se calculara el error de
la prediccion de 2 valoraciones reales, de forma que el resto se consideraran conocidas
para poder realizar las recomendaciones al usuario, si un determinado usuario posee 6
valoraciones, se consideraran 4 conocidas y a partir de ellas se predeciran las otras 2 para
compararlas con las valoraciones reales, pero si un usuario posee 3 valoraciones, como
es la mayoria de casos, solo se conocera 1 de las valoraciones para hacer la prediccion y
las otras dos se usaran para comparar con los datos reales.
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Asi pues, tras haber creado los conjuntos de datos de entrenamiento y test, se comprueban
las valoraciones conocidas y desconocidas para cada usuario del conjunto de test, y se
seleccionan usuarios concretos con distinto nimero de valoraciones conocidas. Tras ello,
se entrena el sistema de recomendacion con los datos de entrenamiento, después se
realizan las predicciones para los usuarios concretos seleccionados del conjunto de test,
y se calcula el error de dichas predicciones en cada caso comparandolo con los valores
reales. Para esta ocasion, se han seleccionado 4 usuarios concretos del conjunto de test,
el primero con solamente 1 valoracion conocida, otro con 3 valoraciones conocidas, otro
de ellos con 5, y el ultimo con 6; realizando asi las predicciones para cada usuario de
forma individual y comparando con las 2 valoraciones que se consideran desconocidas
de cada uno para conocer el error (ver Figura 3.8, Figura 3.9, Figura 3.10 y Figura 3.11).

> rowCounts (getData (scheme, "known"™) [5,]1)

2018
1
» rowCounta (getData (scheme, "unknown™) [5,])
2019
p
» calcPredictionfccuracy (pred,getData (scheme, "unknown™) [5, 1)
EMSE MSE MLE

1.414214 2.000000 1.000000

Figura 3.9: Error medio de las predicciones para un usuario con 1 valoracion conocida

» rowCounts (getData (scheme, "known") [1,])

215
3
» rowCounts (getData (3cheme, "unknown") [1,])
215
2
» calcPredictionfccuracy (pred, getData (scheme, "unknown™) [1,])
EMSE MSE MAE

1.265296 1.611111 1.166667

Figura 3.10: Error medio de las predicciones para un usuario con 3 valoraciones conocidas

» rowCounts (getData (scheme, "known™) [13, ]
4784
5
» rowCounts (getData (scheme, "unknown™) [13,])
4784
2
» calcPredictionficcuracy (pred, getData (scheme, "unknown™) [13, ]
EMSE MEE MAE

0.6025305 0.3630431 0.8025253

Figura 3.11: Error medio de las predicciones para un usuario con 5 valoraciones conocidas
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rowCounts (getData (scheme, "known") [40,])

23146
6
rowCounts (getData (2cheme, "unknown™) [40,]1)
23146
2
> calcPredictionfccuracy (pred, getData (scheme, "unknown™) [40, 1)
EM3E MSE MAE

0.16666667 0,02777778 0.16666667

Figura 3.12: Error medio de las predicciones para un usuario con 6 valoraciones conocidas

Observando el error de las predicciones para cada usuario concreto, queda muy claro que
cuantas mas valoraciones se conozcan de un determinado usuario mucho mas acertadas
seran las recomendaciones para €l, que es lo que se esperaba en un principio, pero llama
la atencidén lo mucho que se reduce el error al aumentar sélo un poco el nimero de
valoraciones conocidas, ya que en este caso del usuario con 3 datos conocidos al usuario
con 6 el error disminuye en casi un 90%. Por lo tanto, se comprueba que cuanto mas se
sepa de un usuario objetivo mayor calidad tendrén las recomendaciones para éste, de
forma que si se utilizan unas bases de datos ricas y completas los resultados seran
sustancialmente mejores que si se usan conjuntos con pocos datos.

Asi pues, es importante seleccionar adecuadamente el método de recomendacion a utilizar
en funcion de la situacion y el caso objetivo, ya que no se puede recurrir siempre al mismo
sistema porque en teoria es el mas acertado, sino que se debe comprobar cuéles se pueden
usar en funcién de los datos que se tienen y comprobar el que mejor se comporta. También
es bastante relevante ajustar los parametros para obtener los resultados méas apropiados
segun el caso, dado que como se ha visto, aumentar por ejemplo el nimero de
recomendaciones hechas por usuario hace que aumente la sensibilidad y aporta mas
opciones correctas, pero puede bajar la precision de las recomendaciones realizadas, por
lo que hay que aplicar el sistema de recomendacion con cautela. En este aspecto, se
podrian llevar a cabo méas pruebas para ver como afectan otros pardmetros como el
namero de vecinos o el método usado para calcular la similitud (en este caso la similitud
de coseno). Por ultimo, ha quedado claro también que los datos utilizados influyen
enormemente en la calidad de las predicciones, por lo que se deber ser cuidadoso al
adquirir los datos con los que se trabajara, ya que unos datos completos pueden
proporcionar unas predicciones de gran fiabilidad, pero unos datos pobres o inadecuados
pueden no resultar de gran ayuda.
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Capitulo 4
Aplicacion al campo de la movilidad urbana

En este apartado, se va a explorar y analizar como podrian ser aplicadas estas tecnologias
y estos conceptos al ambito de la movilidad, viendo en qué casos pueden ser adecuados
y en cudles no, qué tipo de datos o informacion previa se debe disponer y de donde y
cdémo se podria obtenerla, a qué decisiones pueden afectar estas predicciones, qué impacto
tendria esto en el mercado de la informacion, etc. Asi, en la Seccion 4.1 se hablara de los
posibles casos de aplicacion de los sistemas de recomendacion a la movilidad. En la
Seccion 4.2 se comentara la procedencia de los datos utilizados para generar las
predicciones. Por ultimo, en la Seccion 4.3 se vera como utilizar las predicciones
obtenidas y los costes y beneficios que podran suponer.

4.1. Casos de aplicacion

En primer lugar, hay que dejar claro que por movilidad urbana se entiende el transporte
de pasajeros por la ciudad, de manera cualquier aplicacion de los sistemas de
recomendacion que obtenga como resultado un trafico mas fluido se considerara que
ayuda a esta movilidad urbana, aunque no sea una aplicacion directa. Asi, se van a
considerar posibles aplicaciones de los sistemas de recomendacion en el campo del
transporte y el turismo que conduzcan a facilitar el trafico urbano y en general el
movimiento de las personas. No se va a considerar su uso tradicional haciendo
recomendaciones a usuarios individuales, aunque esto les ayude a transitar por la ciudad
de forma maés directa hacia su objetivo. En lugar de eso, se van a explorar casos de uso
desde el punto de vista de entidades publicas o empresas que tengan alguna implicacién
en el transporte, ya sea de forma maés directa como podria ser la gestion del transporte
publico, o de forma mas indirecta como el uso de una flota de furgonetas que transitan
por la ciudad para repartir productos a los comercios. Asi, se va a estudiar como podrian
utilizarse las predicciones de los sistemas de recomendacidén en estas entidades o
empresas para mejorar sus actividades relacionadas con el transporte, obteniendo por lo
tanto una mejora en la movilidad [23].

Como se comentd en el Capitulo 1, el principal caso de aplicacién a la movilidad de las
predicciones obtenidas de sistemas de recomendacidn seria la planificacion para eventos
excepcionales, o cualquier ocasion en la que vaya a darse una afluencia inusitada de
turistas o viajeros en una determinada ciudad. El uso de esta técnica para planificar la
movilidad urbana de manera general no es necesario. Seria conveniente si existiese una
ciudad ya construida pero completamente vacia y se desease predecir como se moverian
en un futuro sus habitantes, ya que se podrian encontrar las areas de mas interés comercial
0 de ocio, asi como las areas en las que la gente es mas propensa a alojarse; y se podrian

26



habilitar los aparcamientos o transportes publicos en funcion de ello. Sin embargo este
no es un caso real, dado que en la practica en todas las ciudades ya habita gente y tienen
sus estructuras de movilidad y sus opciones de transporte publico ya definidas; y cuando
estas ciudades van creciendo y se van expandiendo, es de forma muy gradual, de manera
que no suele ser necesario reestructurar la movilidad, sino que ésta se va adaptando poco
a poco Yy basta con afiadir algin transporte publico que lleve a las zonas més transitadas.
En algun caso de expansion en el que se construya un nuevo barrio residencial periférico
si que seria posible utilizar un sistema de recomendacidon para ver a qué zonas de la ciudad
antigua deseardn moverse los habitantes del nuevo barrio, pero en la mayoria de casos no
suele ser muy necesario, ya que esto se suele conocer de antemano y no son necesarias
predicciones, y ademas el aumento de habitantes en el nuevo barrio no es repentino, sino
que suele ir creciendo de forma gradual y se pueden adaptar las necesidades de movilidad
conforme aparezca la demanda [22].

Por todo ello, estos sistemas se podrian usar en algin otro caso si se desea y se estima
necesario, no obstante, su principal foco de utilizacion seran las ocasiones en las que una
ciudad reciba, por el motivo que sea, una cantidad elevada de turistas o visitantes en un
pequefio lapso de tiempo. Esto podria darse, como ya se ha dicho, debido a algin evento
excepcional como un concierto, una competicion deportiva o una entrega de premios,
pero no tiene por qué tratarse de esos casos, ya que por ejemplo puede ocurrir en
determinadas ciudades para un momento o una época del afio concreta, y repetirse afo
tras afio. Asi, por ejemplo, el uso de sistemas de recomendacién seria muy til para
aplicarlo a una ciudad que va a acoger la final del mundial de fatbol, o una exposicién
internacional, pero también seria adecuado aplicarlo en Madrid cuando llega la Navidad
o la Nochevieja, ya que la cantidad de gente en el centro de la ciudad aumenta
enormemente, o0 en alguna ciudad muy turistica como Paris 0 Nueva York en caso de que
se acergue una festividad de caracter nacional y se prevea gque va a acudir mucha gente
durante los dias festivos. A pesar de que sea algo que ocurra de forma periddica, puede
ser interesante hacer uso de esta informacion, ya que la zona con mas afluencia de turistas
para alojarse, las zonas de ocio a las que suelen acudir, o directamente los gustos de la
gente pueden cambiar mucho de un afio a otro [28].

Otra ocasién en la que extraer informacidn de los sistemas de recomendacion puede ser
muy util de cara a la movilidad, pero esta bastante alejada del caso anterior, es para la
distribucion y logistica de un nuevo producto o servicio cuando se lanza al mercado. Toda
la informacién obtenida de estas técnicas se podria utilizar para complementar y
contrastar los estudios de mercado; asi, si se dispone de la base de datos de una web de
venta de objetos, se podria aplicar esto con el nuevo producto para saber a qué usuarios
les podria gustar o interesar, y lo mismo si se tratase de un servicio ofrecido en puntos
concretos y se dispusiese de una base de datos con valoraciones de este tipo. En funcion
de la informacion que se conociera de los usuarios, lo cual variara de unos sistemas a
otros, se podria conocer el tipo de personas que estaran interesados en adquirir el
producto, conociendo su edad, su género o sus aficiones, por ejemplo; o incluso si se
dispone de informacion acerca del domicilio de los usuarios, se podria conocer con
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bastante precision en qué zonas de la ciudad habra mas ventas que en otras o en cuéles
los productos seran mas atractivos. Como es obvio, esto tiene un enorme interés a la hora
de gestionar la logistica de distribucion del producto, haciendo que éste sea mucho mas
abundante en las zonas donde ha resultado méas popular o donde suelen acudir el tipo de
clientes que han resultado ser mas propensos, pero no sélo se aplicaria al reparto para
comercios, ya que si se tratase de un producto perecedero que se vende in situ o un
servicio se podria prever la cantidad del producto que llevar o la cantidad de puestos para
recibir dicho servicio que habilitar en una zona, haciendo de su reparto por la ciudad una
tarea mucho més rapida y sencilla, y agilizando la movilidad de las mercancias. Incluso
si se trata de un servicio relacionado con el transporte de personas por la ciudad, como
por ejemplo los patines y bicicletas eléctricas, que tan populares se han vuelto en los
ultimo tiempos, con sistemas de recomendacion se podria conocer en qué zonas es mas
apropiado colocarlos al inicio del dia o donde se van a acumular al acabar el mismo,
facilitando también enormemente el acceso a este medio, y en definitiva haciendo mas
fluida la movilidad, dado que la logistica en estos negocios es un punto clave.

En la Tabla 4.1 se muestra un resumen de los distintos casos de aplicacion posibles de los
sistemas de recomendacién a la movilidad, resaltando qué se necesita en cada uno, qué
predicciones se obtienen y como afectan éstas a la toma de decisiones.

Predicciones Influencia en

Caso de aplicacion

Datos requeridos

obtenidas decisiones
: Valoraciones de Alojamientos y LRI EEVRE e
Turistas por transporte,

festividad

Turistas por
evento
excepcional

Distribucion
nuevo producto

Gestion servicio
movilidad
empresa privada
(patines o
bicicletas
eléctricas)

alojamientos y
zonas de ocio

Valoraciones de
alojamientos y
zonas de ocio con
info de usuarios
para conocer perfil
concreto
Valoraciones de
productos con info
sobre los productos
y los usuarios que
valoran
Valoraciones o
afluencia de zonas
de ocio y puntos de
interés con info de
hora del diay
localizacion

zonas de ocio de

o transporte publico
interés general

y aparcamientos

Alojamientos y
zonas de ocio de
interés para un
determinado perfil
de usuarios

Gestion de vias de
transporte,
transporte publico
y aparcamientos

Productos de
interés para
distintos grupos de

Logistica y rutas de
distribucion de

. productos
usuarios
Zonas de ocio de Puntos de
interés en funcién colocacion y de
del momento del recogida,
dia o localizacién distribucion a lo
del usuario largo del dia

Tabla 4.1: Posibles aplicaciones de sistemas de recomendacion enfocadas a movilidad
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4.2. Origen y naturaleza de los datos

Como se ha visto, estos sistemas tienen bastante variedad de aplicaciones posibles en
temas relacionados con la movilidad urbana, y llevarlas a la practica contribuird a hacer
cualquier ciudad mas moderna y comoda, permitiendo que responda y se adapte a las
necesidades de sus habitantes, por lo que es un posible camino por el que podria discurrir
el disefio y funcionamiento de las ciudades del futuro, pero hay que saber qué es necesario
para poder utilizar estas técnicas. Y es que, como se ha concluido tras la experimentacion,
los conjuntos de datos que se utilicen para poder efectuar las predicciones son de radical
importancia para el resultado de las mismas. Segun se dispongan de unos datos u otros,
se podra aplicar la técnica deseada para la situacion adecuada o no, por lo que serd muy
importante el intercambio de informacion a nivel empresarial.

Si se disponen de datos con valoraciones sobre alojamientos, se podran usar para
ocasiones con picos en la cantidad de turistas, pero no es lo mismo el puente en el que va
acudir mucha gente, donde se pueden usar los datos de usuarios y valoraciones de forma
mas general para conocer las tendencias de todos los visitantes, que un concierto de un
grupo con publico méas joven, para lo cual datos de usuarios generales no seria Util, y haria
falta tener informacion sobre los usuarios para poder restringir las recomendaciones al
publico joven, y asi conocer de forma efectiva a qué zonas acudiran los asistentes en
realidad. Este mismo ejemplo se puede expandir para cualquier ocasion, haciendo que a
veces datos con valoraciones de usuarios y objetos simples sean suficiente, y otras se
necesite una base de datos con perfiles de usuario mas completos para conseguir
informacion util, o incluso hagan falta datos con informacion sobre el contexto para
algunos casos [27].

Si la aplicacion es la distribucion y logistica de un producto, lo mas conveniente seria una
base de datos con las caracteristicas de los productos disponibles, para poder relacionarlos
con el nuevo que va a entrar al mercado (y asi poder planificar sus canales y zonas de
distribucion) usando recomendaciones basadas en contenido, o se podrian utilizar
métodos colaborativos si se organizan sesiones de prueba en las que algunos usuarios
puedan valorar el producto y otros disponibles, y asi a partir de estas valoraciones, se
puedan realizar recomendaciones al resto en las que aparezca el nuevo producto gracias
a estas valoraciones previas que se tenian de él. Por lo tanto, los datos necesarios pueden
ser bastante distintos segun el caso, de forma que cuantos mas datos estén al alcance y
mas ricos y completos sean estos datos, en mas ocasiones podran ser Utiles, asi que es
conveniente recopilar todos los datos posibles e intentar mantenerlos actualizados para
usarlos cuando sean necesarios.

La siguiente pregunta es inevitable: ;de donde provienen todos estos datos? Esta cuestion
es de vital importancia, pero existen numerosas opciones para responderla. En el caso de
que la entidad que va a usar los datos sea publica, es decir, relacionada con el gobierno
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de la propia ciudad, tendra acceso a gran cantidad de datos que podrian ser de utilidad,
como datos historicos de distintos tipos, diversos estudios relacionados por otros entes
publicos, datos obtenidos de empresas privadas a través de informes de cuentas que deban
presentar por determinadas leyes etc. La cantidad de conjuntos de datos al alcance es
inmensa, por lo que serd necesaria una busqueda en profundidad, y ademaés existe la
posibilidad de que los datos estén desactualizados o les falte informacion importante, asi
que como ultima opcidn, siempre se podria recurrir a las fuentes de datos a las que se
veria obligada a recurrir una empresa privada.

Y es que, si no se dispone de datos publicos, existen otras opciones, aunque en su mayoria
son mas caras. Se podria probar a pedir los datos a algin ente publico o entes privados
pero que tengan sus datos a disposicion del publico, como podria ser algun tipo de
asociacion de consumidores o entidad dedicada a la realizacion de diversas encuestas,
pero si no se encuentra esto el siguiente paso seria recolectar los datos uno mismo o
comprarlos. Para reunir los datos, lo mas comun seria contratar a una empresa encargada
de hacer un estudio o encuestas a los clientes o la poblacion, aunque si la empresa es muy
grande quiza pudiera hacerlos por su cuenta. La Ultima opcion, que por otro lado es
probable que sea la mas utilizada, es la compra de informacion, de forma que permite
adquirir la base de datos deseada a cambio de un desembolso. Cada vez es mas comun la
compra y venta de informacion, y existen numerosas empresas que se dedican en
exclusiva a recopilar informacion para posteriormente venderla, o incluso se podria
adquirir un conjunto de datos de una empresa que utilice sistemas de recomendacion en
su actividad y por lo tanto disponga de él, como webs de reserva de viajes o de venta de
productos por internet [29].

En relacién a la compra e intercambio de datos, es conveniente recurrir a la Ley Orgénica
de Proteccidn de Datos de Caracter Personal [20] para conocer el marco legal en este
ambito. Esta ley tiene por objeto garantizar y proteger las libertades publicas y los
derechos fundamentales de las personas fisicas, especialmente el de su honor e intimidad
personal y familiar. Asi, seglin el articulo 3 de esta ley: “se entendera por datos de caracter
personal cualquier informacion concerniente a personas fisicas identificadas o
identificables”, de forma que mientras la informacién de los usuarios de un conjunto de
datos no contenga nombres, direcciones, niumeros de DNI o algin otro tipo de
informacidén que distinga a una persona de manera univoca, no se vera afectada por esta
ley. Esto sucedera en la mayoria de los casos, ya que lo que interesa suelen ser datos como
la edad, el sexo, o los gustos y aficiones, los cuales no son suficientes para identificar a
personas concretas. Ademas, en el apartado 2 del articulo 4 dice que “Los datos de
caracter personal objeto de tratamiento no podran usarse para finalidades incompatibles
con aquellas para las que los datos hubieran sido recogidos. No se considerara
incompatible el tratamiento posterior de éstos con fines historicos, estadisticos o
cientificos.”, y estos usos para sistemas de recomendacion pueden considerarse
estadisticos, ya que no interesan datos concretos de un usuario, sino utilizarlos para
obtener una vision general de conjunto. De esta forma, la Ley Organica de Proteccion de
Datos no supondré un problema, siempre y cuando no se trabaje con datos sensibles, y lo
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mismo pasaria con el Reglamento General de Proteccion de Datos [33], que es la
normativa europea y en el punto 1 del articulo 4 dice “se entendera por datos personales
toda informacion sobre una persona fisica identificada o identificable, y se considerara
persona fisica identificable toda persona cuya identidad pueda determinarse, directa o
indirectamente”. Ademas, seglin la consideracion 4 “El tratamiento de datos personales
debe estar concebido para servir a la humanidad. El derecho a la proteccion de los datos
personales no es un derecho absoluto sino que debe considerarse en relacion con su
funcion en la sociedad y mantener el equilibrio con otros derechos fundamentales, con
arreglo al principio de proporcionalidad”, de forma que podrian usarse datos privados de
los dispositivos y ordenadores personales para asegurar una movilidad eficiente para la
ciudad.

4.3. Influencia en la toma de decisiones y el mercado

En general, lo que se desea obtener de los sistemas de recomendacion son predicciones
acerca de los intereses de las personas, ya sean relacionados con el alojamiento que
contratarian, las zonas de ocio que frecuentarian o los productos que estarian dispuestos
a consumir. Una vez se disponga de toda esta informacion, la toma de decisiones
relacionadas con la gestion del transporte en cada caso se simplificard en gran medida
[34]. Si ademaés se tiene también un estudio de mercado, encuestas realizadas, o datos
historicos, toda esta informacidn puede ser Util para comparar y validar los datos. Pero si
no se dispone de otra fuente estos datos pueden convertirse en un muy buen punto de
partida para comenzar a trabajar y planificar.

En el caso de la gran afluencia de turistas, el primer paso seria conocer en qué zonas se
van a alojar. Para ello, los pasos a seguir serian: obtener las predicciones para
alojamientos de interés de los usuarios segun los datos disponibles, analizar estas
predicciones para ver en qué zonas se encuentran estos alojamientos obteniendo asi una
distribucion por la ciudad de los alojamientos de interés para los turistas, y ver en qué
zonas se producen una mayor concentracion de estos alojamientos de interés.

Si para llegar a estas zonas con puntos de interés hay buenos accesos no habra problema,
pero en caso contrario puede ser interesante proponer una linea de autobus temporal que
la conecte con la estacion o el aeropuerto, 0 si no se trata de una zona con muchos
aparcamientos disponibles puede ser muy buena opcidn habilitar un aparcamiento
temporal en algun solar o espacio libre cercano. Tras ello, otra posible informacion seria
las zonas de ocio que mas caudal de gente tendran, de forma que habra que comprobar si
las conexiones actuales podran soportar el exceso de pasajeros, 0 en caso contrario quiza
haya que aumentar la frecuencia de autobuses o metros, o preparar la presencia de otras
zonas de ocio creadas para la ocasion y que ofrezcan una alternativa a la gente para que
se reparta entre ambas y no haya tanta concentracion. Estos serian los ejemplos mas
claros, aunque podrian encontrarse muchos otros, por lo que es importante estudiar en
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profundidad cada caso en cuestion y explorar todos los posibles contratiempos y
problemas que puedan surgir para asi explotar los datos al maximo y estar preparado para
cualquier circunstancia [21].

En el caso de que se utilice en la distribucion de mercancia por la ciudad durante la salida
de un nuevo producto al mercado, como ya se ha comentado antes, su uso es mucho mas
intuitivo, influyendo en las rutas de reparto, las cantidades a proveer y la frecuencia de
reabastecimiento, pudiendo optimizar asi estos procesos mucho mas que si no se
dispusiera de datos al respecto, y resultando esto en un trafico mas fluido por la ciudad,
que es uno de los objetivos a cumplir cuando se trabaja en la movilidad. En general, estas
predicciones pueden ser Utiles, y serdn mas o menos precisas en funcion de como y con
qué datos se hayan realizado, pero no se deben tomar como hechos seguros, por lo que
tampoco hay que despreciar todas las deméas fuentes o desechar todas las demas
planificaciones para cumplir a rajatabla los que se genere a partir de ellas.

De esta forma, el uso de predicciones realizadas por un sistema de recomendacion
proporcionara una serie de beneficios en cuanto a la planificacion de la movilidad, como
pueden ser la validacion de los datos historicos o estudios de alojamiento realizados para
prever el interés de los turistas, la optimizacion de las rutas de distribucién de mercancias,
el ajuste de los transportes publicos para transportar el mayor nimero de personas posible,
etc., contribuyendo con todo ello a hacer el trafico y el transporte por la ciudad mas
fluidos. No obstante, la aplicacion de los sistemas de recomendacion al campo de la
movilidad también conllevara unos costes, siendo los principales los costes de gestion y
econdmicos de la adquisicion de los datos, los costes derivados del uso del sistema de
recomendacion (contratacion de personal con conocimientos en el campo), y los costes
de analisis de las predicciones y comparacion con el resto de datos disponibles. Por lo
tanto, la aplicacion de sistemas de recomendacion a la movilidad puede resultar
provechosa o no en funcidn de la comparacion entre estos costes y beneficios potenciales,
de manera que para cada caso concreto en el que se plantee su uso habra que considerar
si es adecuado o no. Por ejemplo, si los datos historicos de alojamientos son muy antiguos
o la cantidad de turistas esperada es excepcionalmente grande, puede considerarse muy
beneficioso el uso de sistemas de recomendacién; por otro lado, si no se pueden obtener
los datos necesarios facilmente o no se dispone de trabajadores con perfiles que incluyan
el andlisis de datos en plantilla, quiza el coste sea demasiado grande para su uso.

Por ultimo, mencionar que el uso de los sistemas de recomendacidn en estos contextos
supondra un empujén mas para el mercado de la informacion [27]. Como ya se ha
mencionado, el ritmo al que se generan datos e informacién es cada vez mayor debido a
internet y las tecnologias de la comunicacion, y gran parte de estos datos no se utilizan
para nada. Con iniciativas de este tipo, se fomenta el aprovechamiento de los datos
generados, y aunque es cierto que puede ser muy costoso recopilarlos, almacenarlos y
mantenerlos actualizados, ofrece nuevas posibilidades de negocio que no se deben
desperdiciar, puesto que estos mercados cobraran mas importancia en el futuro. Asi, tanto
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empresas que utilicen sistemas de recomendacion en sus actividades, y que por lo tanto
puedan ofrecer sus servicios en nuevos campos de estudio o sacar provecho al compartir
unos datos que ya poseen y necesitan; como empresas dedicadas en exclusiva a recopilar
y comerciar con informacion, pueden verse bastante impulsadas. A la vez se mejorard y
se renovara el proceso de toma de decisiones en otros campos que a priori no tienen
relacion, pero que inevitablemente se van a ver afectados por el aumento de informacion
disponible y pueden aprovecharla para mejorar su actividad. Con ello se conseguiran
nuevas vias de comercio a nivel general en los mercados, mayor aprovechamiento de los
recursos de informacion disponibles, y una actuacion mas eficiente, en este caso en el
ambito de la movilidad urbana y las ciudades modernas, pero se puede extrapolar a otros
sectores y servicios, aumentando asi la calidad de vida y fomentando el progreso social.
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Capitulo 5
Conclusiones y posibles trabajos futuros

En este Capitulo se van a hacer unas conclusiones globales en la Seccién 5.1, asi como
una valoracién del trabajo en la Seccion 5.2. En la Seccién 5.3 se hablard de futuros
trabajos posibles.

5.1. Conclusiones finales

A continuacion, se van a comentar una serie de conclusiones que se han extraido durante
la realizacion del trabajo. Tras el estudio de los sistemas de recomendacion, se ha visto
que se trata de un campo enormemente amplio y desarrollado, lo cual tiene sentido
considerando la tendencia a aumentar de la informacién generada a nivel global, una idea
que ha sido nombrada varias veces a lo largo de esta memoria ya que es uno de los grandes
retos de la actualidad. Asi, estos sistemas han tenido una gran importancia y estan
creciendo y sufriendo grandes cambios en la actualidad, siempre con el objetivo de ayudar
a manejar y enfrentarse a toda esta cantidad de informacion, de manera que se estan
viendo muy impulsados por los avances en determinados campos de investigacion dentro
de la mineria de datos y el machine learning, como la inteligencia artificial, las redes
neuronales o el aprendizaje automatico. Todo esto esta transformando por completo el
sector, por lo que se espera que crezca su importancia y desarrollo, y los resultados
obtenidos sean cada vez mas faciles y rapidos de obtener, y mucho mas precisos y Utiles.

Centrandose en los conceptos mas generales y en la experimentacion realizada, la
principal idea que se ha formado tras el trabajo ha sido que los sistemas de recomendacion
son métodos muy versatiles, que pueden ser Gtiles en una amplisima variedad de campos
y contextos, pero precisamente por ello es muy dificil generalizar en cuanto a su uso. En
funcidn del caso o situacion que se quiera tratar, sera mas optimo el uso de unos métodos
u otros, de forma que no se puede asegurar que haya una técnica superior a las demas,
cada una encontrard su caso de aplicacion, y ademas normalmente son validas varias
opciones. A lo que conduce todo esto es a que conviene tener conocimiento y una vision
general sobre los distintos métodos para poder aplicar unos u otros y encontrar asi el
Optimo para un determinado objetivo. También es interesante destacar la importancia de
la experimentacion, ya que los resultados esperados se pueden mejorar cambiando el
modo de aplicarlo o algin pardmetro utilizado. Tiene igualmente una influencia capital
el conjunto de datos que se va a utilizar, puesto que definira qué informacion se puede
obtener, qué técnica es mas apropiado aplicar, y como se va a trabajar, asi que dirigir
esfuerzos a obtener un buen conjunto de datos puede ser la clave para que todo el proyecto
triunfe o fracase.
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En cuanto a la aplicacion en el &mbito de la movilidad, se ha comprobado que las opciones
son bastante diversas. Se pueden usar una gran variedad de datos, de diversas
procedencias, y encontrar informacién Gtil que repercutira en el transporte de un modo u
otro. El uso de predicciones puede ser una muy buena base desde la que apoyarse al
comenzar un proyecto, y puede aportar informacion muy interesante, por lo que se deberia
tener en cuenta ademas de otras fuentes de datos mas tradicionales. Ademas, esta
iniciativa se encamina hacia un futuro mucho mas conectado, en el que los flujos de
informacidn se compartan entre unas areas y otras, propiciando asi unos sistemas de
transporte mas eficientes tanto para personas como para mercancias, y haciéndolos mas
flexibles para adaptarse a cualquier necesidad.

5.2. Valoracion personal

A nivel personal, este trabajo me ha resultado muy interesante, porque desconocia por
completo el campo de los sistemas de recomendacién, y sentia curiosidad por ellos, ya
que es algo que casi todos utilizamos de forma bastante asidua en nuestra vida cotidiana.
He disfrutado investigando acerca de su funcionamiento y los distintos métodos, y a pesar
de no poseer grandes conocimientos informaticos y de programacion, creo que he
adquirido una base solida sobre esta area especializada que se enmarca en el ambito de la
mineria de datos y el aprendizaje automatico. Asi, lo primero que tuve que hacer fue leer
numerosos articulos, estudios, pruebas y tutoriales relacionados con los sistemas de
recomendacion para poder comenzar a visualizar el trabajo, y también me surgieron
muchos problemas y dudas al utilizar el leguaje R, de forma que fue necesario leer cursos
y tutoriales para poder desenvolverme lo suficiente.

Ademas, el hecho de aplicarlos a un tema que también me parece de gran interés, como
es el transporte y la movilidad, y haber encontrado tantas opciones y posibilidades que
podrén ser usadas en un futuro, me ha resultado muy estimulante. Con todo ello, he
utilizado conocimientos adquiridos en algunas asignaturas cursadas durante el master
como “Movilidad segura y sostenible” (concepto de movilidad urbana y como funciona),
“Técnicas avanzadas de produccion y logistica interna” (distribucion y logistica de ultima
milla) o “Business intelligence” (gestion y analisis de datos). A pesar de poseer estos
conocimientos, también tuve que leer articulos, noticias, blogs y trabajos relacionados
con la movilidad para poder aprender como aplicar los sistemas de recomendacion a este
campo.

De esta forma, entre la investigacion y el aprendizaje, la realizacion de pruebas y
experimentos, la obtencion de conclusiones, y la elaboracion y correccion de la memoria,
he invertido alrededor de 400 horas de trabajo. Creo que este trabajo me resultara muy
atil de cara al futuro, ya que he aprendido acerca de los sistemas de recomendacién y la
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gestion de informacion en general, y ademas haber combinado dos temas tan distintos
como éste y la movilidad me ha ayudado a ampliar mi forma de pensar a la hora de
afrontar un problema que no sepa resolver.

5.3. Trabajos futuros

Futuros trabajos posibles que sigan esta idea pueden ser la realizacion de unas
predicciones completas acerca del alojamiento de turistas en una ciudad y su posterior
comparacion con datos reales, o el desarrollo de un proyecto de una linea de transporte
publico o sistema de movilidad privado (como los patines eléctricos) utilizando datos
recomendados acerca de las zonas de ocio para la toma de decisiones.

También podria ser de gran interés la validacion del uso de predicciones (generadas por
sistemas de recomendacién) en el campo de la movilidad para un caso concreto,
observando lo que ocurre en realidad tras la planificacion de la movilidad realizada, y
analizando si se habria conseguido un mayor aprovechamiento de los recursos utilizando
otro método. Por ultimo, se podria realizar una experimentacion mas amplia con otros
tipos de conjuntos de datos y con varios a la vez para comparar los resultados y ver cémo
afectan los datos iniciales y cuales son mas adecuados para cada ocasion.
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Anexo A
Experimentacion

Aqui se van a enumerar algunos de los pasos seguidos durante el proceso de realizacion
de los experimentos, que van a mostrar como se ha obtenido alguna de la informacion
extraida y como se ha trabajado con los datos. A continuacion se muestran algunas
imagenes y graficos representativos de todas las pruebas realizadas.

El objetivo de la experimentacion es validar el uso de sistemas de recomendacion para la
obtencion de predicciones en cuanto al alojamiento de turistas para su aplicacion a la
movilidad. En primer lugar se pueden ver algunas de las primeras filas de la tabla creada
a partir de la base de datos inicial de TripAdvisor (ver Figura A.1) la cual contenia mas
informacion de la necesaria, de forma que esta tabla contiene solamente al usuario, el
alojamiento y la valoracion. Esta es la estructura a partir de la cual se crea la RatingMatrix.

> RatingsTriphdvi=sor[l:15, ]
ID USER ID HOTEL Rating

1 45 105170 3
P 45 223229 3
3 45 258688 3
4 45 98827 3
3 45 99518 3
& 64 224427 4
T 64 1751886 4
i 64 99120 4
9 100 120111 3
10 100 91428 4
11 100 109359 3
1z 100 92764 3
13 145 240681 3
14 145 TI927T 3
15 145 100584 1

Figura A.1: Tabla con usuario, alojamiento y valoracién

A continuacion se muestran los recuentos totales de todas las valoraciones de la base de
datos (ver Figura A.2). Comentar que aqui todavia se encuentran las valoraciones
repetidas que posteriormente son eliminadas, asi que el nimero total de valoraciones no
coincidira con el numero de valoraciones de la RatingMatrix.
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1 2 3 4 5
219 470 1163 1771 1046

Figura A.2: Distribucion de las valoraciones de la base de datos

Tras la creacion de la RatingMatrix de forma directa, si se observan las valoraciones
existentes en ella (ver Figura A.3) se puede apreciar como aparecen algunas con valores
superiores a 5, de forma que descubrimos que hay algun error al crear esta estructura.

Histograma de votos

1500~
1000-
500- ‘

0 5 10 15
Voto

NUmero

Figura A.3: Valoraciones disponibles en la RatingMatrix con valores incorrectos

Tras descubrir el origen del problema y solucionarlo como se ha comentado en la Seccidn
3.2, se obtiene la RatingMatrix con los datos adecuados. De esta forma, si se visualiza en
una gréafica las valoraciones de la RatingMatrix se obtiene una grafica con valores de 1 a
5 Gnicamente (ver Figura 3.2).
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Ahora es muy facil visualizar y trabajar con los datos. Se puede ver por ejemplo las
medias de las valoraciones de cada usuario y como estan distribuidas (ver Figura A.4). Si
se analiza esto, se puede llegar a la conclusion de que estas medias de valoraciones dadas
son muy dispersas, lo que nos da una pista de la presencia de error de sesgo, motivo por
el cual se lleva a cabo la normalizacion de las valoraciones calculando la media de
valoraciones de cada usuario y representando cada valoracién como su diferencia
respecto a dicha media individual, ademaés dividida por la desviacién estandar (z-score).

Tras utilizar la funcion “evaluationScheme” se puede comprobar cémo se crean distintos
conjuntos de datos: uno para entrenamiento, otro con los datos que se consideran
conocidos de un nuevo usuario para el test, y otro con los datos que se consideran
desconocidos de ese mismo usuario a fin de poder comparar las predicciones realizadas
con datos reales (ver Figura A.5).

150 -

100 -

50-

-1

2 3 4 5

Figura A.4: Distribucion de la media de valoraciones para cada usuario

> scheme<-evaluationScheme (RatingMatrixTripAdvisor, method="=plit",train=.9,k=1,given=3, goodRating=4)
» getData (scheme, "train™)

1081 x 1890 rating matrix of class ‘realRatingMatrix’ with 4147 ratings.

> getData (scheme, "known™)

121 =x 1890 rating matrix of class ‘realRatingMatrix’ with 363 ratings.

> getData (scheme, "unknown™)

121 x 1890 rating matrix of class ‘realRatingMacrix’ with 96 ratings.

Figura A.5: Conjuntos de datos creados con “evaluationScheme”
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Si se hacen las predicciones con estos conjuntos de datos, lo que se obtiene no tiene
mucho sentido, ya que segin esto el método aleatorio no es el que peores
recomendaciones hace (ver Figura A.6). Esto es porque se ha utilizada el método “split”
que es el més simple, el porcentaje de usuarios de test es muy pequefio, solo se repite la
evaluacion una vez, y ademas se consideran conocidas 3 valoraciones por usuario nuevo,
de forma que habré usuarios en el conjunto de test que no tengan datos que se consideren
desconocidos para poder comparar con las predicciones efectuadas.

Si se observa la curva ROC (ver Figura A.6) se ve que el FPR es mayor que el TPR, lo
que indica que las predicciones no son buenas, el método de populares mantiene en todo
momento su TPR en 0 (lo cual ocurre porque no se disponen de suficientes datos reales
para comparar, y los pocos que hay no han coincidido), y el método aleatorio da mejores
resultados, lo cual no tiene ningln sentido. Esto varia cada vez que se hace la simulacion
aunque sea con los mismos parametros, ya que no es consistente por la variabilidad al
dividir el conjunto en datos de entrenamiento y datos de test solo 1 vez. Asi pues, estos
datos mejorarian si se repitiera la evaluacion varias veces, y se hiciera la media de los
resultados.

S - 20
S |—=— randomitems %
—£— popular items /
o |—— user-based CF 1X0 1)(5
2 “|=+ item-based CF
[Ty]
o
[an]
=
o
O
&
@ 3 5 15 20
[an]
i
a
< 1/ 3 5 10
*—F—F iy
= 10 15 20
[an] o : A
o 1 3 5/10 15 20
9 o R — -~ iy 20
[an]
I T T I I :
0.000 0.002 0.004 0.006 0.008 0.010
FPR

Figura A.6: Curva ROC trazada con evaluacion inadecuada
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En la Figura A.7 se muestra un ejemplo de los resultados que se obtienen para cada uno
de los métodos, donde se puede apreciar que hay valores de positivos reales, falsos
positivos, negativos reales y falsos negativos, asi como la precision, el recall, el ratio de
positivos reales y el ratio de positivos falsos, ademas de como varian al cambiar el nimero
de recomendaciones realizadas.

Por ultimo, se puede ver codmo se comprueban las valoraciones conocidas en cada usuario
del conjunto de test (ver Figura A.8) cuando se comparan usuarios por separado para ver
cémo afecta al error de prediccion el disponer de mas o menos informacion de un usuario,
como se ha explicado en la seccion 3.4. Los datos se muestran en parejas de 2, donde el
superior es el numero que representa al usuario, y el inferior el nimero de valoraciones
conocidas.

> getConfusionMatrix (result=[[4]1])

[[111]

TP FF FH H precision recall TPR
1 0.008264463 0.9008284 0.4297521 1885.661 0.009090909 0.01515152 0.01515152
3 0.01s52892&6 2.86694215 0.4214876& 1883.893 0.006060608 0.03030303 0.03030303
5 0.016528%926 4.4043587 0.4214876 1882.157 0.003636364 0.03030303 0.03030303
10 0.033057851 8.29%975207 0.4049587 1878.264 0.003636364 0.06060606 0.06060606
15 0.033057851 11.3636364 0.4049587 1875.198 0.002424242 0.06060608 0.0806060&
20 0.041322314 13.8528926 0.3966942 1872.909 0.002352%941 0.06818182 0.08818182
FPR
1 0.0004774901
3 0.0014149539
5 0.0023348919
10 0.0043981597
15 0.0060233871
20 0.0072368230

Figura A.7: Ejemplo de resultados obtenidos de la funcidn “evaluate”

> rowCounts (getData (scheme, "known™) )
159 451 753 2557 2572 4307 4410 5255 5653 5762 5993 6016 6563

1 1 1 4 1 1 2 1 2 2 1 4 2
6588 6791 T913 8012 8551 8685 9049 108695 12133 12296 12462 12610 13087
1 2 3 1 2 2 1 1 1 i 4 2 14
13551 14198 14281 15195 15534 15596 15704 16408 16935 17675 18047 19382 20212
2 1 3 1 1 2 2 1 1 1 1 1 3
21527 21708 22383 24256 24723 26172 26532 26609 29190 29870 30568 307560 31574
1 1 1 1 2 1 1 1 1 1 1 1 2
33018 33880 33965 34443 348997 35581 35590 35741 30057 36l03 36556 37862 38125
1 1 4 1 2 1 3 1 1 1 4 1 1
38292 38304 39180 39975 41081 41243 41410 41684 41716 41749 41828 42077 42214
1 1 9 1 1 1 1 1 1 1 2 4 2
42753 42550 44323 45017 45336 45747 47181 47197 47351 47428 48571 45181 459360
1 1 1 i 2 1 1 1 1 1 4 3 3
49867 50441 51410 51557 52657 53007 53205 53514 53707 53733 55308 55348 56300
1 1 1 3 3 2 1 1 1 1 7 1 2
26649 58075 58245 58483 58508 60215 01035 01872 62186 62258 62347 62658 63028
1 1 1 1 1 1 1 2 i 1 =] 1 1
63522 64278 64479 65440 65457
1 3 1 1 1

Figura A.8: Valoraciones conocidas de cada usuario en el conjunto de test

50






Anexo B
Cadigo utilizado

library(recommenderlab)

library(ggplot2)

TripAdvisor <- read.csv(file.choose(),header=TRUE,sep=";")
RatingsTripAdvisor<-TripAdvisor[,c("ID_USER","ID_HOTEL","Rating")]

gplot(RatingsTripAdvisor[,3],binwidth=0.5, main="Histograma de
votos",xlab="Voto",ylab="NUmero")

valoraciones<-table(RatingsTripAdvisor[,3])

valoraciones

RatingMatrixTripAdvisor<-as(RatingsTripAdvisor,"realRatingMatrix")

gplot(getRatings(RatingMatrixTripAdvisor), binwidth=0.5, main="Histograma de votos",
xlab="Voto",ylab="Numero")

##en la matriz hay valoraciones mayores que 5, porqgue en la base de datos hay datos
repetidos

RatingsTripAdvisor[3546,] ##este valor pasa de 5 a 10 al hacer la rating matrix, ya que
es uno de los que estan repetidos

##para solucionarlo vamos a hacer un bucle que recorra la tabla de valoraciones y las
vaya pasando a otra tabla siempre que no esté repetida con la anterior (las repetidas
van seguidas, al estar la tabla ordenada)

x<-RatingsTripAdvisor[1,]
i<-2
while(i<4669){

if(RatingsTripAdvisor[i,1]!=RatingsTripAdvisor[i-1,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisor|i-1,2])

{x<-rbind(x,RatingsTripAdvisor]i,])
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i<-i+1}

else i<-i+1}

##comprobamos ahora que la ratingmatrix esta bien
RatingMatrixTripAdvisor<-as(x,"realRatingMatrix")

gplot(getRatings(RatingMatrixTripAdvisor), binwidth=0.5, main="Histograma de votos",
xlab="Voto",ylab="Numero")

##sigue habiendo algunos valores mal, ya que las valoraciones repetidas no siempre
estan juntas como se pensaba al principio; por ejemplo el usuario 43608 tiene una
valoracion repetida y no estan juntas

##posible solucién->compararlo no solo con el anterior sino con los 5 anteriores. Esto se
podria hacer de forma mas generalizada comparando con todos, pero como en este
conjunto de datos las valoraciones de un mismo usuario estan todas juntas y la mayoria
de usuarios no han dado mas de 5 valoraciones, se ha comprobado que con este
método se eliminan las valoraciones repetidas, ya que la distribucion de las valoraciones
de la RatingMatrix es la misma que la de la tabla en la que aparecian todas las
valoraciones. La forma de hacerlo seria con un segundo bucle dentro del primero para
gue cada pareja de usuario-item la comparara con todas las ya afiadidas, pero esto
tiene un mayor coste computacional, y puesto que en este caso no es necesario, se ha
utilizado este método que es mas rapido y para este conjunto de datos es suficiente.

x<-RatingsTripAdvisor[1:5,]
i<-6
while(i<4669){

if((RatingsTripAdvisorl[i,1]!=RatingsTripAdvisor[i-1,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisorli-
1,2])&(RatingsTripAdvisor[i,1]!=RatingsTripAdvisor[i-2,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisor[i-
2,2])&(RatingsTripAdvisor([i,1]!=RatingsTripAdvisor([i-3,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisor[i-
3,2])&(RatingsTripAdvisorli,1]!=RatingsTripAdvisorl[i-4,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisorli-
4,2])&(RatingsTripAdvisor[i,1]!=RatingsTripAdvisor([i-5,1] |
RatingsTripAdvisor(i,2]!=RatingsTripAdvisorli-5,2]))

{x<-rbind(x,RatingsTripAdvisor][i,])

i<-i+1}
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else i<-i+1}

##comprobamos ahora que la ratingmatrix esta bien
RatingMatrixTripAdvisor<-as(x,"realRatingMatrix")

gplot(getRatings(RatingMatrixTripAdvisor), binwidth=0.5, main="Histograma de votos",
xlab="Voto",ylab="Numero")

##se observa la distribucién de la media de las valoraciones por usuario
gplot(rowMeans(RatingMatrixTripAdvisor))

##se normalizan los datos para eliminar el error derivado de que unos usuarios den
puntuaciones mas altas y otros mas bajas de forma sistematica

##para ello se hace la media de todas las valoraciones de un usuario y se da la
desviacidn respecto de esta media, con el método Z-score, ademads se divide entre la
desviacidn tipica

RMTripAdvisorNormalized<-normalize(RatingMatrixTripAdvisor,method="Z-score")

gplot(getRatings(RMTripAdvisorNormalized), binwidth=0.5, main="Histograma de votos
normalizados", xlab="Voto",ylab="Numero")

##se va a comprobar la cantidad de valoraciones dadas por cada usuario

gplot(rowCounts(RatingMatrixTripAdvisor))

##tse separan los datos en un conjunto de entrenamiento y otro de evaluacién; ademas
es necesario decir el niUmero de objetos valorados por usuario a partir del cual se haran
las recomendaciones

min(rowCounts(RatingMatrixTripAdvisor)) ## para saber el nimero de valoraciones
minimo por usuario

schemex<-
evaluationScheme(RatingMatrixTripAdvisor,method="split",train=.9,k=1,given=3,goodR
ating=4)

getData(scheme,"train")

getData(scheme,"known")
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##ademas, el pardmetro k representa el nUmero de veces que se repite la evaluacion,
de forma que cuanto mayor sea mas entrenado y mas preciso sera nuestro
recomendador

##se hace una lista con los distintos métodos de recomendacion para poder evaluarlos
y compararlos a partir de nuestros datos

algorithms <- list(
"random items" = list(hame="RANDOM", param=list(normalize = "Z-score")),
"popular items" = list(name="POPULAR", param=list(normalize = "Z-score")),

"user-based CF" = list(name="UBCF", param=list(normalize = "Z-score",
method="Cosine",

nn=50)),
"item-based CF" = list(name="IBCF", param=list(normalize = "Z-score"))

)

##tse aplica cada uno de los métodos al conjunto de datos de evaluacién creado
anteriormente, variando el nimero de objetos a recomendar entre 1y 20

results <- evaluate(scheme, algorithms, n=c(1, 3, 5, 10, 15, 20))

##tse puede observar el tiempo de creacion del modelo y el tiempo de prediccién para
cada método

##a continuacion se representa el ratio de positivos reales frente al de falsos positivos
para cada método y en funcién del nimero de recomendaciones, asi como la precision
frente al recall

plot(results, annotate=1:4, legend="topleft")
plot(results, "prec/rec", annotate=2:4)
getConfusionMatrix(results[[4]])

##cuanto mas se entrene a los métodos colavorativos, mejores son sus resultados en
comparacién con el método aleatorio

##si se crean los conjuntos de entrenamiento con "cross-validation" y una k=10 se
aprecia bien la diferencia

55



scheme<-evaluationScheme(RatingMatrixTripAdvisor,method="cross-
validation",train=.9,k=10,given=3,goodRating=4)

results <- evaluate(scheme, algorithms, n=c(1, 3, 5, 10, 15, 20))
plot(results, annotate=1:4, legend="topleft")

plot(results, "prec/rec", annotate=2:4)

##los resultados obtenidos parecen muy variables, puesto que cada vez que se crean
los conjuntos de datos de entrenamiento y se evaluan, a pesar de usar los mismos
métodos, los resultados obtenidos son bastante distintos

##tademas, en vez de usar la funcion "evaluate", es posible ir paso a paso y entrenar un
recomendador a partir de los datos de entrenamiento, usarlo para predecir resultados
con unos nuevos datos de entrada y calcular el error de esos datos predichos

rec_model <- Recommender(getData(scheme, "train"), method = "UBCF")##esto se
puede hacer para cualquiera de los métodos de recomendacion

prediccion <- predict(rec_model, getData(scheme, "known"), type="ratings")

calcPredictionAccuracy(prediccion, getData(scheme, "unknown"))

##al crear los conjuntos de entrenamiento y test con el método "split" y usar
"calcPredictionAccuracy"” con los 4 métodos, los mejores resultados se obtienen con el
UBCF, ya que es el que menor error presenta

##para conseguir unos resultados consistentes y representativos, se va a utilizar el
método de "cross-validation" con k=10 y un 80% de los datos para entrenamiento y un
20% para test

## ademads, se le va a decir que para los usuarios de test haga las recomendaciones
cogiendo 2 items valorados, ya que hay usuarios que solo han valorado 3 items, asi que
dejariamos uno de ellos para comprobar si la prediccion ha sido acertada

scheme<-evaluationScheme(RatingMatrixTripAdvisor,method="cross-
validation",train=.8,k=10,given=2,goodRating=4)

results <- evaluate(scheme, algorithms, n=c(1, 3, 5, 10, 15, 20))
plot(results, annotate=1:4, legend="topleft")

plot(results, "prec/rec", annotate=2:4)
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##ten los graficos se puede apreciar que los métodos colaborativos ofrecen unos
resultados mucho mejores que los métodos simples

##ademas, en este caso parece que el recomendador IBCF funciona mejor que el
basado en usuarios, esto puede ser debido a que en este conjunto de datos cada uno
de los usuarios tiene pocas valoraciones, por lo que es dificil calcular la similaridad entre
usuarios

##a continuacidn se va a calcular el error medio de las predicciones con cada uno de los
métodos

rec_model <- Recommender(getData(scheme, "train"), method = "UBCF")
prediccion <- predict(rec_model, getData(scheme, "known"), type="ratings")

error.ubcf<-calcPredictionAccuracy(prediccion, getData(scheme, "unknown"))

rec_model <- Recommender(getData(scheme, "train"), method = "IBCF")
prediccion <- predict(rec_model, getData(scheme, "known"), type="ratings")

error.ibcf<-calcPredictionAccuracy(prediccion, getData(scheme, "unknown"))

rec_model <- Recommender(getData(scheme, "train"), method = "POPULAR")
prediccion <- predict(rec_model, getData(scheme, "known"), type="ratings")

error.popular<-calcPredictionAccuracy(prediccion, getData(scheme, "unknown"))

rec_model <- Recommender(getData(scheme, "train"), method = "RANDOM")
prediccion <- predict(rec_model, getData(scheme, "known"), type="ratings")

error.random<-calcPredictionAccuracy(prediccion, getData(scheme, "unknown"))

error<-rbind(error.ubcf, error.ibcf, error.popular, error.random)
rownames(error)<-c("UBCF", "IBCF", "POPULAR", "RANDOM")
error

##el mayor error medio como cabia esperar aparece con el método RANDOM, después
el POPULAR, el siguiente el UBFC y el mejor resultado vuelve a ser el del método IBFC
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##tasi pues, para obtener las recomendaciones para un determinado usuario con el
método IBCF

rec_model <- Recommender(getData(scheme, "train"), method = "IBCF")
recomendacion<-predict(rec_model, RatingMatrixTripAdvisor[12,], n=10)
as(recomendacion, "list")

##ten este caso se han recomendado 10 items para el usuario que ocupa la posicién 12
en la RatingMatrix

##a continuacion se va a obtener el top 3 de esas recomendaciones
recomendacion_top3<-bestN(recomendacion, n=3)

as(recomendacion_top3, "list")

##también puede ser bastante interesante comparar los resultados obtenidos para
determinados usuarios en funcion del nimero de valoraciones de los mismos

scheme<-evaluationScheme(RatingMatrixTripAdvisor,method="cross-
validation",train=.8,k=10,given=-2,goodRating=4)

rowCounts(getData(scheme,"known"))

rowCounts(getData(scheme,"unknown"))

##tejemplo de calculo de precisidon para método UBCF y un usuario determinado (elegir
uno con pocas valoraciones conocidas y otro con muchas valoraciones conocidas)

rec_model <- Recommender(getData(scheme, "train"), method = "UBCF")
pred<-predict(rec_model,getData(scheme,"known")[1,],type="ratings")
pred

rowCounts(getData(scheme,"known")[1,])
rowCounts(getData(scheme,"unknown")[1,])

calcPredictionAccuracy(pred,getData(scheme,"unknown")(1,])
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Anexo C
Conjuntos de datos

En este anexo se va a comentar de forma rapida algunos de los conjuntos de datos posibles
considerados antes de seleccionar el utilizado finalmente.

En primer lugar se considerd utilizar un conjunto de datos de restaurantes
(https://archive.ics.uci.edu/ml/datasets/Restaurant+%26-+consumer+data) pero
posteriormente se decidié que seria mas interesante trabajar con alojamientos, ya que es
mucho mas crucial saber donde se alojaran los turistas que los restaurantes que pueden
ser de su interés, ya que en el caso de que acudan por un evento, es muy probable que no
vayan de propio a comer a un restaurante aunque sea el mas apropiado para ellos, sino
que comeran cerca de donde sera el evento o en alguna zona entre su alojamiento y el
evento, 0 incluso en una zona que concentre locales de ocio, pero no se desplazaran a un
punto alejado de la ciudad solamente para buscar un restaurante.

El siguiente paso fue consultar conjuntos de datos de hoteles. Se buscaron algunos por
Espafia (https://datos.gob.es/es/catalogo?theme_id=turismo), y se vieron conjuntos de
datos que enumeraban todos los hoteles existentes en determinados pueblos o municipios
(por ejemplo, obtenidos de la web de la comunidad del Pais Vasco,
https://opendata.euskadi.eus/catalogo/-/alojamientos/ ), pero carecian de valoraciones de
los clientes, o si las tenian, eran comentarios acerca de las impresiones o la calidad de su
estancia, pero no valoraciones numéricas, de forma que no podian usarse directamente
para los sistemas de recomendacion.

Por ultimo, se recurrié a diversos conjuntos de datos existentes en Github. Estos conjuntos
de datos tenian hoteles que no pertenecian a Espafia, pero si que disponian de valoraciones
en una escala de 1 a 5, por lo que eran adecuados, y ademas disponian de buena
documentacion y parecia que habian sido usados en numerosas ocasiones, por lo que se
penso que serian fiables. De entre ellos, se selecciono el de hoteles de TripAdvisor debido
a que tenia un tamano suficiente, pero no era demasiado grande, ya que si se hubiera
elegido un conjunto mucho mayor el tiempo de experimentacion se habria alargado
bastante, aunque también se hubiera dispuesto de una mayor cantidad de datos de
entrenamiento y quiza mas valoraciones por usuario.

Otro motivo que se tuvo en cuenta durante la decision fue que este conjunto de datos no
tenia muchos datos innecesarios, ya que habia otros que también disponian de
comentarios 0 mas datos de contexto que no iban a ser utilizados.
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Anexo D
Meétricas de resultados

En este anexo se van a comentar algunas de los métodos utilizados para analizar y
comparar los resultados.

RMSE - Para medir el error se ha utilizado el valor de RMSE, o Root Mean Square
Error, que representa la raiz cuadrada del promedio de los errores al cuadrado. Esto es
muy utilizado para dar una idea de la diferencia entre unos valores predichos o estimados
y unos datos reales. Se puede usar para comparar la prediccion de esos valores con
diferentes métodos, pero no para comparar predicciones de valores distintos entre si, ya
que el RMSE depende de la escala.

Este método se usa porque el efecto de cada error en el valor de RMSE es proporcional
al tamafo del error cuadrado, y por lo tanto, los errores mayores tienen un efecto
desproporcionadamente grande, lo que hace esta medida muy sensible a valores atipicos
0 muy alejados de lo esperado.

Precision y recall — La precision se calcula como TP/(TP+FP), y por lo tanto representa
el porcentaje de recomendaciones realmente correctas que hay entre todas las
recomendaciones realizadas. El recall se calcula como TP/(TP+FN), y representa la
sensibilidad, es decir, el porcentaje de recomendaciones correctas que se hacen entre
todas las recomendaciones correctas posibles que se podrian hacer.

Curva ROC - La curva ROC es un acronimo de Receiver Operating Characteristic, o
Caracteristica operativa del receptor. Esta curva es una representacion grafica de la
sensibilidad frente a la especificidad de un sistema. Esto quiere decir que muestra cOmo
varian los resultados conforme se varia un parametro que afecta a lo restrictivo que es el
sistema para dar soluciones.

En este caso concreto, lo que se aumenta es el nimero de recomendaciones realizadas al
usuario, de forma que si solamente se hacen unas pocas recomendaciones es mas probable
que se acierte y las recomendaciones sean realmente de interés para el usuario, y conforme
se aumenta el numero de recomendaciones realizadas, sera mas dificil encontrar objetos
de su interés. De esta forma hay que llegar a un compromiso entre la precision, intentando
que la mayor parte posible de las recomendaciones hechas sean correctas, y el recall,
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consiguiendo que se recomienden la mayor cantidad posible de items realmente
relevantes para el usuario (trade-off entre precision y recall) [36].

Asi, en este trabajo se representa el ratio de positivos reales y el ratio de positivos falsos,
de forma que si al hacer el sistema menos restrictivo (esto es, en vez de hacer solamente
la mejor recomendacién, hacer las 20 mejores, de manera gque se restringen menos los
resultados y es posible que aparezcan mas resultados incorrectos) no aumenta mucho el
ratio de positivos falsos y aumenta mas el ratio de positivos reales, quiere decir que este
sistema ha hecho bien su trabajo, y la mayor parte de las recomendaciones hechas, aunque
sean bastantes, es correcta.
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