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1. Introducción

La F́ısica Estad́ıstica tiene como propósito explicar las propiedades de la materia en conjunto.

Proporciona un marco para relacionar los átomos y moléculas individuales con las propiedades

macroscópicas emergentes de la materia que se pueden observar en la vida cotidiana. Explica y

describe cuantitativamente la superconductividad, la superfluidez, la turbulencia, los fenómenos

colectivos en sólidos y plasma, y las caracteŕısticas estructurales del ĺıquido.

Las transiciones de fase y los fenómenos cŕıticos que ocurren en la materia se han estudiado

en sistemas sólidos, ĺıquidos y gases de muchas part́ıculas que interactúan de forma no lineal

dando lugar a sus propiedades emergentes. Muchos de los fenómenos en el equilibrio y fuera

del equilibrio estudiados por la f́ısica estad́ıstica parecen describir otros que ocurren en sistemas

mucho más complejos. Por ejemplo, el comportamiento de bandada de las aves se ha comparado

con un fluido, la sincronización en áreas cerebrales con modelos de Ising, o la propagación de

enfermedades con un proceso difusivo.

Sin embargo, la ciencia de los Sistemas Complejos describiendo los procesos emergentes an-

teriores puede ser mucho más profunda y exacta si los elementos del sistema en cuestión son

catalogados al igual que sus interacciones. He aqúı el surgimiento del estudio de Redes Comple-

jas, que nos permite tener una colección catalogada de los elementos (o partes) de un sistema

y la interacción entre ellos por pares. Esta nueva ciencia que tiene un impacto multidisciplinar,

es una herramienta matemática que consede explorar a diferentes escalas sistemas complejos,

teniendo como objetivo entender sus propiedades estructurales y funcionalidad para los fenóme-

nos colectivos que ocurren en estos sistemas.

Desde el fat́ıdico invierno de 2019, el mundo se ha visto golpeado por la pandemia del

COVID-19, que ha dejado a fecha de Junio de 2021 3.77 millones de fallecidos. Desde que se

detectó en Wuhan (China) el 17 de noviembre de 2019, la propagación ha sido inexorable, hasta

establecerse en todos los páıses. La reacción inmediata de los páıses ha sido aplicar distintas

estrategias de contención, desde el uso de mascarillas y gel hidroalcohólico hasta confinamiento

domiciliario estricto, pasando por estrategias de detección y rastreo, que pretenden mantener

una situación ideal en la que se controla la pandemia sin renunciar al contacto social.

El objetivo de este trabajo es precisamente estudiar la propagación de enfermedades y me-

didas de contención en estructuras sociales complejas en ambientes cotidianos, haciendo uso de

Redes Complejas con bases de la F́ısica Estad́ıstica. Buscamos observar la influencia de las redes

de contacto en el proceso difusivo de una enfermedad contagiosa, adhiriendo una medida de

contención por rastreo de contactos cercanos, para evitar nuevas infecciones de los casos ı́ndice

detectados por śıntomas. En este sentido, se explora la estructura de las redes de contacto y la

funcionalidad para contener la propagación de una epidemia mediante un proceso competitivo

entre dos procesos dinámicos: la transmisión de virus y el rastreo de contactos.

La poĺıtica de rastreo de contactos consiste en que una vez se tiene conocimiento del caso

infeccioso inicial, se busca evitar nuevos contagios aislándolo y contactar con aquellos contac-

tos cercanos, previos a su detección, que pudieron ser o son casos secundarios en la cadena de
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transmisión. Motivados por tratar de entender y explicar la poĺıtica de rastreo de contactos para

el COVID-19, que permite mantener el tejido social usamos las caracteŕısticas peculiares de la

propagación de esta. Asimismo, usamos redes de contacto reales de entornos diversos como una

escuela, un hospital o una galeŕıa de arte, y consideraremos distintas estrategias de rastreo, como

el manual, dominante en páıses como España, o el digital, que se ha intentado implementar en

muchos páıses por medio de aplicaciones móviles.

Para cumplir nuestros objetivos diseñamos un modelo de dinámica Markovina (y validado

con simulaciones Montecarlo) que nos permiten comprender las caracteŕısticas microscopias de

la actuación de los métodos de rastreo, demostrándose excelentes para aislar rápidamente a los

supercontagiadores. Esta forma de actuar deriva en un doblegamiento de la curva en lugar de un

aplanamiento; el máximo número de contagios llega antes y con menor magnitud. Continuamos

estudiando el efecto cooperativo de diferentes poĺıticas como el rastreo manual junto al digital,

y el efecto relativo de la topoloǵıa social entre las estrategias. Este conocimiento permite decidir

en qué poĺıtica es más eficiente destinar recursos. Finalmente, nos plantearemos el supuesto en

el que el sistema sanitario no pueda suministrar atención a la población, observando el efecto

que esto tiene en las estrategias de detección y rastreo desplegadas, y revelándose como el

desencadenante de una transición explosiva en la que la epidemia pasa de estar controlada a

descontrolada de forma abrupta.
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2. Marco Teórico

2.1. Redes Complejas

Una red es un directorio o catálogo de las componentes de un sistema, denominando a

sus elementos como nodos o vértices, y enlaces a las interacciones entre ellos. La red o grafo

G de un sistema se representa matemáticamente como G = (N,L), para todo conjunto de

N nodos y L enlaces. Para distinguir cada uno de los N nodos se etiquetan con un ı́ndice

i = 1, 2, ..., N , mientras que la información de sus L interacciones se puede almacenar en una

matriz AN×N conocida como matriz de adyacencia, cuya componente Aij corresponde a la

interacción o conectividad del nodo i con el nodo j. Si existe interacción i→ j entonces Aij 6= 0,

mientras que si Aij = 0 no hay conexión entre los nodos i9 j.

La interrelación entre nodos puede ser dirigida o no dirigida. Si L(i → j) = L(j → i),

entonces se dice que la red es no dirigida y se constituirá una matriz simétrica Aij = Aji,

mientras que si la interrelacción es dirigida, L(i → j) 6= L(j → i). Además, si algunos links

tienen más relevancia que otros hablamos de una red pesada, donde Aij = wij . Las redes no

pesadas se corresponden con matrices binarias Aij = {0, 1}.
La estructura de la red codificada en la matriz de adyacencia puede permitir obtener medi-

dadas de centralidad y métricas que clasifiquen a los nodos y enlaces de una red (e.g. coeficiente

de agrupamiento o clustering, diversas distancias promedio, correlaciones, centralidades, k-cores,

motivos, comunidades, etc.) [1]. Estas medidas permiten explorar la relación entre estuctura y

funcionalidad de la red. Una propiedad clave es el grado de los nodos, que representa el número

de enlaces de cada uno. El grado del nodo i-ésimo se denota como ki =
∑N

j Aij , y para una red

no dirigida L =
∑N

j ki/2. Otra propiedad importante es el grado medio de la red, que para una

red no dirigida se representa como 〈k〉 =
∑N

j ki/N = 2L/N . Considerando el número de nodos

de grado k se puede generar la distribución de la red P (k), que informa de la probabilidad de

que un nodo aleatorio en la red G tenga k vecinos. Este descriptor nos permite diferenciar dos

tipos de redes: aleatorias y no aleatorias.

Las aleatorias han sido objeto de estudio desde hace tiempo por la teoŕıa de grafos y se

caracterizan por presentar una distribución homogénea (tipo Poissoniana), con un valor medio

〈k〉 bien diferenciado y poca desviación (por ende buen descriptor). Las redes de Erdos-Renyi

[2] pertenecen a este grupo.

No obstante, la mayoŕıa de las redes, denominadas reales, están muy lejos de ajustar sus

distribuciones de grado a curvas en torno a un valor medio. Sistemas como internet [3] o el cerebro

[4] siguen una ley libre de escala. Las redes libres de escala se caracterizan por una distribución de

grado dada por una ley de potencias P (k) ∼ k−γ (existen muchos nodos con poca conectividad

y pocos nodos con conectividad excepcionalmente elevada, que son conocidos como hubs). El

concepto libre de escala responde a la existencia de este amplio rango de conectividades, que

pueden abarcan varios órdenes de magnitud y convierten en mal descriptor al grado medio. Este

rango viene regulado por el parámetro γ, que indica la rapidez de decaimiento de la distribución1.

Cuanto menor es este parámetro, más heterogénea es la red y los hubs se identifican con mayor

facilidad. Esto es clave al ser los responsables de la superconductividad (superdifusión) en la

red, y por tanto esenciales en la propagación de una epidemia y en la detección de la misma [5].

En la Figura 1 se puede apreciar la diferencia en las distribuciones de grado y clasificación

1Si γ < 3 el segundo momento de la distribución P (k) diverge.
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de los nodos señalando a los hubs de la red por los colores más claros. Para generar estas redes

se ha usado el modelo interpolante propuesto por Gómez-Gardeñes y Moreno [6], que permite

regular el tipo de red según el parámetro α, desde una aleatoria con α = 1 hasta una libre de

escala con α = 0.

Figura 1: Distribución de grado no normalizada de redes sintéticas de 200 nodos. En (a) la red
aleatoria de una grado medio 〈k〉 = 35 presenta una distribución poissoniana. En (b) la red libre
de escala con 〈k〉 = 37 (no es un buen descriptor) sigue una distribución exponencial decreciente.

Para estudiar las estrategias de detección por rastreo de contactos en fenómenos de propa-

gación de epidemias propuestas en este trabajo, hemos usado redes de contacto tanto sintéticas

que exploren el camino de la homogeneidad a la heterogeneidad regulando γ, como redes reales.

Exploramos diferentes poblaciones y estructuras sociales como un hospital [7], una galeŕıa de

arte [8] o una escuela [9]. Las redes de proximidad o contacto cercano, se han recopilado en el

ambiente social de interés, donde los participantes usan un sensor de proximidad que capturan

las interacciones con una resolución temporal de 20 s. Las redes de estos experimentos sociales

son de caracter temporal, sin embargo, las hemos transformado en grafos estáticos y no pesa-

dos para nuestro interés, estableciendo un umbral mı́nimo de tiempo para considerar que existe

contacto potencialmente beneficioso para la transmisión de enfermedades contagiosas como el

COVID-19. Por ejemplo, las interacciones entre los participantes en el experimento llevado aca-

bo en la escuela tienen que ser como mı́nimo 5 minutos para contemplar que pudiera existir

una interacción contagiosa. En la Figura 2 aparece cada una de las redes reales, usadas en este

trabajo, y sus distribuciones de grado.

Figura 2: Distribución de grado de las tres redes de contacto utilziadas. La red del hospital (a)
consta de N = 75 y 〈k〉 = 30, la red de la galeŕıa de arte (b) tiene N = 410 y 〈k〉 = 13, y la red
de la escuela (c) consta de N = 784 y 〈k〉 = 60.
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2.2. Modelización de epidemias

Las propiedades de las redes reales tienen un profundo impacto en el comportamiento de los

fenómenos en equilibrio y fuera del equilibrio ocurriendo en estos sistemas. Por ejemplo, para

descubrir y entender los procesos dinámicos de difusión, como lo es una epidemia, es importante

estudiar la influencia estructural de la sociedad. Los patrones de conectividad heterogéneos ob-

servados entre seres humanos a diferentes escalas pueden cambiar significativamente el fenómeno

colectivo de difusión, además, de proporcionar información de como la propagación puede ser

controlada.

El innegable impacto de la propagación de enfermedades contagiosas en la salud humana

precisa de análisis cualitativos y cuantitativos para poder generar poĺıticas de contención. Es

necesario comprender la propagación para saber qué medidas aplicar, y cómo, cuándo y dónde

aplicarlas. Históricamente, el problema epidemiológico se ha aproximado por diferentes discipli-

nas, pero no ha sido hasta ahora cuando el uso persistente de la tecnoloǵıa que permite observar

las interacciones entre humanos y los patrones de movilidad de millones de personas, casi a tiem-

po real, ha permitido construir modelos f́ısico-matemáticos mucho más precisos que contienen

esta información para entender y predecir la propagación de una enfermedad.

El amplio catálogo de modelos epidémicos empezó con una hipótesis campo medio, derivando

en modelos con cierto grado de simplicidad y homogéneos, que solo requieren unos pocos datos

epidemiológicos y poca capacidad de computación para funcionar. Posteriormente se incluyó la

naturaleza libre de escala de las interacciones sociales introduciendo redes de contacto [10], y se

ha llegado hasta los modelos más complejos basados en agentes, que incluyen información muy

detallada de cada uno de los agentes pero suman gran coste computacional y no dependen de un

modelo matemático expĺıcito (caracterizan peor la epidemia desde el punto de vista anaĺıtico).

En este estudio utilizamos redes de contacto para introducir la estructura social (interacciones

locales e inhomogéneas). La estructura, entre otras cosas, incluye a los superpropagadores (hubs)

y nos permite ver avanzar un frente epidémico. Es un punto intermedio que, como f́ısicos, nos

permite recoger las caracteŕısticas esenciales de los mecanismos subyacentes a la propagación

sin caer en el simplismo de los modelos de campo medio.

2.2.1. Modelos Compartimentales

El núcleo de los modelos epidémicos son los modelos compartimentales, que asumen que

la población puede ser dividida en diferentes clases o compartimentos dependiendo del estado

respecto a una patoloǵıa concreta y las reglas que gobiernan la transición de individuos de un

compartimiento a otro. Con ellos se busca capturar la dinámica de casos globales desde los

procesos de contagio a nivel microscópico.

Cada individuo de una población puede ocupar un estado a un tiempo determinado de un

conjunto concreto de estados caracteŕısticos de la enfermedad. Por ejemplo, en el modelo SIR los

tres compartimentos disponibles para un individuo: susceptible (S, es aquel que puede contraer

la enfermedad), infectado (I, quien ha contraido la infección y es contagioso) y recuperado (R,

es removido del sistema porque se ha recuperado o ha muerto). Para pasar entre estados de un

tiempo t a un tiempo t + 1 existen probabilidades de paso, que son los ratios que miden las

transiciones. En el caso del SIR, como apreciamos en la Figura 3, los susceptibles se infectan

con una probabilidad por contacto con un infeccioso β y los infectados se recuperan con una

probabilidad µ que usualmente se asume como la inversa del tiempo de recuperación.
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Figura 3: Modelo compartimental SIR. Los sus-

ceptibles se infectan con una probabilidad β por

contacto con un infectado. Estos se recuperan en

un tiempo µ−1.

En los modelos tipo SIR, al final del pro-

ceso epidémico los individuos solo pueden es-

tar en los compartimentos S y R. Por tanto, el

impacto final de la epidemia viene dado por

la fracción de la población que al final del

proceso epidémico ocupa el compartimento

R: Atack rate o incidencia acumulada total

R∞.

Estos modelos pueden aumentar en com-

plejidad para adaptarnos a las caracteŕısticas

de cada patógeno, intentando capturar lo mejor posible el comportamiento a partir de las carac-

teŕısticas básicas. El modelo que presentaremos posteriormente se puede considerar una evolu-

ción de la estructura SIR, incluyendo compartimentos que caracterizan al patógeno y, asimismo,

compartimentos propios del proceso de detección.

2.2.2. Umbral Epidémico y número reproductivo

Figura 4: Diagrama de fases cualitativo de una

epidemia siendo FA la fase absorbente y FE la

fase activa en la que existe epidemia.

El umbral epidémico es el valor mı́nimo

de la probabilidad de contagio por unidad de

tiempo (βc) para el que tiene lugar un brote

epidémico, y es clave conocerlo para caracte-

rizar este tipo de modelos ya que separa dos

estados macroscópicos bien definidos: Fase ab-

sorbente en la que el patógeno no logra desen-

cadenar la epidemia y Fase activa, en la que śı

logra tener impacto en el sistema. A partir del

valor cŕıtico, el parámetro de orden del siste-

ma, que en los modelos evolucionados del SIR

es R∞, adquiere un valor considerable. En la

Figura 4 presentamos el diaframa de fases.

El número reproductivo R(t) [21] es el

número de infecciones secundarias que un individuo infectado en el tiempo t produce en la

fracción de susceptibles. En el inicio del brote hablamos de número reproductivo básico R0 con

definición análoga salvo que para los casos primarios la población es completamente susceptible.

De esta forma, los patógenos con R < 1 no van a ser capaces de desencadenar una epidemia

mientras que para R > 1 śı que lo logran. El umbral epidémico está por tanto relacionado con

R0 = 1; βc será aquel que corresponda con un R0 = 1.

R0 es un parámetro sencillo de medir experimentalmente a partir de la evolución temporal

inicial de casos, por lo que se utiliza como cantidad de referencia en epidemioloǵıa. No obstante,

desde nuestro punto de vista f́ısico no es un buen parámetro de control ya que depende fuer-

temente del contexto. Por ello se toma β como parámetro de control para determinar el valor

cŕıtico, al depender exclusivamente de la infectividad del patógeno, siendo posible realcionarlo

a posteriori con R0.

6
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3. Combate contra la epidemia

Como se ha mencionado, R(t) depende fuertemente del contexto epidémico, demográfico y

social de la población y se puede expresar como R(t) = τ ·k ·β ·ρs(t) = R0 ·ρs(t), donde τ ≡ 〈τ〉
es la duración promedio del periodo infectivo, k ≡ 〈k〉 es el número promedio de contactos

por unidad de tiempo, β es la probabilidad de infección por contacto y ρs(t) es la fracción de

población susceptible en un tiempo t.

Un brote epidémico, como se ha visto con el caso del COVID-19 pone en jaque la salud

y la economı́a de la sociedad. Por tanto, es primordial revertir la situación de la manera más

eficaz, es decir, conseguir que R(t) < 1. Las medidas más eficaces son las farmacológicas como

vacunas, que han demostrado su eficacia en estos últimos meses [11], ya que vacunando a una

fracción
(

1− 1
R0

)
de la población se consigue doblegar la epidemia al reducir la fracción de

susceptibles hasta un valor R−10 = (τ · k · β)−1. Por desgracia, como hemos experimentado

con esta reciente situación, el tiempo mı́nimo de desarrollo es de en torno a un año [12], por

lo que nos vemos abocados a encontrar otras alternativas no farmacológicas para conseguir

R(t) ≤ 1. El distanciamiento social y medidas profilácticas como las mascarillas e higiene de

manos han sido las actuaciones estelares de la mayoŕıa de gobiernos occidentales para reducir

el número de contactos sociales k y la transmisibilidad del patógeno β respectivamente. El

grado de distanciamiento social es modulable desde restricciones moderadas (como reducir aforos

en lugares de encuentro) hasta el confinamiento domiciliario total, necesario para buscar que

R(t) << 1 cuando se acerca el colapso del sistema sanitario.

Sin embargo, la actividad económica de hoy en d́ıa no puede permitirse un confinamiento

domiciliario permantente. Para activar la economı́a se necesita aumentar el número promedio de

contactos k de un individuo. Esto lleva de la mano el aumento de R, al depender el patógeno de

nuestras interacciones para propagarse. Para lograr un balance y evitar futuras olas epidémicas al

relajar las medidas se antojan fundamentales las medidas de control activas como el Test-Treat-

Track, (TTT). El modo de operar consta de tres etapas: detectar a los individuos sintomáticos

(Test), aislarlos (Treat) y rastrear los contactos que estos individuos han tenido recientemente ya

que son potencialmente infecciosos (Track). Gracias a este proceso se logra parar la propagación

causada por los casos secundarios y por consiguiente se reduce el periodo infeccioso promedio τ .

El rastreo de los contactos (contact tracing, CT) es más relevante incluso en casos como el del

COVID-19, en los que existe un porcentaje considerable de infecciones en fase presintomática y

asintomática [13] y por tanto indetectables si solamente utilizamos la poĺıtica de detección por

śıntomas.

En trabajos previos como el de Reyna-Lara et al.[5] se han obtenido expresiones anaĺıticas

para R(t), denotando que el comportamiento cualitativo observado en R(t) se corresponde con

el de los nuevos contagios en cada instante de tiempo, C(t). Por tanto, podemos analizar la

efectividad del método observando esta cantidad.

3.1. Estrategias de CT

El control epidémico es un asunto espinoso que encuentra una gran cantidad de obstáculos

para su correcto funcionamiento. Como punto de partida está la heterogeneidad y complejidad

estructural de las redes de interacciones humanas, que implica que el proceso a priori ha de

ser personalizado y exhaustivo en cada caso. De hecho, estas son las caracteŕısticas básicas del
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manual contact tracing (MCT). Cuando una persona es detectada por haber presentado śıntomas

se le preguntan sus contactos en los últimos d́ıas y se les rastrea. El problema principal de este

tipo de rastreo es la posibilidad de que la persona en cuestión se olvide o no tenga constancia

de haber estado con ciertas personas, reduciendo la efectividad. Además, otro factor limitante

es la disponibilidad de recursos del sistema sanitario para realizar el rastreo.

Para intentar solventar estos problemas se plantea el digital contact tracing (DCT), en el

que se ofrece a la población una aplicación móvil que registra mediante diversos métodos como

Bluetooth o ubicación GPS (Global Positioning System) [14] los contactos que una persona tiene

a lo largo del tiempo. De esta manera, si una persona contrae la enfermedad, la aplicación manda

un aviso a los móviles de sus contactos recientes, consiguiendo un rastreo efectivo e instantáneo.

El primer y principal inconveniente del DCT es que su efectividad se sustenta en que la población

haga uso de una aplicación móvil que monitoriza su posición y contactos voluntariamente. La

libertad y privacidad de la población pueden verse coartadas si no se garantiza confidencialidad.

Cuando se entrelazan estos conceptos, la preocupación por la salud de la sociedad puede pasar

a un segundo plano si el individuo está sano y por ende se reduce el porcentaje de población que

utiliza la aplicación. Durante estos meses se han visto intentos de infundir confianza por parte

de las administraciones mediante campañas publicitarias, llevando a un grado de adopción de

la aplicación Radar COVID del 18 % en España [22].

En suma a todo lo anterior, existe el problema subyacente de la posible desobediencia ante

la indicación de confinamiento una vez eres rastreado. Podŕıa pensarse que en el caso del DCT

este riesgo seŕıa menor que en el MCT ya que el hecho de descargarse la aplicación parece un

acto de compromiso con el sistema.

4. Contact tracing: Un proceso competitivo

El CT es una herramienta clave para controlar una epidemia. Sus caracteŕısticas esenciales

se pueden capturar modelándolo como un proceso de contagio: los agentes infecciosos detectados

propagan la posible identificación de otros casos positivos a través de su estructura social.

Gracias a esta caracterización del CT, se presenta una competición entre los procesos difusivos de

contagio y detección, donde las estrategias de rastreo intentan eliminar a los transmisores activos

relacionados con el caso detectado antes de que estos propaguen el patógeno. No obstante, un

detalle a tener en cuenta es que la difusión de detecciones necesita ser activada por la presencia

del patógeno. Por tanto, a la hora de elegir nuestro modelo compartimental partimos de uno

que caracterice la propagación del patógeno (Figura 4.1), en este caso el SARS-CoV-2, y luego

incluiremos el proceso de detección.

El modelo escogido SEPISIAR para caracterizar la propagación del SARS-CoV-2 es una

variante del SIR al que se le ha añadido el compartimento de expuestos E, y se ha dividido

el compartimento de infecciosos en tres: P , IA e IS . Esto permite modelar adecuadamente las

dinámicas del patógeno observadas [15].

Comenzamos con la población sana, que se incluye en el compartimento de susceptibles (S),

pudiéndose infectar al entrar en contacto con agentes infecciosos. Estos pueden ser presintomáti-

cos (P ), infecciosos con śıntomas (IS) o infecciosos asintomáticos (IA), siendo las probabilidades

de contagio por contacto βA para P e IA, que no presentan śıntomas, y βS para IS . Al infectarse

un agente sano se convierte en expuesto (E), etapa en la que el individuo no presenta śıntomas

y no es contagioso. Después de un periodo medio de η−1 d́ıas avanza al estado presintomático,

8
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Figura 5: Diagrama de flujo del modelo compartimental SEPISIAR. Los compartimentos epi-
demiológicos son: susceptibles (S), expuestos (E), infectados asintomáticos (IA), infectados sin-
tomáticos (IS), detectados (D) y recuperados (R). Las flechas representan las posibles transi-
ciones entre los diferentes estados.

donde ya tiene carga viral suficiente como para ser contagioso (con infectividad βA por contacto)

a pesar de no presentar śıntomas. Pasado un promedio de α−1 d́ıas el agente puede presentar

śıntomas con una probabilidad p (compartimento IS , infectividad βS por contacto) o conti-

nuar siendo asintomático en el compartimento IA, que presenta las mismas caracteŕısticas que

P . Finalmente, los individuos de los compartimentos infecciosos se recuperarán en un tiempo

promedio de µ−1 d́ıas, pasando al compartimento R.

Con esta descripción ya podŕıamos estudiar el efecto de poĺıticas de contención como dis-

tanciamientos sociales, medidas profilácticas o cuarentenas mediante la variación de los ratios

de paso entre compartimentos. Sin embargo, con la inclusión de un nuevo compartimento al que

van a parar los agentes infecciosos detectados (D), podemos estudiar el efecto de la detección

por śıntomas y del CT en la dinámica de transmisión.

Tal y como se muestra en la 4.1, consideramos que a este nuevo compartimento D se puede

acceder desde P , IA e IS . Los individuos que presentan śıntomas son detectados con una proba-

bilidad δ, relacionada con el tiempo promedio entre que aparecen los śıntomas y la disponibilidad

de un test. A consecuencia de estas detecciones por śıntomas, se desencadena el mecanismo de

rastreo. Por el momento vamos a valorar el denominado DCT, siendo f la fracción de agentes

con la aplicación descargada. Aśı, tenemos un proceso análogo a los de contagio en el que los

individuos podrán transitar desde P , IA e IS con una probabilidad f2 que responde al hecho

de que el individuo detectado y cualquiera de sus contactos infecciosos estén equipados con la

aplicación de rastreo. Para finalizar, los detectados pasan al compartimento R con una probabi-

lidad γ, que representa que el proceso tipo contagio que es la detección tiene un periodo efectivo

infeccioso de γ−1 d́ıas.

Parámetro Valor Descripción Referencia

η 1/2.5 d́ıas−1 Probabilidad E → P [16]

α 1/2.5 d́ıas−1 Probabilidad P → IA, IS [16]

p 0.65 Fracción de sintomáticos [17]

µ 1/7 d́ıas−1 Probabilidad IA, IS → R [18]

Tabla 1: Parámetros Epidemiológicos del modelo compartimental

En cuanto a los parámetros, vamos a considerar γ = 1, que implica que una vez se detecta

un agente sus contactos infecciosos son identificados inmediatamente. Las probabilidades de
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contagio por contacto las vamos a considerar iguales βA = βS y posteriormente discutiremos sus

valores. En la Tabla 1 recogemos el resto de parámetros utilizados.

4.1. Dinámica markoviana

Para estudiar la evolución dinámica del modelo presentamos una formulación Markoviana,

que ofrece un marco microscópico para trabajar con el tiempo discretizado. Gracias a este tipo

de ecuaciones podemos estudiar la fenomenoloǵıa del CT en cualquier red caracterizada por su

matriz de adyacencia. El estado dinámico del nodo i en un tiempo t viene dado por las proba-

bilidades de estar en cada uno de los compartimentos: ρSi (t) de ser susceptible, ρEi (t) de estar

expuesto, presintomático ρPi (t), infeccioso asintomático ρIAi (t), infeccioso sintomático ρISi (t), de-

tectado ρDi (t) y recuperado ρRi (t). La evolución de estas probabilidades se construye como una

ecuación maestra (1), donde C es el compartimento en cuestión, y Pquedarse y Pllegar son las pro-

babilidades de quedarse en dicho compartimento y de llegar a este desde otro respectivamente:

ρCi (t+ 1) = Pquedarse · ρCi (t) + Pllegar · ρ 6=Ci (t). (1)

Con esta filosof́ıa presentamos las ecuaciones markovianas del sistema (2,3,4,5,6,7), donde

omitimos la de ρSi (t) al existir la condición de normalización (8):

ρEi (t+ 1) = (1− η)ρEi (t) + (1− ρEi (t)− ρPi (t)− ρIAi (t)− ρISi (t)− ρDi (t)− ρRi (t))ΠS→E
i (t), (2)

ρPi (t+ 1) = (1−ΠP→D
i (t))(1− α)ρPi (t) + ηρEi (t), (3)

ρIAi (t+ 1) = (1−ΠIA→D
i (t))(1− µ)ρIAi (t) + (1−ΠP→D

i (t))(1− p)αρPi (t), (4)

ρISi (t+ 1) = (1−ΠIS→D
i (t))(1− µ)ρIAi (t) + (1−ΠP→D

i (t))pαρPi (t), (5)

ρDi (t+ 1) = (1− γ)ρDi (t) + ΠIS→D
i (t)ρISi (t) + ΠIA→D

i (t)ρIAi (t) + ΠP→D
i (t)ρPi (t), (6)

ρRi (t+ 1) = ρRi (t) + γρDi (t) + µ(ΠIS→D
i (t))ρISi (t) + µ(ΠIA→D

i (t))ρIAi (t), (7)

ρSi (t) + ρEi (t) + ρPi (t) + ρIAi (t) + ρISi (t) + ρDi (t) + ρRi (t) = 1. (8)

En estas ecuaciones hemos denotado como ΠS→E
i (t), ΠP→D

i (t), ΠIA→D
i (t), ΠIS→D

i (t) a las

probabilidades de paso entre compartimentos, cuyas expresiones presentamos en (9,10,11):

ΠS→E
i (t) = 1−

N∏
j=1

(
1−Aij [βA(ρPj (t) + ρIAj (t)) + βSρ

IS
j (t)]

)
, (9)

ΠP→D
i (t) = ΠIA→D

i (t) = 1−
N∏
j=1

(
1−Aijf2ρDj (t)

)
, (10)

10
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ΠIS→D
i (t) = 1− (1− δ)

N∏
j=1

(
1−Aijf2ρDj (t)

)
. (11)

Para comprender estas expresiones lo mejor es analizar el significado de dentro hacia afuera.

Por ejemplo, en (9) tenemos que Pij(t) = Aij [βA(ρPj (t) + ρIAj (t)) + βSρ
IS
j (t)] es la probabilidad

de que se contagie i por contacto con el nodo j; 1−Pij(t) es la probabilidad de que el nodo i no

se contagie por contacto con el nodo j. Al realizar el productorio
∏N
j=1(1 − Pij(t)) ampliamos

a la probabilidad de que el nodo i no se contagie. Si finalmente tomamos 1 −
∏N
j=1(1 − Pij(t))

llegamos a la deseada probabilidad de que el nodo i se contagie (paso de S a E). Este mismo

razonamiento sirve para las otras ecuaciones referidas a procesos de detección (10,11) ya que,

como hemos comentado previamente, la detección es un proceso modelado como uno de contagio.

Antes de continuar es necesario validar estas ecuaciones para la dinámica del modelo. Para

ello presentamos la comparación entre las curvas de evolución de los distintos compartimentos

obtenidas con el formalismo Markoviano y los resultados de una serie de experimentos estocásti-

cos realizados con el método de Monte Carlo en la red de la escuela. En cada simulación partimos

de una pequeña fracción inicial del 2 % en expuestos con el resto de la población en susceptibles,

y en cada paso de tiempo seguimos las reglas de paso presentadas en la Figura . Por otra parte

para la dinámica markoviana inicializamos ρEi (0) = 0.02.

En la Figura 6 presentamos los resultados de la evolución del número de nodos que residen

en cada compartimento para valores de δ = 0.2 y f = 0.4, siendo las bandas el 99 % del rango

de valores de 300 experimentos, los puntos la mediana de los mismos y las ĺıneas la dinámica

markoviana. Para todos los compartimentos la dinámica de Markov reproduce las trayectorias

de las simulaciones estocásticas, validando su uso en el resto del estudio. Notar que hemos

realizado las evoluciones para βA = βS = 0.00635 que corresponde con un R∞ = 0.9, para

simular condiciones de epidemia descontrolada (zona derecha de la Figura 4) que el CT intenta

doblegar.

Figura 6: Validación de la dinámica Markoviana con simulaciones de Monte Carlo utilizando la
red de la Escuela. δ = 0.2, f = 0.4, βA = βS tal que R∞ = 0.9 y fracción incial del 2 % de
expuestos. Presentamos la evolución de los compartimentos E, P , IA, IS , D y R.
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4.2. Detección por śıntomas y DCT

4.2.1. Estrategias complementarias pero diferentes

La primera pregunta que nos podemos formular es si merece la pena implementar un CT o

si la detección por śıntomas es suficiente y eficiente para doblegar la epidemia. Para ello, con

las ecuaciones siguientes separamos las detecciones realizadas mediante detección por śıntomas

(DS) (12) o CT (13). Consideramos para calcular las probabilidades que el proceso prioritario

es la detección por śıntomas y por ende, los que se detectan por CT son los que no se detectan

por śıntomas inicialmente pero śı por CT. El número esperado de detecciones de uno y otro tipo

en un determinado tiempo t es:

DS(t) =
N∑
i

DS
i (t) = δ

N∑
i

ρISi (t), (12)

DCT (t) =
N∑
i

DCT
i (t)

=

N∑
i

ρPi (t)ΠP→D
i (t) + ρIAi (t)ΠIA→D

i (t) + ρISi (t)

(1− δ)

1−
N∏
j=1

(
1−Aijf2ρDj (t)

) .

(13)

Considerando las expersiones anteriores, la fracción de detecciones por CT en un tiempo t vendrá

dada por (14):

FCT (δ, f) =

∑∞
t=0D

CT (t)∑∞
t=0(D

CT (t) +DS(t))
. (14)

En la Figura 7 presentamos los mapas de R∞(δ, f) y FCT (δ, f) para las tres redes de pro-

ximidad. Se toma una probabilidad inicial de encontrarse en el compartimento de expuestos

ρE(0) = 0.01 y se elige βA = βS tal que en ausencia de detección (δ=f=0) sea R∞ = 0.9 en

cada una de las redes.

En los tres casos parece evidente que la única implementación de detección por śıntomas no

consigue reducir sustancialmente la epidemia. Si nos fijamos en la curva de R∞ = 0.75 se aprecia

que no corta con el eje δ. Es decir, sin incluir DCT no podremos reducir más el Attack rate. Por

contra, si el CT es activado con una pequeña cantidad de DS, se consigue reducir el impacto

de la epidemia mucho más eficientemente que con el máximo de DS activa; véase el caso de la

escuela con δ = 0.2 en el que con f = 0.4 conseguimos llegar al R∞ = 0.75 antes mencionado.

En los cuadros inferiores se ha pintado en verde la ĺınea para la que FCT = 0.5. Se aprecia

en estas gráficas que la importancia de una estrategia u otra depende de la topoloǵıa de la red.

No obstante, es claro por la posición diagonal de la curva de FCT = 0.5 que el CT no es el único

responsable del gran decaimiento en el R∞, sino que es la combinación de ambas estrategias lo

que otorga máxima eficiencia.

4.2.2. Diferencias microscópicas: La importancia de los hubs

Pareceŕıan contradictorios los resultados anteriores, puesto que por una parte una reducción

sustancial de la epidemia es imposible solamente mediante SD, pero a su vez hay equilibrio

entre los detectados por un método y otro cuando ambas poĺıticas se potencian al máximo. Para

12
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Figura 7: CT contra DS para las tres redes de proximidad. Los paneles (a),(b) y (c) presentan el
R∞ en función de los parámetros de detección: δ y f . (d),(e),(f), muestran la fracción de casos
detectados por CT, FCT . La ĺınea verde muestra la igualdad entre poĺıticas FCT = 0.5. βA = βS
se han elegido tal que en ausencia de detección (δ=f=0) sea R∞=0.9 en cada una de las redes.
La probabilidad inicial de encontrarse en el compartimento de expuestos es ρE(0) = 0.01.

resolver esta contraposición de ideas hemos de observar el sistema a nivel microscópico ya que no

todos los nodos detectados son igual de importantes para la propagación del patógeno. Mediante

(15) y (16) presentamos las probabilidades de que un nodo sea detectado por uno u otro método

en función de su conectividad:

SD(k) =
1

Nk

∑
i|ki=k

∞∑
t=0

DS
i (t), (15)

CT (k) =
1

Nk

∑
i|ki=k

∞∑
t=0

DCT
i (t). (16)

En la Figura 8 presentamos estas probabilidades para un valor fijo de δ y diversos de f en la

red de la escuela, considerando que existe link si el contacto entre dos individuos ha sido mayor

de 40 segundos. ρE(0) = 0.001 y se adapta la β tal que R∞ = 0.9 en la red de escuela de 40

segundos.
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Figura 8: SD y CT como función del grado de los nodos. En la parte izquierda se presenta
la probabilidad de ser detectados al presentar śıntomas y en la derecha debido a CT, ambas
según el grado de los nodos en la red de contacto de escuela. Las curvas corresponden (de azul
a amarillo a f = 0, 0.1, 0.2, 0.3, 0.5, 1).

Si no existe poĺıtica de CT la detección por śıntomas es una función creciente con el grado

de los nodos, ya que a mayor conectividad, mayor probabilidad de estar en el compartimento

IS . Cuando se introduce esta estrategia, comienza a decaer rápidamente la curva para grados de

conectividad elevada, presentando la curva un máximo para un valor de k intermedio. Por contra,

la probabilidad de ser detectado por CT aumenta siempre en función del grado, alcanzando el

máximo para los nodos mejor conectados. Estas diferencias se acentúan en seguida, ya que vemos

que para f = 0.3 la probabilidad de ser detectado por CT para los k más altos es ya cercana al

total.

La interpretación es clara: El CT es un proceso que a nivel microscópico detecta e inhibe los

hubs de la red (supercontagiadores), teniendo por ende un impacto clave en la reducción de la

epidemia. Esta caracteŕıstica es intŕınseca a la poĺıtica, ya que como hemos visto actúa aśı desde

mı́nimos valores de f . Esto tiene sentido ya que, como hemos explicado, tanto el contagio como

la dectección son procesos difusivos que aprovechan la topoloǵıa de la red. Aśı como los hubs

son claves ya que pueden propagar la enfermedad a un mayor número de personas, también lo

son los nodos más expuestos a ser detectados por el mismo motivo. Podŕıa verse por tanto este

proceso como una competición por controlar a los hubs de la red.

4.2.3. Diferencias dinámicas: Aplanar vs doblegar la curva

Aunque hemos recurrido a la conectividad para explicar la diferencia entre ambas poĺıticas,

podemos observar con mayor claridad sus diferencias si computamos la evolución dinámica de los

contagios, C(t) (17). A priori los hubs siempre van a tener mayor probabilidad de ser detectados,

puesto que también la tienen de ocupar el compartimento IS . No obstante, si activamos las

poĺıticas de CT, su detección no solo puede darse en IS , sino que desde IA y P también. Es

especialmente relevante la detección en P , ya que es un estadio temporalmente previo a la posible

detección por śıntomas y es la causa del comportamiento observado en la Figura 8.

C(t) =
N∑
i=1

ρSi (t)ΠS→E
i (t). (17)
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Figura 9: Evolución dinámica de la trayectoria epidémica bajo implementación de SD y CT en la
parte izquierda y derecha respectivamente. Para poder variar f se ha establecido un remanente
de δ = 0.05 que active la detección, además de incluirse en la gráfica mediante impulsos la
evolución de los casos detectados por CT para f = 1.

En la gráfica de la derecha (en la que solo está activa la detección por śıntomas) observamos

el llamado aplanamiento de la curva. Es decir, la detección de sintomáticos lleva a reducir y

retrasar el pico de contagios. Por tanto, a mayor poĺıtica, más se acaba reduciendo la incidencia

de la epidemia. En contra, el efecto del rastreo es totalmente diferente ya que se consigue doblegar

la curva. Como vemos en la gráfica de la izquierda, el pico decrece y llega antes y el número de

contagios, a diferencia de con la aplicación de SD, no tiende a 0, sino que se mantiene estable

en un valor reducido, constituyendo un equilibrio dinámico. Cuanto mayor es la fracción de

población que usa la aplicación (mayor f) antes se consigue doblegar la curva. Los impulsos

amarillos en esta figura muestran la evolución del número de detecciones por CT (13) para el

caso de f = 1. Es claro que en cuanto se desencadena el CT la tendencia original de la curva de

contagios se revierte gracias a esta poĺıtica.

4.3. El CT en el umbral epidémico

Como hemos explicado en el marco teórico, el umbral epidémico βc se corresponde con el

valor de β para el que aparece una transición de fase en R∞. Las dos fases que separa βc

caracterizan la evolución de la epidemia. Una vez estudiado el comportamiento del CT en el caso

de epidemia descontrolada, nos podemos preguntar cómo afecta la variación del β al proceso

difusivo de rastreo. La naturaleza del CT hace que se requiera un mı́nimo de detección por

śıntomas y por tanto, parece lógico que su efecto solo se va a apreciar cuando tenemos epidemia.

No obstante, dentro de la zona activa tenemos la zona de transición, donde la curva del R∞

crece rápidamente; y la zona de epidemia descontrolada, donde tiende a 1 (toda la población ha

pasado la enfermedad). En la Figura 10 presentamos la dependencia con β de R∞ en la red de

la escuela en función de las poĺıticas de detección. Hemos fijado δ = 0.33 y presentamos diversos

valores de f . En la parte de la derecha tenemos ∆R∞ = R∞(f=0)
R∞(f) que nos da una medida relativa

del impacto de la poĺıtica en el estado estacionario final.

El efecto del CT se desencadena como hab́ıamos comentado a partir del umbral epidémico,

y suaviza la transición considerablemente, haciendo que R∞ tienda más lentamente a 1. Gracias

a la Figura 10 podemos ver que se diferencian 3 reǵımenes: (I) Antes del umbral, donde el CT

no tiene efecto alguno al no existir epidemia. (II) Brote epidémico, donde el CT tiene mayor

incidencia al reducir hasta un factor 2.2 la inicidencia del brote. Y (III) epidemia descontrolada,

donde el CT estabiliza su actuación (rango en el que nos hemos situado en las secciones anteriores.
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Figura 10: En la izquierda está la fracción final de recuperados según la infectividad por contacto
(β) para diferentes intensidades de CT (f entre 0 y 1). En la derecha presentamos la reducción
en el Atack rate que supone la poĺıtica en función de β.

En el 7.1: Anexo I presentamos una réplica de la Figura 7 en el caso de la red de la escuela pero

para 3 valores de β en diferentes estadios de la epidemia.

Para ver más claramente los 3 estadios de actuación del CT podemos llevar la Figura 10

(δ = 0.33) a 3 dimensiones en la Figura 11, donde f pasa a formar una superficie con β y

apreciamos la reducción (18) para las tres redes de contacto:

∆R∞(βi) =
R∞(f = 0, βi)

R∞(f, βi)
. (18)

Figura 11: Variación en la fracción final de recuperados en función de la infectividad y del CT
para δ = 0.33 en las tres redes de contacto. Quedan patentes tres fases epidémicas: pre-umbral,
brote epidémico y epidemia descontrolada.

Las tres etapas de actuación aparecen claras para las tres redes, demostrando que la zona de

máxima eficiencia del CT es en el umbral epidémico. Es decir, estas poĺıticas consiguen reducir el

impacto de una epidemia descontrolada, pero pueden doblegar más de un factor 2 la propagación

de la enfermedad para infectividades del entorno del umbral.
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Para el resto del estudio vamos a seguir usando las betas tal que R∞ = 0.9 ya que es el

estadio epidémico existe con el COVID-19 a la hora de decidir que poĺıticas aplicar y por tanto

el adecuado para poder extrapolar conclusiones que puedan influir en la toma de decisiones.

4.4. Rastreo manual

Una vez se ha caracterizado el fundamento del CT, podemos ampliar el abanico de poĺıticas a

implementar. En concreto, el mecanismo más efectivo de rastreo aplicado en España y en muchos

otros paises es el denominado rastreo manual (MCT) [19]. En esta estrategia, una vez se detecta

por śıntomas un caso, se realiza una búsqueda de las personas con las que ha tenido contacto

reciente. A diferencia del digital, en el que ambas personas han de tener la aplicación, en este

caso únicamente es necesaria la identificación del contacto por parte del individuo detectado por

śıntomas.

Para cuantificarlo proponemos que cuando una individuo j es detectado, este recuerda un

promedio de c contactos con los que ha estado. Esto implica que la probabilidad de que un

contacto suyo i sea detectado es 1 cuando kj < c, y c
kj

cuando kj > c. Estas dos opciones se

recogen en el parámetro θc,ij ≡ θij(c, kj) (19)

θij = 1 +
1

2kj
((c− kj)− |c− kj |). (19)

En un modelo en el que solo existiese detección manual, tendŕıamos que sustituir f2, que es

la probabilidad de ser detectado en DCT en (9,10,11), por θij , que es la probabilidad de que

ocurra eso por MCT.

No obstante, si coexisten ambas poĺıticas tenemos dos flujos desde los compartimentos P ,

IA y IS hasta D. La probabilidad de transitar a incluir en (9,10,11) vendrá dada por la unión

de probabilidades, Pij(DCT ∪MCT ) = Pij(MCT ) + Pij(DCT ) − Pij(DCT ∩MCT ). Siendo

Pij(DCT ) = f2 y Pij(MCT ) = θij obtenemos (20), donde la intersección de probabilidades

de dos sucesos independientes, Pij(DCT ) y Pij(MCT ) viene dada por Pij(DCT ∩MCT ) =

Pij(DCT ) · Pij(MCT ) = f2θij .

Pij(DCT ∪MCT ) = f2 + θij − f2θij . (20)

4.4.1. Cooperatividad entre MCT y DCT. Efecto de la topoloǵıa

Figura 12: Efecto cooperativo del CT para δ = 0.33 en las redes de contacto. Siempre se consigue
reducir más el impacto de la epidemia para un valor dado de una poĺıtica aumentando la otra.
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Si implementamos únicamente el MCT podemos realizar el mismo análisis que para el DCT,

reproduciendo las Figuras 7, 8 y 9 en las mismas condiciones expuestas previamente (7.2: Anexo

II). Al realizar la misma función en las ecuaciones, todos los rasgos relevantes del DCT a nivel

microscópico los mantiene el MCT.

Vamos a intentar caracterizar la actuación conjunta de ambas estrategias, MCT y DCT. En

la Figura 12 presentamos el efecto de ambas poĺıticas sobre el R∞ para δ = 0.33 para las 3 redes

de contacto. Elegimos como rango de c para explorar c ∈ [0 : 〈k〉] ya que si retiramos la red y

planteamos un campo medio todos los nodos tendŕıan una conectividad 〈k〉.

Figura 13: Comparación de poĺıticas: MCT y

DCT.

Como era de esperar, para cualquier valor

de una de las dos poĺıticas, la incidencia de la

epidemia es menor si aumentamos la otra, es

decir, existe un claro efecto cooperativo. Esto

se plasma en la forma de cuartos de elipsoi-

de que aparece en la Figura 12. Además, este

efecto no se ve influido por el valor de δ fijado

(7.3: Anexo III).

En general, para los tres casos, las ĺıneas

de contorno de un determinado valor de R∞

cortan antes el eje x que el y. Es decir, la ac-

tuación del MCT parece más eficiente que la

del DCT, especialmente para valores pequeños de c y f . Para un mismo porcentaje de eficiencia

de la poĺıtica (es decir, f = c
〈k〉), el MCT reduce más el efecto del patógeno.

Desde el punto de vista matemático, esto ocurre ya que en las ecuaciones, el DCT presenta

dependencia cuadrática con f , al necesitar que ambas personas (detectado y rastreado) tengan

la aplicación. Por el contrario, en el MCT solo es necesaria la contribución del detectado, cons-

tituyendo una dependencia lineal. En el rango [0 : 1], para valores de f y c
〈k〉 , la contribución del

primero a la probabilidad de detección será menor como podemos ver en la Figura 13. Además,

si observamos la superficie de P (DCT ∪MCT ) nos reafirmamos en cuanto a la cooperatividad

entre ambas estrategias, al ser el objetivo de ambas que la probabilidad de tránsito hacia el

compartimento de detectados sea la mayor posible.

No obstante, la tendencia de los cortes con los ejes parece cambiar para valores elevados de

las poĺıticas, planteándosenos la pregunta de hasta que punto influye la topoloǵıa de la red en la

eficiencia de cada una de las poĺıticas, y si es o no un comportamiento general. Si planteamos la

actuación de θij a nivel microscópico, podemos darnos cuenta de que, para un valor dado de c,

los nodos con menos conectividad saturarán su función θij antes que los hubs. Al aumentar c, la

eficiencia del MCT se reducirá1. Para arrojar luz a la cuestión seguimos la filosof́ıa de la Figura

12 para distintas redes sintéticas de 200 nodos (variando el valor de β pertinentemente en cada

caso). No podemos comparar netamente una poĺıtica con la otra, pero śı es posible comparar los

efectos en diferentes redes para mediante un enfoque cualitativo que nos permita comprender el

modo de actuar del MCT y el DCT.

En la Figura 14 realizamos el tránsito entre una red ER (α = 1) y una SF (α = 0) para

un grado medio entorno a 37. La elección del grado medio no es relevante siempre que sea

consistente entre las diferentes redes ya que el comportamiento cualitativo es invariante (7.4:

Anexo IV).

1En parte es por ello que solo presentamos en las gráficas hasta el valor c/〈k〉
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Figura 14: Efecto cooperativo del CT para δ = 0.33 en redes de grado medio 37, transitando de
izquierda a derecha de ER a SF. Los cortes con el eje de abcisas para incidencias mayores son
más cercanos al origen que en el eje coordenado. Para incidencias mayores cambia la tendencia
según disminuye α.

La primera conclusión extraible es que en todos los casos queda patente el efecto cooperativo.

La segunda, ya relacionada con la topoloǵıa es que, para estadios epidémicos en los que un débil

CT desemboca en un gran R∞, tanto en las redes puramente aleatorias como en las libres de

escala, el MCT es más efectivo que el DCT (las ĺıneas de contorno cortan antes el eje de abcisas).

No obstante, para estadios de mayor control y por ende mayor reducción del Atack rate, en las

redes libres de escala pasa a ser más efectivo el DCT. Esto es porque al ser el grado medio un

mal descriptor y existir hubs, cuando aumenta c enseguida se consigue cubrir los contactos de la

gran mayoŕıa de los nodos, es decir c/〈k〉 satura a 1 para la mayoŕıa de los nodos. No obstante, se

sigue quedando lejos de cubrir los contactos de los hubs, cercanos a kmax. Por tanto, al aumentar

c no se consigue un cambio sustancial en la probabilidad general de detección por MCT. Por

esto vemos que los cuartos de elipsoide pasan de ser prolatos a oblatos.

En general, la gran virtud del MCT es que, aún a baja eficiencia (bajo c), asegura la detec-

ción del ćırculo cercano del nodo promedio de una red real (al tener la mayoŕıa de estos nodos

una conectividad baja). Esto está relacionado con lo que expone G. Burgio et al. [20], donde

para bajas implementaciones de las poĺıticas de rastreo, lo más eficiente es que las aplicacio-

nes de detección estén distribúıdas localizadas, concentrándose en ciertas comunidades. Esto es

equivalente a replicar el efecto del MCT, cuya caracteŕıstica intŕınseca es que cubre al ćırculo
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cercano de contactos.

En resumen, en esta sección hemos propuesto dos mecanismos que actúan cooperativamente

para mejorar la eficiencia de la detección. Debido a sus caracteŕısticas microscópicas similares, lo

definitorio a la hora de decidir qué estrategia implementar, o a cuál dedicar la gran mayoŕıa de

los recursos, son las caracteŕısticas del entorno y su predisponibilidad para una u otra estrategia.

Aśı, para entornos en los que confluye una gran cantidad de población sin ningún tipo de registro

(por ejemplo, un bar), el DCT puede ser diferencial para conectar gente que no seŕıan capaces de

conectar de otra manera. Por otro lado, si esa misma gran cantidad de gente están en un teatro,

donde se ha registrado los datos de los asistentes, será mucho más efectivo realizar rastreo manual

utilizando esos datos. Y se puede continuar imaginando para cada situación qué estrategia puede

resultar más eficiente; aunque la conclusión sea que siempre, la existencia de rastreo del tipo que

sea y para cualquier rango de eficiencia, ayuda enormemente a reducir el impacto epidémico.

5. Saturación del sistema

5.1. Modelo de colapso

El papel de las estrategias de rastreo se ha revelado clave para frenar una epidemia. No obs-

tante, estos procesos requieren detecciones sintomáticas previas que desencadenen la cascada de

rastreos. Durante los apartados previos el factor limitante era el rastreo, es decir, los parámetros

f y c que regulaban la capacidad de implementación del CT. No obstante, la capacidad del

sistema para dar atención sanitaria y confirmar mediante PCR (Polymerase Chain Reaction) a

los individuos sintomáticos no está asegurada en todas las ocasiones. Durante este últmo año

ha habido épocas de desabastecimiento de material de seguridad, colapso de UCIs (Unidad de

Cuidados Intensivos) y escasez de pruebas de diagnóstico PCR. Por tanto hemos de intentar

comprender cómo puede afectar la saturación del sistema en las estrategias de detección.

Para modelizar este colapso proponemos modificar la expersión de δ, que es el inverso del

número de d́ıas que transcurren desde que una persona presenta śıntomas hasta que acude al

centro de salud a realizarse una PCR que confirme su positivo. Si existen demasiados individuos

que presentan śıntomas, el sistema no puede atenderlos a todos y el tiempo hasta que se confirma

el positivo aumenta. Consideramos que existe un umbral de infecciosos sintomáticos que se puede

soportar, IthS . Si IS > IthS el tiempo hasta poder acceder a una PCR aumenta exponencialmente

a través de una constante de colapso del sistema λ, que caracteriza la capacidad del mismo

de proveer atención a la sociedad. Además, en este parámetro se incluye no solo la atención

necesaria para cada individuo, sino también lo necesario para el rastreo de sus contactos. Por

último, tenemos que tener en cuenta que llegará un momento en el que el sistema pueda dar

atención al individuo, generando una probabilidad mı́nima de ser atendido, δc, siendo 0 ≤ δ0 =

δc + δnc ≤ 1. De esta manera, la probabilidad de tránsito al compartimento de detectados al

presentar śıntomas queda según (21), donde IS(t− 1) =
∑N

j=1 ρ
IS
j (t−1)
N es el número de infectados

sintomáticos en el instante anterior.

δ(t) = δ0 si IS(t− 1) < IthS ,

δ(t) = δc + δnce
−λ(IS(t−1)−IthS ) si IS(t− 1) < IthS . (21)
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Figura 15: Evolución de los compartimentos IS y

D complementada por los pulsos de los dos tipos

de detecciones, DS y DCT , y por la función δ.

Para caracterizar el colapso primero ob-

servamos en la Figura 15 la evolución tem-

poral de los compartimentos de infectados y

detectados. Hemos considerado únicamente

DCT (Para simplificar ya que su papel en

el colapso es análogo al del DCT, c = 0),

una tasa de detección remanente δc = 0.1,

f = 0.2, la constante de colapso del sistema

λ = 150 y el umbral de colapso del sistema

IthS = 0.01. El valor de f se intenta acercar

al porcentaje de implementación de la aplica-

ción en páıses europeos como España (18 %

de penetración) [22], y el umbral de colapso

del sistema ha sido escogido tal que se pueda

dar atención sanitaria al 1 % de la población.

Además, al tomar λ = 150 aseguramos que

el sistema no esté preparado para el colapso,

y podamos ver el efecto de este fenómeno.

En la Figura 15 se aprecia claramente el

efecto del colapso. Sobre todo llama la atención el comportamiento del compartimento de de-

tectados. Cuando δ decae, las detecciones por śıntomas (DS , 12) se resienten, hasta llegar a

un primer mı́nimo. Las detecciones por CT (DCT , 13), al ser desencadenadas por la detección

por śıntomas también sufren las consecuencias. El efecto directo de esta cáıda es un aumento

agudo en la población del compartimento de infecciosos sintomáticos. Por ello, la detección por

śıntomas repunta, ya que con la capacidad remanente del sistema consigue detectar a un 10 %

de los individuos de ese compartimento. Finalmente, cuando el sistema recupera su capacidad

(t = 60) repunta la detección por śıntomas, correspondiéndose con un pico en la detección total

y provocando una meseta en la curva del rastreo por śıntomas.

A continuación podemos estudiar el impacto de la constante de colapso del sistema, λ, y del

umbral de colapso del sistema IthS . λ regula la suavidad con la que colapsa el sistema, mientas

que IthS determina el momento en el que satura este.

Figura 16: Evolución del número de nuevos contagios C(t) y del número de recuperados R(t) en
situación de colapso del sistema para IthS = 0.01 y distintos valores de λ. Este parámetro regula
el grado de suavidad del colapso del sistema.
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Figura 17: Evolución del número de nuevos contagios C(t) y del número de recuperados R(t) en
situación de colapso del sistema para λ = 150 y distintos valores de IthS = 0.01. Este parámetro
regula el momento en que colapsa el sistema.

Vemos el efecto claro sobre la curva original (en la Figura 16 la de λ = 0 y en la Figura 17

para IthS = 0.015). Si el sistema está mejor preparado (menor λ) la curva de contagios apenas

aumenta ligeramente su anchura. Por contra, para un valor elevado, a partir del momento en

que el sistema colapsa, aparece un segundo pico de contagios, que encierra un área mucho

mayor, y por tanto la curva de recuperados llega a un estado estacionario acumulando mayor

incidencia. El efecto del umbral genera que la divergencia entre curvas suceda antes o después.

Al disminuir el umbral comienza a crecer la curva de detectados, aumentando por tanto la

incidencia acumulada final. Queda claro que la variación de ambos parámetros tiene el mismo

efecto sobre el estado estacionario, al conseguir para valores favorables para el control de los

parámetros (una constante de colapso del sistema reducida y un umbral de colapso del sistema

elevado) una notable reducción en el impacto epidémico final.

5.2. Colapso explosivo

Observando las curvas de R(t) en las Figuras 16 y 17 apreciamos que, a pesar de estar

variando ligeramente los parámetros, se produce un salto desde la incidencia acumulada con las

medidas de detección activas (no colapso) hasta otro determinado valor de incidencia acumulada.

Esto nos invita a pensar que el colapso devuelve al sistema a la situación en que no hay medidas

de detección, y que lo hace de forma abrupta. Para caracterizar esto volvemos al estudio del

umbral epidémico, presentado en la Figura 18 R∞ en función de β primero fijando IthS = 0.045

y variando λ y después fijando λ = 300 y variando IthS . La elección de los parámetros pretende

ilustrar el efecto de transición explosiva al colapsar el sistema (en consonancia hemos simplificado

δc = 0 para que el sistema vuelva a la curva sin ausencia de detección y no a la de detección

remanente δc = 0.1).

Podemos observar una transición abrupata de primer o segundo orden a la que se conoce

como explosiva en el umbral epidémico al hacer colapsar el sistema de detección, cuando este

intenta volver a la curva que sigue en ausencia de poĺıticas de detección (si hubiese detección

remanente volveŕıa a la curva dada para ese valor, lo que hace es volver a su curva original, como

en el 7.6: Anexo VI). El carácter abrupto de la transición viene regulado por el parámetro de

colapso del sistema, aunque para cualquier λ 6= 0 ya existe cambio en la curva. Como se pod́ıa

prever, una disminución del umbral hace que se requiera menos infectividad por contacto para

que aparezca antes la transición explosiva.

Como hemos comentado, en el valor de λ no solo se engloba la capacidad neta de atención
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Figura 18: Fracción final de recuperados en función de la infectividad por contacto. Se presenta
en negro punteado la curva en ausencia de poĺıticas de detección. En la izquierda se vaŕıa λ para
IthS = 0.045 y en la derecha se vaŕıa IthS para λ = 300.

del sistema a un individuo, sino que también podemos incluir ah́ı los recursos necesarios para

realizar las poĺıticas de rastreo derivadas de su detección. Aśı, es posible que si no se está

bien preparado ante una crisis sanitaria y el sistema colapsa (llegamos al umbral), se necesite

llegar a un compromiso a la hora de gestionar los recursos para intentar ser más robusto ante la

situación de colapso (reducir ese parámetro λ). Es decir, puede darse el caso de que sea necesario

renunciar al CT para seguir teniendo una capacidad mayor de detección por śıntomas y suavizar

ese colapso.

Hay que resaltar que este comportamiento abrupto en situación de colapso del sistema ha

sido observado recientemente por D. Scarselli et al.[23], para un modelo de agentes que también

pretend́ıa simular esta situación mediante experimentos. Esto apunta a que lo observado es una

caracteŕıstica intŕınseca de la capacidad del sistema como limitante a las estrategias de detección.

6. Conclusiones

Durante la realización de este estudio hemos trabajado con un potente modelo epidemiológi-

co de ecuaciones markovianas que nos ha permitido reproducir el contexto de propagación y

rastreo en que está inmerso el mundo en estos últimos años (2020-2021). Una vez validado

contrastando los resultados con los obtenidos mediante experimentos numéricos, hemos podido

realizar simulaciones eficientes en redes de contacto reales que nos han permitido descubrir el

funcionamiento de las estrategias de rastreo, como la disminución de la incidencia, la rápida

detección de los supercontagiadores o el efecto de doblegar la curva epidémica de contagios en

lugar de aplanarla. También hemos descubierto tres reǵımenes de actuación del rastreo, siendo

más efectivo en el entorno del umbral epidémico.

La existencia de diversas estrategias como el rastreo manual o el digital integradas en el

modelo nos ha llevado a confirmar el efecto cooperativo frente a la incidencia de la epidemia.

Además, hemos apreciado el efecto de la topoloǵıa en la efectividad relativa de las poĺıticas de

detección, sirviendo de guia para saber como administrar el enfoque del rastreo en función del

entorno social del individuo detectado.

Asimismo, hemos considerado la dependencia de los parámetros relativos a la detección con

la incidencia de la epidemia, lo cual nos ha llevado a una situación de colapso. Al pasar de tener

el cuello de botella en el rastreo a tenerlo en la capacidad de detectar infectados sintomáticos

hemos observado un fenómeno de colapso sanitario y el consiguiente descontrol de la epidemia.
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Esto se refleja en la curva de R∞(β), la cuál abandona la curva de prevalencia controlada para

pasar a seguir la correspondiente a la epidemia sin control.

La satisfactoria implementación de los mecanismos de detección epidemiológica nos ha per-

mitido llegar a conclusiones sobre la actuación en entornos reducidos, plasmados en redes de

contacto o sintéticas con un limitado número de nodos. No obstante, en el futuro se podŕıa in-

cluir este mecanismo dentro de un marco metapoblacional e introducir la movilidad para intentar

lograr un encuadre más realista. Finalmente, nuevos escenarios como la paulatina vacunación de

la población pueden ser incluidos en el modelo, posiblemente mediante un nuevo compartimento

y apareciendo nuevos flujos entre los existentes.
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7. Anexos

7.1. Anexo I

Si replicamos la Figura 7 en el caso de la red de la escuela pero para 3 betas en diferentes

estadios de la epidemia tenemos la Figura 19, para β = 0.001, β = 0.0027, β = 0.01. Mientras

que en fase preumbral no hay apenas efecto de las poĺıticas al no haber epidemia, en las otras

dos śı existe gran reducción en la incidencia final gracias a las poĺıticas.

Figura 19: Efecto de DS y CT en 3 estadios diferentes de la epidemia: fase pre-umbral (β =
0.001), brote epidémico (β = 0.0027) y epidemia descontrolada (β = 0.01).

7.2. Anexo II

El comportamiento cualtitativo del MCT es el mismo que el del DCT, aunque existen dife-

rencias cuantitativas. Como se debate en la sección 4.4 el efecto del MCT se hace notar antes.

Por ello las Figuras 20, 21 y 22 presentan en general un comportamiento más efectivo que las

Figuras 7, 8 y 9 del DCT.
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Figura 20: MCT contra DS para las tres redes de proximidad. Los paneles (a),(b) y (c) presentan
el R∞ en función de los parámetros de detección: δ y c normalizado. (d),(e),(f), muestran la
fracción de casos detectados por MCT, FCT . La ĺınea verde muestra la igualdad entre poĺıticas
FCT = 0.5. βA = βS se han elegido tal que en ausencia de detección (δ=c=0) sea R∞ = 0.9 en
cada una de las redes. La probabilidad inicial de encontrarse en el compartimento de expuestos
es ρE(0) = 0.01

Figura 21: SD y MCT como función del grado de los nodos. En la parte izquierda se presenta
la probabilidad de ser detectados al presentar śıntomas y en la derecha debido a MCT, ambas
según el grado de los nodos en la red de contacto de escuela. Las curvas corresponden (de azul
a amarillo a f = 0, 0.1, 0.2, 0.3, 0.5, 1.
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Figura 22: Evolución dinámica de la trayectoria epidémica bajo implementación MCT. Para
poder variar c se ha establecido un remanente de δ = 0.05 que active la detección, además de
incluirse en la gráfica mediante impulsos la evolución de los casos detectados por MCT para
c = 〈k〉.

7.3. Anexo III

Como podemos apreciar en la Figura 23, el efecto coperativo entre el MCT y el DCT es

independiente de la detección por śıntomas.

Figura 23: Efecto cooperativo del CT en la red de escuela para diferentes deltas. Siempre existe
cooperatividad independientemente de δ.
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7.4. Anexo IV

En la Figura 24 presentamos redes aleatorias de grado medio variable y en la Figura 25 hace-

mos lo propio con libres de escala. En este tipo de redes el grado medio no es una caracteŕıstica

definitoria, pero realizamos las simulaciones para distintos valores de este con el objetivo de

caracterizar por completo la actuación del CT.

Figura 24: Efecto cooperativo del CT para δ = 0.33 en redes ER de 200 nodos variando su grado
medio. El corte con el eje de abcisas de las ĺıneas de contorno para un valor dado de R∞ es más
cercano al origen que en el eje coordenado.
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Figura 25: Efecto cooperativo del CT para δ = 0.33 en redes SF de 200 nodos variando su grado
medio. El corte con el eje de abcisas de las ĺıneas de contorno para un valor dado de R∞ es
más cercano al origen de coordenadas que en el eje coordenado para incidencias mayores, y más
lejano para incidencias menores.

7.5. Anexo V

En la Figura 26 tenemos la evolución de δ para los prámetros generales de las Figuras 16 y

17. La costante de colapso del sistema regula la suavidad con la que colapsa el sistema, mientas

que el Umbral de colapso del sistema determina el momento en el que satura este.

Figura 26: Evolución de δ cuando tenemos colapso del sistema. En la izquierda se ha fijado
IthS =0.01 y se vaŕıa λ. En la derecha se ha fijado λ = 150 y se vaŕıa IthS
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7.6. Anexo VI

Pretendemos cubrir la casúıstica del colapso explosivo con 0.1 = δc 6= 0, y otros parámetros

de IthS y λ. En la Figura 27 vemos como, aunque se reduce la diferencia entre la curva sin colapso

y la de detección remanente, el comportamiento se mantiene. Además, el efecto de pasar a fijar

λ = 150 y IthS solamente afecta en el sentido mencionado en la sección 5: Suavizar y retrasar la

transición.

Figura 27: Fracción final de recuperados en función de la infectividad por contacto. Se presenta
en negro punteado la curva en ausencia de poĺıticas de detección. En la izquierda se vaŕıa λ para
IthS = 0.01 y en la derecha se vaŕıa IthS para λ = 150.

7.7. Anexo VII

Aqúı presentamos una recopilación de las siglas mencionadas durante el trabajo.

ER: Erdös-Rènyi

SF: Scale Free

CT: Contact Tracing

DCT: Digital Contact Tracing

MCT: Manual Contact Tracing

GPS: Global Positioning System

PCR: Polymerase Chain Reaction

UCI: Unidad de Cuidados Intensivos
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