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Resumen

En esta tesis se ha analizado el comportamiento de modelos de aprendizaje automatico para
estimar la produccién y la irradiancia en instalaciones fotovoltaicas de gran tamafio a partir de
variables principalmente meteoroldgicas medidas en el propio emplazamiento. La necesidad de
conocer estas variables con una mayor precision se sustenta en el desarrollo que ha alcanzado la
energia fotovoltaica en los ultimos afios y en el tamafio de sus plantas. EI conocimiento de estas
variables servira para mejorar la eficiencia operativa y facilitar el calculo del performance ratio de
las plantas fotovoltaicas.

En el estudio, se lleva a cabo una revisién bibliografica de los métodos que actualmente estan
dando mejores resultados en la modelizacion de estas variables y se seleccionan como métodos
de trabajo "Random Forest", "Gradient Boosting" y las redes neuronales “Multi Layer Perceptrons”.
Adicionalmente, se trabaja con la regresion lineal multiple, que se utilizara como modelo de
referencia debido a su simplicidad.

Se describen los principios matematicos de los algoritmos seleccionados, asi como de sus
variantes probabilisticas utilizadas para calcular los intervalos de confianza de los modelos y las
técnicas de busqueda que permiten ajustar los hiperparametros de los modelos.

El trabajo consiste en aplicar las metodologias a tres inversores diferentes de plantas distintas
para predecir la producciéon y a una estacion meteoroldgica para predecir la irradiancia. Los
modelos en el caso de la produccidn presentan una buena precision y baja incertidumbre, incluso
la regresion lineal multiple. En el caso de la irradiancia, la regresion lineal no es optima y son
necesarios modelos mas complejos para captar las relaciones entre las variables.

Analizando los resultados, el modelo “Gradient Boosting” resulta la mejor opcion presentando los
errores mas bajos con una amplitud de intervalo pequefia, ademas de ser el modelo mas &gil y
con menos demanda computacional.

El estudio revela que los modelos de aprendizaje automatico representan una mejora significativa
en la prediccion de la produccion e irradiancia con respecto a otras alternativas y que cada inversor
0 estacion meteorologica necesita su propio modelo de comportamiento, no pudiéndose aplicar
los modelos estudiados a otras plantas fotovoltaicas. Sin embargo, el proceso que se ha llevado a
cabo y las metodologias definidas, si que puede ser extrapolable a otras plantas ubicadas en otros
lugares.
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Introduccion

1.1. Contexto y motivacion

Evolucion de la energia fotovoltaica

La energia fotovoltaica se basa en el efecto fotovoltaico, descubierto en 1839 por Becquerel.
Mediante experimentos se observd que cuando un fotdn impacta en un electrén, éste sale
despedido liberando un hueco que es reemplazado por otro electrén libre, lo que genera un flujo
de cargas eléctricas que se convierte en corriente eléctrica. Este efecto fue observado en el
Selenio, pero su bajo rendimiento y altos costes limitaron su aplicacién practica, hasta que un siglo
después se descubrié que el Silicio tenia la misma capacidad y un mejor rendimiento.

A mediados del siglo XX, el Silicio se convirtid en la solucion energética para los proyectos
espaciales, la inversién econdmica que se llevé a cabo en ellos le permitié a la fotovoltaica avanzar
tecnolégicamente y, desde entonces, esta energia ha experimentado un gran desarrollo,
convirtiéndose en una de las energias renovables mas competitiva en términos de coste, fiabilidad,
predictibilidad y adecuacion de la generacion a la demanda. Este desarrollo permitié que al final
del 2022 se alcanzaran a nivel mundial los 1050 GW de potencia instalada de energia fotovoltaica,
segun la Agencia Internacional de las Energias Renovables (IRENA) [7]. Ademas, la capacidad de
potencia nueva instalada cada afo esta acelerandose, con un ritmo de crecimiento del sector del
20% anual [7,8].

Se espera que este crecimiento se mantenga en el futuro, ya que las plantas fotovoltaicas cada
vez son de mayor tamafio y se estan posicionando como una posible solucion al problema mundial
de abastecimiento de agua y energia [9]. Esto se debe, en parte, a la reduccion de costes, ya que
la energia fotovoltaica es mas barata que la energia generada por plantas de combustibles fésiles,
en términos de coste nivelado de la energia “Levelized Cost of Energy” (LCOE), con un valor de 3
c€/kWh en muchas partes del mundo y una perspectiva de mantenerse entre 4 y 5 c€/kWh en el
largo plazo [10,11]. Ademas, el marco juridico politico, que incluye contratos de compraventa de
energia a largo plazo “Power Purchase Agreements” (PPAs) y subastas de energia y capacidad,
garantiza la viabilidad econdmica de los proyectos [12,13].

El pais lider del sector es China, con un tercio de la potencia mundial instalada. Le sigue el
continente europeo con el 19% de la potencia total instalada y una capacidad de crecimiento anual
superior al 30%. Dentro de los paises europeos, es Alemania quien lidera la lista de paises con
mayor instalacion acumulada, seguida por Italia y Espafia [14].

Debido al marco retributivo, Espafia estuvo practicamente estancada durante una década en los
4,5 GW de potencia fotovoltaica instalada. Esta tendencia comenzd a cambiar en 2018, y se
consiguid superar los 25 GW a finales del 2022 [15]. Ademas, se espera que para 2030, Espafia
tenga instalados casi 40 GW de energia fotovoltaica, ya que esta tecnologia, ademas de las
ventajas mencionadas, esta siendo impulsada por el Plan Nacional Integrado de Energia y Clima
2021-2030 (PNIEC) [16], que esta incluido en el marco del Reglamento de Gobernanza de la Unién
Europea para la Energia y la Accion por el Clima [17]. EI PNIEC establece un objetivo ambicioso
de alcanzar el 74% de la generacion de electricidad a partir de fuentes renovables para 2030, lo
que implica una importante expansion de la capacidad fotovoltaica instalada en Espafia.
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En resumen, la energia fotovoltaica esta experimentando un crecimiento significativo en todo el
mundo y se espera que siga creciendo en el futuro, impulsada por la disminucién de los costes, la
viabilidad economica de los proyectos y la adopcidn de politicas favorables. De entre los tipos de
instalaciones que se estan promoviendo destacan, por volumen, las grandes instalaciones
conectadas a red que llegan a decenas e incluso centenas de megavatios en una unica planta.

Introduccion a las plantas fotovoltaicas

Una planta fotovoltaica es la instalacion que genera energia eléctrica a partir de la radiacion solar.
Esta compuesta por varios elementos [18], siendo el mddulo fotovoltaico el elemento generador
que transforma la energia de los fotones en energia eléctrica a través de las células de Silicio de
las que esta formado. Los mddulos fotovoltaicos pueden ser monocristalinos, policristalinos o de
capa fina ("thin film"), dependiendo de la morfologia de la célula [18]. Los mddulos generan
electricidad en forma de corriente continua (CC) que hay que convertir en corriente alterna (AC)
para su transporte, distribucion y utilizacion.

Los mddulos fotovoltaicos se montan generalmente sobre estructuras méviles con uno o dos ejes
para maximizar la irradiacion captada. Estas estructuras pueden ser polares, acimutales u
horizontales. También pueden situarse sobre una estructura fija con cierta inclinacion para
optimizar la produccién en una ubicacion especifica.

Varias decenas de modulos se conectan en serie para formar una cadena conocida como “string”.
Los “strings” se conectan a un inversor para convertir la corriente continua en corriente alterna.
Existen dos modalidades de conexion: con un inversor centralizado o con un “string inverter”.

Cuando se utiliza un inversor centralizado, unos cuantos “strings” se agrupan en paralelo en las
cajas “string boxes”, que son agregadores de corriente. Varias cajas se unen a un mismo inversor
como se muestra en la Figura 1, donde puede verse la distribucion de los modulos e inversores,
Figura 1 (a), y un detalle de un inversor durante la fase de montaje de una planta Figura 1 (b). En
este caso, dos inversores comparten transformador formando una estacién de potencia, “Power
Station”. Este sistema permite ahorrar los kilometros de cable que serian necesarios para conectar
individualmente los “string” al inversor.

Un “string inverter” es un inversor de pequefia potencia que agrega y transforma en corriente
alterna unos pocos “strings”, sin necesidad de disponer de una caja, como se muestra en la Figura
2. En esta imagen, se puede ver como varias filas de médulos, que forman cada una de ellas un
“string”, se conectan a un inversor. El cable de salida de este equipo llega hasta el transformador.
El transformador no suele ser Unico para cada inversor, sino que suele centralizar varios
inversores.

Una representacion esquematica de la disposicion de estos equipos se presenta en la Figura 3,
en la cual, la parte (a) corresponde a una planta con inversor centralizado, donde se puede
observar como se va agrupando la corriente continua en dos pasos a través de las cajas. La Figura
3 (b) corresponde a una planta con “string inverter”, la agrupacion de corriente se hace en continua
y en alterna. El area de todos los médulos que vierten a un mismo inversor se le denomina campo
solar del inversor, y en la modalidad de conexion mediante “string invertir” el campo solar es de
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menor tamafio y potencia lo que facilita su control.

(b)

Figura 1. Planta fotovoltaica con inversor centralizado

e

Figura 2. Planta fotovoltaica con “string inverter”

Campo del inversor Campo del inversor

Figura 3. Diagrama distribucion de equipos en una planta fotovoltaica (a) Inversor centralizado, (b) “String
invertir”

Las plantas fotovoltaicas pueden estar dotadas de un sistema de monitorizacion y control. Este
sistema recoge datos de distintas variables: medidas de corriente, tension o potencia registradas
en diferentes equipos de la planta y medidas meteorolégicas como la irradiancia, la temperatura y
la velocidad del viento recogidas en las estaciones de medicion [19]. Al ser la instalacion de
proyectos fotovoltaicos un mercado cada vez mas competitivo, el ahorro de inversion es
fundamental, y se tiende a minimizar el numero de sensores instalados. Por este motivo, la
informacion disponible en las plantas suele encontrarse solo a nivel de inversor. En cuanto a las
estaciones meteorologicas instaladas en las plantas, también tienden a reducirse, ubicandolas a
grandes distancias unas de otras, lo que genera diferencias entre la irradiancia que reciben los
maodulos y la que captan los sensores de las estaciones, sobre todo para aquellos médulos que
estan alejados de las estaciones meteorolégicas, y, que son la mayoria.
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Las plantas fotovoltaicas en su funcionamiento estan sujetas a degradaciones y fallos que
ocasionan pérdidas de rendimiento e incluso paradas parciales o totales. Las incidencias mas
frecuentes que afectan a la produccion de una planta se describen en la seccidn siguiente.

Incidencias en una planta fotovoltaica

En una planta fotovoltaica las pérdidas de energia son causadas principalmente por roturas,
deterioro o desgastes de los mddulos, sombras, fallos en las conexiones y en los cables o fallos
en el inversor. La probabilidad de fallo de los distintos equipos de una planta fotovoltaica es baja,
considerada de manera individualizada, pero al tener una planta fotovoltaica numerosos equipos
conectados, la probabilidad de que alguno de los equipos tenga un fallo es muy alta. Por eso la
probabilidad de fallo en una planta pequefia es muy inferior a la probabilidad de fallo en las plantas
grandes [20].

Los fallos en las plantas fotovoltaicas de pequefio tamafio, han sido extensamente estudiados
atendiendo a diferentes criterios, como el componente al que hacen referencia, su afeccion sobre
la potencia, o el riesgo que suponen para la planta [18,21-25]. El criterio que se considera méas
interesante para diagnosticar una planta fotovoltaica es el basado en la probabilidad de ocurrencia
en funcién de su vida util [18,26], que discrimina los tipos de fallo en tres grandes grupos: fallos
prematuros, fallos de vida media y fallos de final de vida.

Fallos prematuros (afio 1):

Los fallos prematuros son los que se dan durante los primeros meses de explotacién y suponen
entre el 0.5% y el 5% de los fallos totales durante la vida util de planta [18]. Estan asociados
generalmente al deterioro prematuro del material, a los procesos de fabricacion [27-29], al
transporte y montaje de los modulos [18,28]. Su numero puede incrementarse con la ayuda de
otros agentes como la humedad, la radiacion ultravioleta o la temperatura [21,30-34].

Fallos durante la vida media (1 a 15 anos) de la planta:

Los fallos de decoloracion y degradacion en los médulos representan el 10% del total de fallos que
suceden en una planta y tienen mayor afeccién sobre la produccién [35]. Los problemas de
delaminacién o rotura de las celdas corresponden a otro 10% de los fallos de la planta. Finalmente,
la corrosion, que en mayor medida suele estar asociada a interconexion de las celdas, representa
el 20% de la totalidad de los fallos [18].

La suciedad de los mddulos, también debe analizarse en este periodo, ya que influye directamente
en la produccion de la planta llegando a afectar hasta en un 3% al rendimiento de la misma
[18,28,36] y, ademas, puede ser detonante de otros fallos como puntos calientes, “mismatching”,
u oxidaciones [37,38]. Un tipo concreto de suciedad es la que corresponde a sustancias organicas
0 bioldgicas como excrementos de pajaros, hojas, resina de arboles y musgos que se adhieren a
las placas, produciendo no solo la disminucién de produccidn sino también, fenémenos de
oxidacion [28,39].

La rotura parcial de un médulo, provoca también efectos sobre la produccion que, en algunos
casos, puede llegar a significar hasta el 8% del total del modulo [40] y puede ademas
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desencadenar fallos mayores en la planta [41,42]. Las roturas pueden identificarse mediante
técnicas de electroluminiscencia [40].

Los inversores son equipos que requieren especial atencion por la repercusién econémica y
energética que supone su reparacion o sustitucion. Los fallos en estos equipos suelen ser
causados por: aumento de temperatura, cortes de red de la planta, defectos o fallos del cableado,
errores en el control del punto de maxima potencia (MPP), caida de rayos, o rotura del filtro [2,20].
Su vida Util es de 10 afios [4] frente a los 20-25 afios del resto de los componentes de las plantas,
por lo que tienen que ser remplazados mas de una vez durante la operacion de la planta.

Los soportes y estructura sobre los que se disponen los médulos también son susceptibles de
fallos. En el caso de que la planta tenga estructuras con seguidores solares, se pueden encontrar
fallos mecanicos en los mismos que afecten a la orientacion de los médulos, lo que puede disminuir
drasticamente la produccion [4,43].

Fallos de final de vida:

Pasados 15 afios de vida media, el proyecto entra en sus Ultimos 5 -10 afios de vida til. En este
periodo cobra una mayor importancia la degradacién [44], que puede seguir la misma tendencia
que durante la vida media de la planta o acelerarse ligeramente.

Durante este periodo son mucho mas criticos los fallos asociados a roturas de celdas y
delaminacién, que se triplican, y la corrosion, que aparece de forma drastica pudiendo llegar a
afectar al 50% de la planta [18]. También los fallos de “mismatching” se incrementan con el
envejecimiento [43].

Todos estos fallos dan lugar a una pérdida de energia que puede ser sustancial si el fallo afecta a
una parte importante de la planta o si perdura en el tiempo. Un estudio que cuantifica la energia
perdida por tres incidencias diferentes en plantas fotovoltaicas, reveld que las sombras creadas
por las hierbas que crecieron al retrasar el desbroce un mes, provocaron una pérdida equivalente
a un 1.5 % de la produccion de un afio de la planta, mientras que el desalineamiento de los
seguidores supuso un 6.7% de la energia de un afio [4].

Las estaciones meteoroldgicas también estan sujetas a fallos. En concreto, el sensor mas delicado
y sujeto a fallo es el pirandmetro [46] que mide la radiacion global que llega a un emplazamiento.
Este sensor es también una parte sensible de la planta ya que sus medidas son importantes en el
cumplimiento de contratos, calculos de rendimiento y verificacion de la disponibilidad de la planta.

En resumen, la energia fotovoltaica se ha convertido en una fuente de energia significativa en la
actualidad y se espera que continle creciendo en los proximos afios. La instalacién de grandes
plantas solares contribuye a este crecimiento y consolida la energia fotovoltaica como un pilar
importante en el panorama energético mundial.

Los sistemas fotovoltaicos estan compuestos por numerosos componentes, lo que los hace
susceptibles a fallos o errores. Estos fallos pueden dar lugar a interrupciones en la generacion de
energia provocando pérdidas e indisponibilidades en la planta.
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1.2. Justificacion y objetivo de la tesis

Para minimizar las pérdidas de energia e indisponibilidad de la planta solar, es esencial una
gestion eficaz del mantenimiento y la implementacion de tecnologias de supervision. Estas
tecnologias se orientan a la identificacion rapida de las causas de los fallos y al célculo de las
pérdidas de energia asociadas a cada uno para mantener la productividad de las plantas
fotovoltaicas y reducir las interrupciones. Esto se puede realizar si se dispone de un modelo que
proporcione la produccion de la planta bajo las condiciones de trabajo. De esta manera se compara
la produccion tedrica con la real detectando asi disminuciones de producciéon anémalas que
permiten identificar y corregir las faltas en un periodo de tiempo corto reduciendo el OPEX
(“Operating Expenses®) de la planta [47] y aumentando asi la produccion anual, lo que repercute
en el LCOE (“Levelized Costof Energy®) del proyecto [48] y disminuye los riesgos financieros.

Los modelos se nutren de los datos de produccion, medidos en los equipos de las plantas, y de
las variables meteoroldgicas (principalmente la irradiancia solar). Una de las dificultades de estos
modelos es la escasez de estaciones meteoroldgicas por lo que la mayoria de las veces la
produccion se debe asociar con irradiancias medidas en zonas alejadas de donde se esta
produciendo la transformacion energética, originando mala correlacion entre las magnitudes
produccion e irradiancia. La segunda dificultad principal es garantizar la calidad de las medidas de
irradiancia.

La justificacion de esta tesis se basa en la necesidad de aplicar técnicas de inteligencia artificial,
especificamente modelos de aprendizaje automatico y profundo, para abordar dos aspectos
criticos en la produccion de plantas fotovoltaicas: la caracterizacion de la produccién y la garantia
de calidad de los datos de irradiancia.

En primer lugar, mediante el uso de modelos de aprendizaje automatico y profundo, se busca
caracterizar la produccion de las plantas fotovoltaicas de manera precisa. Esto implica que los
modelos sean capaces de analizar relaciones complejas entre multiples variables, como la
irradiancia solar, la temperatura ambiente, y la temperatura de los mddulos para predecir la energia
generada por la planta en un momento dado. Una caracterizacidén precisa de la produccion
permitira a los operadores de la planta comprender mejor su funcionamiento y tomar decisiones
informadas para optimizar su funcionamiento.

En segundo lugar, la aplicaciéon de modelos de inteligencia artificial permitira asegurar la calidad
de los datos de irradiancia. La irradiancia solar es un factor critico en la generacién de energia
fotovoltaica, y cualquier imprecision o error en su medicidén puede afectar significativamente los
calculos de produccion. Los modelos de aprendizaje automatico y profundo pueden analizar los
datos de irradiancia recopilados y detectar anomalias, corrigiendo o descartando mediciones
erréneas.

Ademas, estos modelos ML también pueden utilizarse para simular la produccion esperada de la
unidad minima monitorizada en potencia de la planta, como el "string" o la caja. De esta manera,
se pueden detectar disminuciones en la energia generada a menor escala, lo que permite la
deteccion temprana de problemas y mejorar significativamente el rendimiento y la disponibilidad
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de las plantas fotovoltaicas.

1.3. Estado del arte de los modelos de aprendizaje
automatico aplicados a plantas fotovoltaicas

Introduccion

Un modelo es una representacion matematica de la realidad fisica de un problema. En los casos
estudiados en esta tesis, caracterizacion de la produccion y de la irradiancia, los modelos, trabajan
con variables independientes, que son medidas en la planta fotovoltaica, y dan como resultado la
produccion a nivel de inversor o la irradiancia que son las variable objetivo o dependientes de las
variables de entrada [49,50]. En general, los modelos se pueden clasificar en dos grandes grupos,
paramétricos y no paramétricos.

Los modelos paramétricos estan basados en las propiedades del sistema de estudio, tienen unos
parametros fijos y finitos y describen todo el proceso o comportamiento del sistema mediante
ecuaciones analiticas [51,52] que se desarrollan en plataformas de calculo como “Matlab” [53], y
PSIM [54]. Un ejemplo de modelo paramétrico consistiria en obtener la potencia del médulo
fotovoltaico como el producto de la corriente del médulo y su diferencia de potencial. Los modelos
paramétricos encontrados se utilizan para caracterizar partes de la planta, como el sistema de
seguimiento solar, [55] pero la parametrizacion completa de plantas de gran tamafio, es un trabajo
muy costoso.

Los modelos no paramétricos consideran el sistema de estudio como una caja negra y relacionan
las variables de entrada con la variable objetivo, en base a una metodologia propia de cada
algoritmo, es decir modelizan el comportamiento sin conocer propiamente el sistema [49,56].

Las técnicas utilizadas en los modelos no paramétricos, van desde las estadisticas [57,58],
pasando por los algoritmos de control graficos, “Control Chart” [59], hasta los algoritmos més
desarrollados de Inteligencia Artificial (IA), capaces de aprender el comportamiento del sistema e
incluso emular el cerebro humano. Los algoritmos de IA han mostrado, como veremos mas
adelante, una mejor adaptacion a las necesidades de caracterizacion de las plantas fotovoltaicas.

La |A engloba algoritmos que resuelven problemas ldgicos mediante unas reglas definidas por el
programador [60-62], lo que se conoce como automatizacion de sistemas, pero también incluye a
la familia de algoritmos de aprendizaje automatico “Machine Learning” (ML) [63,64] objeto de este
estudio.

El elemento diferencial del ML respecto de los modelos paramétricos, es la capacidad de averiguar
las reglas implicitas existentes entre las variables del problema mediante un entrenamiento o
aprendizaje que permiten a su vez volver a ser aplicadas a nuevos datos resolviendo problemas
complejos [65]. Estos modelos trabajan con una serie de datos histdrica que utilizan para llevar a
cabo el aprendizaje.

Los modelos de ML incluyen un subgrupo que trabaja con relaciones mas avanzadas, pudiendo
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mejorar en muchos de los problemas los resultados, los denominados algoritmos de aprendizaje
profundo “Deep Learning” (DL). Los modelos incluidos en este campo son las redes neuronales,
“Artificial neural networks” (ANN) por su similitud a emular el funcionamiento del cerebro humano
[66].

A la hora de aplicar los modelos de ML, es necesario identificar el tipo de problema que se quiere
abordar, de clasificacion o regresion. Se denominan problemas de clasificacion aquellos cuya
respuesta es la definicion del grupo al que pertenecen las observaciones, es decir los datos son
clasificados en diferentes grupos. Por ejemplo, estudiando la produccion de una planta fotovoltaica
podemos clasificar los datos en dos categorias, los correspondientes a una produccion normal y
los correspondientes a una produccion anomala. En los modelos de regresion el resultado es un
valor numérico dentro de un conjunto infinito de posibilidades. Por ejemplo la determinacién de la
produccion de una planta fotovoltaica cuando trabaja bajo unas determinadas condiciones de
radiacion y temperatura [60].

Los modelos de aprendizaje automatico también pueden ser supervisados 0 no supervisados,
atendiendo a como realizan el aprendizaje. En el aprendizaje no supervisado el algoritmo estudia
un conjunto de datos no etiquetados e identifica patrones que traduce en relaciones entre las
variables [67].

En funcién de cdmo se relacionan las variables independientes con la respuesta, los modelos de
aprendizaje automatico de regresion pueden ser lineales o no lineales. Los modelos lineales, tal y
como su nombre indica establecen relaciones lineales entre las variables, como es el caso de la
regresion lineal multivariable, mientras que los modelos no lineales establecen relaciones no
lineales entre las variables como los arboles de decision o las redes neuronales [68].

Un factor a tener también en cuenta a la hora de seleccionar el modelo es la informacion disponible
en la planta [69-71]. Existen estudios de los que se pueden extraer recomendaciones sobre qué
informacidn es a aconsejable medir [72-74]. La norma IEC 61724 [75] dedicada a los aspectos de
la monitorizacion en las plantas fotovoltaicas también hace referencia a que informacién es
aconsejable medir en una planta. EI manual de buenas préacticas para la monitorizacion y recogida
de informacion de una planta fotovoltaica proporciona recomendaciones sobre qué se debe medir
en las plantas. Este manual es el resultado de una tarea de los grupos de trabajo de la IEA
“International Energy Agency”, del programa “Photovoltaic Power Systems Programme” [19]. La
disponibilidad de las diferentes medidas del sistema de monitorizacién condiciona el tipo de
modelo a aplicar. Si se dispone de medidas eléctricas los modelos seran diferentes a si se dispone
de medidas meteorolégicas. La frecuencia de medida también lleva a desarrollar modelos
diferentes y resultados con incertidumbres diferentes [76-78]. Ademas, en los modelos que se
entrenan a partir de un histérico de informacién, la longitud del periodo de entrenamiento y la
calidad de los datos pueden influir notablemente en su precision [79].

Los datos meteorologicos que recomiendan, segun los estudios mencionados, para realizar la
caracterizacion de la energia producida son: la irradiancia, la temperatura ambiente y la velocidad
de viento. A veces, si se trata de una estructura fija, la temperatura de mddulo puede suplir la
velocidad del viento e incluso la temperatura ambiente. La informacidn eléctrica incluye las
potencias 0 en su defecto las corrientes del inversor. El punto donde se registra la informacion
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influye en las pérdidas que se pueden identificar. Asi, cuanto més cerca del punto de la generacion
se adquiera la informacion, mas facil sera la identificacion de las pérdidas.

Los modelos ML tienen algunas limitaciones, destacando entre ellos su falta de generalidad, dado
que son modelos desarrollados para cada planta. Un modelo entrenado en una planta no puede
aplicarse de manera inmediata en otra, ni aunque las caracteristicas de los equipos sean similares
[80]. Otra limitacion es la dependencia de un histérico de informacion necesario para disponer de
un periodo de entrenamiento con buena calidad de datos. El periodo de entrenamiento debe ser
representativo en cuanto a casuistica de informacion y su longitud debe ser suficiente para la
caracterizacion de los parametros [81].

Pese a sus limitaciones, los resultados que proporcionan, la ventaja de depender exclusivamente
de la informacién disponible en la propia planta, y la capacidad para interpretar la especificidad de
cada equipo, convierten a los modelos de ML en la mejor opcién para estimar la produccion
fotovoltaica. En este capitulo se va a realizar una revision bibliografica centrada en los modelos
de aprendizaje automatico ML aplicados a plantas fotovoltaicas para estimar la produccién
fotovoltaica y la irradiacion solar. En esta revision se incluyen los métodos para la optimizacion del
aprendizaje de estos modelos y las variantes probabilisticas de los mismos que permiten definir
una incertidumbre o probabilidad del resultado.

Modelos para determinar la produccion fotovoltaica

Conocer la produccién de la planta, tal y como se ha mencionado, va a permitir conocer su estado,
ajustar los balances de resultados econdmicos de los proyectos, mejorar la integracion en red y
detectar fallos o pérdidas de produccidn [82-88]. El calculo de la produccion con un modelo puede
ser, ademas, la referencia para estimar las pérdidas en las plantas debidas a fallos, sombras o
ineficiencias [59,89-92].

Existen referencias bibliograficas que demuestran que los modelos de ML se han aplicado para
conocer el comportamiento teorico-ideal de la produccidn de la planta, o de una parte de ella, al
haber sido aplicados solo a alguno de sus componentes. Las variables dependientes de entrada
de estos modelos cambian de un estudio a otro [92-94]. La energia producida o la potencia
generada esté influida por variables como la radiacion, la temperatura, etc. [95].

Los modelos que trabajan con un histérico de variables climatoldgicas medidas en la propia planta
son especialmente interesantes para predecir la produccion de una planta fotovoltaica porque no
necesitan informacion adicional. Entre las variables meteoroldgicas que se pueden medir en las
plantas [69], las mas importantes son la irradiancia y la temperatura ambiente por ser las méas
influyentes en la generacion [96]. Otra variable también importante es la temperatura de los
maodulos, que tiene en cuenta el comportamiento de los equipos de generacion [97,98].

La experiencia en estos modelos de producciéon de plantas fotovoltaicas esta referida a los
proyectos que se instalaron durante la primera década del siglo XXI, que son de un tamafio
reducido en comparacion con las plantas que se han instalado en estos Ultimos afos, hecho que
influye en la decision de la eleccion del modelo. Las plantas estudiadas van desde unos cuantos
paneles [99] hasta unas decenas de kilovatios [98,100]. El estudio de estas pequefas plantas, ha
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dado lugar a una extensa base de propuestas de modelos de ML con aplicacién en diagnostico o
en conexién a red [63,64,101-103].

Uno de los modelos més sencillos de ML y que se usa para estimar la produccion es la regresion
lineal multivariable, “Multiple Linear regresion” (MLR), que puede aplicarse en cualquier punto de
la planta en el que se disponga de un histérico de medidas, ya sea en la parte de DC o en la parte
AC. Este modelo funciona muy bien cuando hay medida de irradiancia muy cerca de la generacion,
condicion de pequefias plantas, ya que en esos casos hay una alta correlacion entre la irradiancia
y la produccion. Si ademés se tiene en cuenta en el modelo la temperatura ambiente o de modulo
los resultados mejoran disminuyendo el error del modelo [104]. Sin embargo a medida que las
plantas aumentan de tamafio o0 aparecen mas factores influyentes en la produccién, se necesitan
modelos mas evolucionados, y con dependencias mas complejas [105].

Modelos que permiten relaciones mas complejas entre las variables son los modelos no lineales,
entre los cuales se encuentran los algoritmos basados en arboles de decision. Los arboles de
decision se han utilizado en otros campos, pero existen pocos estudios en plantas fotovoltaicas.
Los algoritmos basados en esta metodologia se han aplicado a la identificacion de anomalias,
trabajando en este caso el modelo como modelo de clasificacion. En otras ocasiones los arboles
han servido para analizar la influencia de otras variables sobre la produccién [106-108] y en [84]
se han utilizado como modelo regresivo estimando la produccion con un buen resultado. También
se han comparado los arboles de decision (DT) y “Random Forest” (RF) con regresiones lineales
como “Lasso” y “Ridge” [109] dando mejores resultados los modelos basados en éarboles de
decision.

Los modelos de ML mas utilizados en los ultimos afios son las redes neuronales ANN [110-112],
denominados también “Deep Learning” (DL). El uso de las redes neuronales esta muy extendido
y se pueden encontrar estudios donde se combinan éstas con otros modelos de ML [71,113,114]
o entre ellas formando un conjunto de redes [100]. También existen estudios comparativos entre
redes neuronales y otros modelos como una regresion lineal multivariable (MLR), “Support Vector
Machine” (SVM) y “Dynamic Kalman Filters” (KF) [99,115]. En otros dos estudios mas se han
comparado las redes neuronales con los modelos basados en arboles de decision. Asi, en el
primero de ellos se han comparado las ANNs con “Support Vector Regression” (SVR) y con
“Regression Trees” (RT) [116], dando mejor resultado las redes neuronales. En el segundo estudio
se han comparado en 5 plantas diferentes, los modelos: “Lasso Regression”, “K-Nearest
Neighbors”, “Gradient Boosting” (GB), “Regression Trees” y ANNSs, siendo los mejores GB y ANN
[117].

Todos los estudios presentados hasta el momento corresponden a plantas de pequefio tamario,
de unos cuantos kilovatios, siendo uno de los estudios de mayor potencia el que corresponde a
una planta conectada a red de 2640 kWp [49]. En cuanto a plantas de mayor tamafio, en las que
se estime la produccion se han encontrado en la bibliografia unos pocos estudios con potencias
del entorno de los 50 MW, superiores a las anteriores pero todavia lejos de las potencias que se
instalan actualmente, como la planta de 500 MW en Golmud (China) [72].

Asi, en un primer estudio, se trabaja con un modelo “Random Forest’, para estimar la produccion
de la planta de 50 MW a partir de datos de temperatura e irradiancia de la propia planta. Este
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estudio trabaja con datos diarios, un escenario diferente en cuanto a precision y error de los
modelos, y no comparable a la precision y error que se obtendria al trabajar con intervalos de 10
minutos, que son necesarios si el objeto es que la produccidn estimada sirva para identificar
posibles anomalias [84]. Un segundo estudio, también de una planta de 50 MW [118], aplica redes
neuronales. En este estudio se ha realizado una prediccién de la produccidén en un escenario
maximo de una hora vista con tres modelos diferentes. La diferencia entre los tres modelos se
encuentra en las variables de entrada al algoritmo. En el primero de ellos, el modelo es
monovariable trabajando solo con la propia producciéon. El segundo modelo incluye los angulos de
elevacion acimutal del sol. Por Ultimo, en el tercer modelo se incluye ademas informacion de
satélite. En ninguno de ellos se relaciona la produccion con variables medidas en la planta. Como
ultimo estudio de plantas de gran tamario, existe otro centrado también en una planta de 50 MW
[119]. En este estudio se comparan tres tipos de redes neuronales, “Multi Layer Feed Forward
Neural Network” (MLFFNN), “Recurrent Neural Network” (RNN), y “Nonlinear Auto Regressive
eXogenous Neural Network” (NARXNN). Los modelos se comparan con las métricas RMSE 'y
MSE, dando como resultado que la red mas adecuada para esta aplicacion la MLFFNN. El periodo
de datos utilizado para entrenar la red es de 45 dias y la verificacion de la misma se ha realizado
con 15 dias, periodo muy pequefio y que no contempla el afio solar completo, por lo que su
aplicacion generalista no parece viable.

La revision realizada en esta seccidn muestra que los modelos no paramétricos y no lineales de
ML son adecuados para determinar la produccion de una planta fotovoltaica, puesto que son
adaptables a diferentes tipos de informacion y a las caracteristicas de la planta. Pese a que estos
modelos han sido ampliamente probados en pequefias plantas fotovoltaicas, es necesario verificar
la validez de los mismos en plantas grandes donde la correlacién entre la produccion y los datos
de irradiancia puede ser baja. Los estudios de plantas de gran tamafio son escasos, y los datos
utilizados en ellos no se ajustan a los requerimientos del problema que se plantea en el desarrollo
de esta tesis. Por todo ello, se demuestra la necesidad y oportunidad de los estudios desarrollados
con el fin de adaptar los modelos de ML al célculo de la produccién de las plantas de gran tamafio,
con la finalidad de que esta pueda ser aplicada a temas de diagndstico y célculo de pérdidas [72].

A la vista de la revision bibliografica realizada, los modelos que se seleccionan para analizar son
modelos de ML. Por un lado, se estudia el modelo mas sencillo MLR que servira como referencia
para el resto de los modelos. Por otro lado, se trabaja también el modelo mas complejo y utilizado,
las ANN, pero ademas se usaran modelos basados en arboles de decision que, tal y como se ha
observado en varios trabajos, pueden ser muy adecuados para estimar la produccion de una planta
FV. Entre estos modelos de arboles de decision se han escogido los modelos RF y GB. Cabe
destacar que no se han encontrado estudios en la literatura cientifica en los que se haya hecho
una comparacion de los modelos seleccionados.

Modelos para determinar la irradiancia solar

La irradiancia solar que recibe una planta es otra de las variables clave en los proyectos
fotovoltaicos. Primero porque es la variable mas influyente en el calculo de la produccion de las
plantas [120], y segundo porque es necesaria tanto en la fase de desarrollo del proyecto, como en
la de operacién. En la fase de desarrollo permite identificar ubicaciones dptimas de la plantas,
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pronosticar la producciéon de energia [77,121] y garantizar la inversion [47]. En la fase de
operacion, es relevante en el calculo del “Performance Ratio” (PR), ayuda a cumplir los requisitos
de lared [122] y sirve como apoyo en el diagndstico precoz de fallos de la planta [95,123].

Se considera necesario puntualizar dos términos que a veces se encuentran intercambiados en
algunos textos. La irradiancia solar (W/m2) es la potencia por unidad de area recibida del Sol,
frente a la radiancia, que es la potencia que emite el sol (W/m2) [124]. Estos dos conceptos tienen
sus homologos en energia si se tiene en cuenta un periodo de tiempo determinado. Asi, la
irradiacion es la energia recibida del sol, que se mide en (J/m2) y, analogamente a la energia que
sale del sol se le llama radiacion (J/m2). A la irradiancia solar se le suele conocer como Irradiancia
Global, por ser el total de la radiancia que llega a un lugar en un instante, y segun como se mida
puede ser Normal, Horizontal o Inclinada.

La Irradiancia Global tiene dos componentes [125], la Irradiancia Directa, que es la radiancia que
llega a un determinado lugar procedente del disco solar y que, a su vez, puede ser también Normal,
Horizontal o Inclinada, y la Irradiancia Difusa, que es la radiancia procedente de toda la béveda
celeste excepto la procedente del disco solar. Los valores mas comunmente medidos en las
plantas fotovoltaicas son la Irradiancia Global Normal, la Irradiancia Global Inclinada y la
Irradiancia Global Horizontal.

El sensor para medir la irradiancia es el pirandmetro. Los pirandémetros son instrumentos
delicados, que deben alinearse correctamente [46] y limpiarse regularmente, ya que estan
expuestos al viento, la lluvia y el polvo, que ensucian constantemente la lente. Para que las
mediciones sean de calidad, deben estar bien ubicados y calibrados [126,127], y ademas tener un
mantenimiento adecuado [128,129]. Las células calibradas [130], sin tener la precision de un
piranémetro, tienen un uso extendido en plantas fotovoltaicas. Las medidas registradas por ambos
sensores, piranometro o célula, tienen una alta probabilidad de fallo [131], lo que implica la falta
de datos o que estos sean errdneos [132]. Por eso es necesario verificar la validez de las
mediciones de la irradiancia.

En el ambito de la verificacion de la irradiancia existen pocos estudios publicados que describan
métodos para la verificacién de esta medida. En los afios 90, se llevé a cabo el proyecto
internacional “Baseline Surface Research Network” (BSRN), perteneciente al programa “World
Climate Research Programme” de la Organizaciéon meteorologica mundial “World Meteorological
Organisation”. Este proyecto instalé estaciones meteoroldgicas por todo el mundo, para validar la
informacidn que llegaba via satélite. El fin era crear modelos climaticos y estudiar las variaciones
temporales de la irradiancia, sobre la superficie de la tierra [133]. Dentro del desarrollo del
proyecto, era necesario validar la calidad de las mediciones. Para ello se dispusieron varias
medidas de irradiancia directa y difusa sobre el mismo punto, lo que permitié establecer relaciones
entre las medidas verificando asi su validez [134].

Los estudios mas recientes, que identifican errores en la medida de irradiancia son una mejora de
las pruebas realizadas en BSRN, incluyendo nuevas variables, como la irradiancia extraterrestre
en la parte superior de la atmosfera, el indice de claridad [132], o la hora del dia de la medida de
irradiancia a estudiar [135]. Los resultados de estos estudios evaltan la precision de la medicion
anual de la radiacion y estan orientados al analisis de las variaciones en el largo plazo de la
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radiacion sobre la tierra.

Una estacion meteoroldgica de una planta solar fotovoltaica comercial dispone de medida de
irradiancia, presion, temperatura, humedad, velocidad y direccion del viento. Sin embargo, no
suele disponer de pirheliometros para medir la irradiancia directa, ni de sensores redundantes. Las
relaciones y limites propuestos en los estudios descritos previamente para analizar la calidad de
las medidas de irradiancia, no se pueden aplicar a la informaciéon de una planta fotovoltaica
convencional, por lo que es necesario un modelo que permita estimar una referencia y asi poder
verificar el valor medido. La revisidn de esta seccion se focaliza por tanto en la busqueda de
modelos que estimen la irradiancia a partir de las medidas de una estacion meteoroldgica de una
planta fotovoltaica.

Existen numerosos modelos que calculan la irradiancia [92,122,136-140], diferenciandose segun
su aplicacién y la metodologia seguida. Las ventanas temporales de trabajo varian desde los
segundos, con aplicaciones relacionadas con la integracion en red, a los afios con aplicaciones en
andlisis climatolégicos [141]. Lo mismo sucede con la cobertura espacial del modelo. Se
encuentran escenarios de trabajo que corresponden a una localizacion concreta de una planta, y
escenarios que comprenden toda una region con aplicaciones meso-escalares [142].

Las diferentes metodologias se pueden clasificar en cuatro grupos. El primer grupo son los
modelos tedricos, modelos paramétricos basados en las coordenadas geogréficas del
emplazamiento, la posicion del sol y la irradiancia tedrica que llega a la tierra [143-145]. Estos
modelos pueden incluir correcciones que mejoren los resultados, como la turbiedad del aire, la
cantidad de aerosoles en el ambiente [146,147] y adaptaciones trigonométricas a la posicion de
los modulos [148]. Pero no son modelos de ML por lo que no seran considerados en la revision.

El segundo grupo son los modelos cuya metodologia se basa en el tratamiento de imagenes. Estos
modelos estan orientados a la deteccion y prediccidn de la nubosidad, y algunos de ellos se basan
en ML. Trabajan con la informacion de las imagenes del cielo, bien captadas por satélites, o por
camaras [137,143,149,150]. La caracterizacion de la nubosidad por si misma no determina el valor
de la irradiancia, pero mejora notablemente el resultado. Por eso estos modelos suelen usarse
como complemento de otros [151]. Estos modelos tienen una ventana de trabajo temporal muy
estrecha, acorde con el movimiento de las nubes por lo que no son aplicables en escenarios de
trabajo de medias de diez minutos que suelen ser las medidas registradas en el “Supervisory
Control And Data Acquisition” SCADA de las plantas.

El tercer grupo de modelos incluye la fisica de la atmosfera y se denominan “Numerical Weather
Prediction” (NWP) [137,141,149,152-154]. No utilizan datos locales sino datos globales y sirven
generalmente para elaborar modelos de irradiancia meso-escalares, por su capacidad para
analizar grandes éareas [142], por lo que no pueden ser aplicados para la verificacion de las
medidas de irradiancia a partir de los datos medidos en la propia planta.

El cuarto grupo son los modelos en los que se centra la revision, los modelos de aprendizaje
automatico, regresivos, basados en el analisis de los datos histdricos medidos en las estaciones
meteoroldgicas de las propias plantas y cuyo resultado depende de las observaciones previas
[155],[94]. Estos modelos tienen la ventaja de proporcionar mejores resultados que los modelos
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tedricos y trabajan con datos adquiridos en la planta sin necesidad de sensores, camaras o
informacion adicional.

Los modelos de aprendizaje automatico regresivos se utilizan principalmente en prediccion,
“forecasting”, y trabajan solo con el histérico de la irradiancia, siendo por tanto monovariables.
Entre estos destacan los modelos de series temporales lineales como “Auto-Regressive” (AR),
‘Moving-Average” (MA), “Auto-Regressive Moving-Average” (ARMA), “Auto-Regressive Integrated
Moving-Average” (ARIMA), y “Seasonal Auto-Regressive Integrated Moving-Average” (SARIMA)
[137,156,157]. Los modelos de series temporales monovariable no lineales han sido menos
estudiados [158].

Los modelos de aprendizaje automatico regresivos multivariable incluyen variables adicionales
mejorando asi el resultado del modelo. Los mas sencillos son los lineales, como el “Multiple Linear
Regression” (MLR), que relaciona la irradiacion con otras variables como la temperatura, presién,
humedad y velocidad del viento [159], el “Quantile Regression” (QR) que es una variacion del
anterior trabajando con percentiles [152] y el “Auto-Regressive Integrated Moving-Average with
eXogenous variables” (ARIMAX), que es una modificacion del modelo monovariable ARIMA que
permite trabajar con variables externas o exdgenas [160]. Algoritmos de aprendizaje automatico
regresivos multivariable lineales mas complejos con aplicacién también en el célculo de la
irradiancia son el “Support Vector Machine” (SVM) [161-163], y el “Support Vector Regressor”
(SVR) [164].

Los modelos de aprendizaje automatico regresivos multivariable no lineales, son los que presentan
mejores resultados. Es por ello por lo que han dado lugar a la mayoria de los modelos
desarrollados. Asi se pueden encontrar modelos que son adaptacion de los mencionados
anteriormente como es el caso de incluir en un algoritmo ARIMA, “Wavelets” y variables exdgenas
convirtiéndose en un “Wavelet Auto-Regressive Integrated Moving-Average with eXogenous
variables” (WARIMAX) [158], hasta algoritmos mas complejos como las redes neuronales [165-
173].

Estos Ultimos, las redes neuronales, son los algoritmos mas estudiados porque pueden relacionar
numerosas variables como la temperatura, la humedad, la presion y la velocidad del viento [174].
Ademas, se pueden combinar con otros modelos, por ejemplo, con wavelets dando lugar al modelo
“Wavelets and Artificial Neural Networks” (WANN) [158], o con un modelo NWP [165,175],0 con
un modelo de célculo de nubosidad como “Auto-Regressive with eXogenous variables” ARX [176].
Entre los algoritmos ANN resulta interesante para el calculo de la irradiancia el “Multilayer
Perceptron Neural Networks” (MPNN) [177].

Otras alternativas utilizadas para el célculo de irradiancia, menos estudiadas pero de resultados
interesantes, son el algoritmo “Extreme Learning Machines” (ELM) [178], el “K-Nearest Neighbors”
(KNN) [179], algoritmos de logica difusa como el “‘Adaptive Network-based Fuzzy Inference
Systems” (ANFIS) [180,181] y algoritmos basados en arboles de decision “Quantile Regression
Forests” (QRF) [49]. Estos ultimos presentan resultados con un rango de error similar a las ANN,
siendo ademas mas sencilla su aplicacion en los calculos.

De la revision de los algoritmos basados en técnicas de ML para la prediccién de irradiancia a
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partir de sefiales meteorolégicas se concluye que los modelos regresivos de aprendizaje
automatico pueden modelizar la irradiancia que recibe una planta fotovoltaica. También se observa
que de estos algoritmos los modelos mas estudiados son las redes neuronales. Por ello se propone
trabajar con las redes neuronales, que permitira verificar los resultados con los estudios de la
bibliografia, con un MLR como referencia, y para completar el anélisis comparativo trabajar
también con éarboles de decision en dos de sus modalidades GB y RF. De esta manera los
algoritmos son coincidentes a los seleccionados para modelizar la produccién de la planta lo que
va a permitir conocer el comportamiento de los mismos en dos aplicaciones relacionadas con las
plantas fotovoltaicas.

Técnicas de busqueda de hiperparametros

Los hiperparametros determinan la estructura y la manera en que aprende el algoritmo, como, por
ejemplo, el numero de arboles y su tamafio en modelos basados en arboles de decisién o el
numero de capas ocultas y de neuronas en cada capa de los modelos de redes neuronales. Por
ello es importante determinarlos con precision para obtener un rendimiento 6ptimo de los modelos
obtenidos. Tradicionalmente, los hiperparametros se han definido mediante la técnica de pruebay
error [113], pero actualmente se estan utilizando técnicas mas avanzadas de optimizacion de
hiperparametros (HPO) [182]. Los algoritmos de optimizacién de hiperparametros son un conjunto
de algoritmos de busqueda sistematica o de técnicas de optimizacion [183].

La técnica mas utilizada en HPO es la busqueda en red “Grid Search”, que consiste en generar un
espacio de resultados con todas las posibles combinaciones de valores que se desean probar.
Esta técnica se ha utilizado con éxito, por ejemplo, para encontrar el valor dptimo del nimero de
clusters en un k-means [184] o para encontrar el numero 6ptimo de capas ocultas y neuronas en
redes neuronales [115]. Sin embargo, esta técnica puede volverse computacionalmente costosa
cuando el nimero de hiperparametros es alto o cuando los intervalos de los hiperparametros se
discretizan en muchos valores.

Una alternativa es la busqueda aleatoria, "Random Search", donde las combinaciones de
hiperparametros se generan aleatoriamente y es posible controlar el nimero final de valores. Esta
técnica puede alcanzar buenos resultados con menos valores posibles, ya que no requiere probar
todas las combinaciones del espacio de busqueda [185]. Ademas, esta técnica puede obtener
buenos resultados cuando los hiperparametros tienen diferente influencia sobre el resultado de los
modelos. Sin embargo, tiene el inconveniente de no proporcionar la seguridad de haber
encontrado realmente los hiperparametros ptimos.

La técnica de busqueda que mejor soluciona el problema de combinaciones elevadas sin aplicar
optimizaciones complejas es el método de hiper-banda, "Hyper-band",[186] [186] porque trabaja
con conjuntos de combinaciones en lugar de combinaciones individuales, que ademéas va
discriminado mediante separaciones sucesivas. Este método es mucho mas rapido que los
anteriores [187].

Se han utilizado otros métodos méas complejos, como el anélisis de sensibilidad con parada
automatica temprana, para determinar el nimero de neuronas de las capas ocultas de un modelo
de redes neuronales [188], o el uso de "Ant Colony Optimisation" (ACO) para optimizar los
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hiperparametros de un "Support Vector Machine" (SVM) [189]. También se han aplicado algoritmos
de optimizacién, como por ejemplo la optimizacion Bayesiana. Esta consiste en un algoritmo
iterativo en el que se unen un modelo probabilistico y una funcion de adquisicion que decide el
valor de la variable en el que se aplica el modelo. En cada iteracion, el modelo se ajusta a todas
las observaciones de la funcidn objetivo realizadas hasta el momento y la funcién de adquisicién,
que utiliza la distribucion predictiva del modelo probabilistico, determina el siguiente valor
candidato a ser ajustado con el modelo. [190-192].

La determinacion de la metodologia de optimizacion mas adecuada para cada modelo de ML
requiere de estudios comparativos entre las diferentes técnicas, y no existen muchos de este tipo.
El estudio mas completo de comparacion no pertenece al ambito fotovoltaico, y en él se analizan
cuatro técnicas diferentes:; “Random Search”, “Grid Search”, “Tree Structured Parzen Estimators”
(TPE), y “Covariance Matrix Adaptation-Evolutionary Estrategy” (CMA-ES). Los hiperparametros a
optimizar pertenecen al modelo “Long Short Term Memory neural network” (LSTM). El resultado
de este estudio concluye que TPE es la técnica mas adecuada para optimizar el modelo por ser la
técnica mas rapida y con menos demanda computacional [183]. Sin embargo, existen otros dos
estudios mas, que también optimizan los hiperparametros de LSTM. El primero de ellos presenta
un algoritmo propio “Adaptative Hyper Paramter Adjustment” (AHPA) como mejor solucién [193] y
el segundo propone como solucion, una optimizacién bayesiana para optimizar los
hiperparametros del mismo modelo, el LSTM [194]. Dado que los resultados no son los mismos
en todos los estudios, no se puede llegar a concluir qué metodologia de optimizacion de
hiperparametros es mejor en el caso de un LSTM. De la misma manera sucede con el SVM, sus
hiperparametros han sido definidos con diferentes técnicas. En un primer estudio se aplica una
busqueda en red “Grid Search” [195], un segundo estudio aplica el algoritmo de optimizacion
“Grass Hopper Optimization Algorithm” (GOA) [196], y un tercer estudio un método de prueba y
error [115]. El hecho de existir varios estudios de diferentes modelos que optimizan los
hiperparametros de diferentes formas, revela que no hay una tendencia clara ni una solucién Unica
en la metodologia de optimizacién de hiperparametros para un modelo concreto.

La busqueda de hiperparametros que optimicen la configuracién del algoritmo del modelo de ML,
apenas se ha considerado en la fotovoltaica. Existe un estudio que analiza los hiperpardmetros en
un modelo SVM [195], y otro estudio que también ajusta los hiperparametros de SVM y de las ANN
[115]. Sin embargo, en las grandes plantas que se estan instalando, la sensibilidad del resultado
es mas critica que en plantas pequefias existentes, porque el grado de correlacion entre las
variables del sistema es menor y el impacto del error en los modelos mayor. Por estos motivos es
importante garantizar que se esta trabajando con los hiperparametros convenientemente
ajustados.

En resumen, es necesario aplicar técnicas sistematicas de busqueda u optimizacion de
hiperparametros en los modelos de aprendizaje automatico. Aunque no hay una metodologia clara
ni una identificacion de los hiperparametros en algunos de los modelos, los analisis de los estudios
revelan que encontrar la configuracion adecuada de hiperpardmetros mejora el rendimiento de los
modelos.

En esta tesis, se propone utilizar la técnica de busqueda en red ("Grid Search") siempre que sea
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posible, ya que permite explorar todas las opciones. Sin embargo, cuando el nimero de modelos
resultantes sea muy alto y la demanda computacional sea un problema, se utilizaran otras técnicas
de busqueda como la aleatoria ("Random Search") o el método de hiper-banda ("Hyper-band").

Variante probabilistica de los modelos

Los resultados de los modelos previamente revisados son la aplicacion de un modelo a una
muestra de la poblacion que es lo que se denomina una estimacion puntual del modelo, pero se
desconoce la representatividad de este resultado frente al resultado de trabajar con la poblacion
completa.

En el ambito de la estadistica, cuando la poblacion es muy grande o infinita, se trabaja con
muestras y se calculan estimaciones puntuales [197]. Diferentes muestras dan lugar a diferentes
estimaciones puntuales. Para conocer el resultado de un modelo de manera global sin influencia
de la muestra de entrenamiento es necesario recurrir a la inferencia estadistica [198].

La inferencia estadistica es el conjunto de métodos que permiten conocer, a través de una muestra
estadistica, el comportamiento de una determinada poblacidn con un riesgo de error medible en
términos de probabilidad, permitiendo extraer conclusiones sobre la poblacion asi como, el grado
de fiabilidad de los resultados del estudio [199].

Uno de los métodos de trabajo en inferencia, consiste en definir un intervalo de confianza del
resultado, basado en el abanico de resultados proveniente de diferentes muestras de la poblacion
[200]. Un intervalo de confianza indica el margen de variacion que puede tener el resultado con
una probabilidad determinada. A dicha probabilidad se le denomina nivel de confianza del
intervalo, y la precision del modelo viene definida por la amplitud del intervalo. El nivel de confianza
y la longitud del intervalo varian conjuntamente para un mismo modelo, de forma que un intervalo
mas amplio tendra mas probabilidad, mayor nivel de confianza, mientras que un intervalo de menor
amplitud, tendra menor nivel de confianza [200]. Si se comparan diversos modelos, el modelo mas
preciso sera el que para un mayor nivel de confianza tenga una amplitud de intervalo menor.

La bibliografia describe diversas maneras de calcular un intervalo de confianza. La méas sencilla
se basa en la distribucion Normal, ya que existe una relacion entre la desviacion estandar y el nivel
de confianza [201], que permite definir el intervalo con unos limites de £ka, donde k es cualquier
numero entero positivo mayor que la unidad y ¢ es la desviacion estandar de la media de la
poblacion. Para garantizar un nivel de confianza del orden de un 95% se tendria que trabajar con
un valor de k de 2.5. Para saber si una distribucion es Normal se realiza el diagnostico a los datos,
mediante la grafica de cuantiles o un test de normalidad [197,202].

En el caso de no disponer de una distribucién Normal, existen diferentes alternativas. El método
mas inmediato y sencillo, para determinar intervalos de confianza, es el teorema de Chebyshev
[197], que puede ser aplicado a cualquier distribucion y permite definir el intervalo también con
unos limites de £ko. En este caso para garantizar un nivel de confianza del orden de un 95% se
tendria que trabajar con un valor de k igual a 4.5. La desventaja de este método es que el nivel de
confianza es aproximado y el valor de k tiende a ser mas elevado de lo necesario, dando lugar a
intervalos con amplitud sobrestimada.
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Una segunda opcion cuando la distribucién no se ajusta a una Normal, consiste en la aplicacion
de técnicas de “Boostraping”. El “Boostraping” es un método de re-muestreo, que consiste en
generar un gran numero de subconjuntos a partir de los datos originales del estudio. Esta
estrategia implica la seleccion repetida de elementos, obteniendo numerosas muestras mas
pequefias formadas por partes de la muestra inicial. Al aplicar el modelo a todas las nuevas
muestras se genera una distribucion de resultados, uno para cada nueva muestra. Esto es posible
porque la inferencia o comportamiento de una poblacion puede ser modelada mediante un nuevo
muestreo de los datos de la misma muestra [203]. Cuando el conjunto de resultados generados
con el re-muestreo es lo suficientemente grande, se puede aplicar el teorema del limite central,
que dice que si una muestra es lo bastante grande, sea cual sea la distribucion de la media
muestral, la muestra seguira aproximadamente una distribucion Normal [204]. Aplicando el
teorema del limite central, el conjunto de los resultados seguira una distribucién Normal con p
como valor medio y 0 como desviacion estandar, y los limites del intervalo quedaran definidos en
funcidn del nivel de confianza y o. La desventaja de este procedimiento es que hace falta un
numero muy grande de muestras en el re-muestreo para que la precision sea buena. Esta técnica
ha sido empleada en el ambito de la fotovoltaica [205].

Una tercera forma es definir un intervalo de confianza basado en el uso de percentiles [200]. El
percentil es una medida estadistica utilizada para clasificar y comparar datos en un conjunto de
observaciones. Se trata de un valor que divide la distribucién de datos en 100 partes iguales. Cada
percentil representa la posicion relativa de un valor dentro de una distribucion de datos. El percentil
de orden t de una distribucion, es el valor de la variable que divide los datos en dos partes, una
con t % observaciones por debajo y otra con (1- t) % por encima. Los intervalos de confianza
definidos mediante percentiles tienen un limite inferior de ©/2 y un limite superior de 1-(t/2).

La ventaja de definir intervalos a partir de un modelo de percentiles respecto a realizar un
“‘Boostraping”, es que se entrena una unica vez al modelo lo que supone un importante ahorro
computacional. Ademas, los intervalos calculados con percentiles son asimétricos lo que permite
ajustar mejor los resultados. La limitacion de usar percentiles es que se necesita un conjunto
representativo de observaciones en el resultado, lo que es critico para nuestra aplicacion dado
que a radiaciones altas hay menos observaciones.

Otros métodos que permiten calcular intervalos de confianza son el método “Parametric Prediction
Interval” (PPI), basado en la funcién de distribucion de Student [206] y el método “Interval
Quadratic Programming” [207]. Estos métodos no representan una mejora sobre los anteriores,
pero se mencionan porque han sido utilizados para generar intervalos de confianza de la
produccion fotovoltaica.

En los modelos que trabajan con redes neuronales, su incertidumbre se calcula generando multitud
de resultados que caracterizan la aleatoriedad del dato y la variabilidad del propio modelo [208], y
sobre los cuales se puede aplicar el teorema del limite central. Para facilitar el calculo de los
resultados, sin llevar a cabo la repeticion sucesiva de los modelos, se modifican la naturaleza de
las capas del modelo [209]. Esta metodologia es mucho mas eficiente desde el punto de vista
computacional que el “Boostraping”, que necesitaria repetir todos los modelos con las diferentes
combinaciones.
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En cuanto a la prediccién climatol6gica, también existen referencias de estudios en los que se
calculan intervalos. Por ejemplo un estudio que trabaja con un modelo numérico de prediccion
climatologica “Numerical Weather Prediction” (NWP) considera una distribucion de “Kernel
Gausiano” para definir el intervalo del resultado de la prediccion [210]. O un estudio en el que se
define un intervalo con un 95% en base a la distribucion de t-student para la irradiancia con la que
posteriormente se calcula la produccion [206].

El uso de intervalos de confianza como resultado de un modelo esta muy extendido en otras areas
de la ciencia. Sin embargo, en el &mbito de las plantas fotovoltaicas no esta tan generalizado su
utilizacion. Pese a que no existe una extensa bibliografia de estudios en los que se hayan estimado
intervalos de confianza en modelos aplicados a las plantas fotovoltaicas, es necesario considerar
el intervalo de confianza como parte de la definicién de modelos en las aplicaciones de las plantas
fotovoltaicas. De las técnicas para el calculo de intervalos de confianza revisadas siempre que no
se cumplan criterios de normalidad se preferira usar percentiles porque, ademas de la agilidad de
calculo que presentan, son capaces de mostrar la heterocedasticidad, es decir, permite que la
varianza de los errores no sea constante en todas las observaciones realizadas. Esto es
fundamental porque los modelos no se comportan igual a bajas producciones, a medias y a altas
[211,212]. Para el caso concreto de las redes neuronales el calculo se llevara a cabo con “Tensor
Flow Probability” (TFP) [208,209,213].

1.4. Estructura de la tesis

Resumiendo lo analizado hasta el momento, la energia fotovoltaica va a estar muy presente en
los proximos afios, con gran potencial y va a ser parte de la base de la generacion de energia
mundial. La tesis se enfoca en el desarrollo de modelos de aprendizaje automatico para determinar
la produccion y la irradiancia en grandes plantas fotovoltaicas. La produccion de energia en estas
plantas esta influenciada por diversas variables, como la irradiancia, las irregularidades del terreno,
las sombras y la nubosidad, lo que requiere modelos més complejos para una estimacion precisa,
como los modelos de aprendizaje automatico.

El estudio tiene como objetivos crear un modelo que, basandose en datos medidos directamente
de la planta, estime su produccion o la de una parte de la misma. Y crear un segundo modelo que
estime la irradiancia a partir de la irradiancia teérica y de las variables meteorolégicas registradas
en la planta.

En la revision bibliografica se han evaluado los modelos y técnicas existentes aplicados a la
produccion e irradiancia, asi como las técnicas para optimizar hiperparametros y calcular
intervalos. En los siguientes capitulos se describird la base matemética de los modelos
seleccionados y su aplicacion a la estimacion de la produccion y la irradiancia.

El capitulo dos se centra en describir tedricamente los modelos, mientras que en el capitulo tres
se presentan los resultados de la aplicacion de los modelos a tres plantas fotovoltaicas para
determinar la produccién de un inversor en cada una de ellas. También se definen los
hiperparametros de cada modelo y planta, se calcula la estimacién puntual del modelo utilizando
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una muestra de prueba y se determina su intervalo de confianza. El capitulo cuatro se dedica a la
aplicacién de los modelos a la medida de irradiancia, utilizando una estacion meteorolégica que
proporciona medidas de irradiancia y otras variables climatoldgicas. Al igual que en la estimacion
de produccidn, se optimizan los hiperparametros y se calculan los intervalos. Finalmente, el tltimo
capitulo extrae las conclusiones obtenidas a partir de los resultados obtenidos en el estudio.
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Marco tedrico. Modelos y su optimizacion

2.1. Introduccion

En este capitulo se describen los algoritmos de aprendizaje automatico, “Random Forest” (RF),
“Gradient Boosting” (GB) y redes neuronales (ANN), seleccionados en el capitulo anterior, seccion
1.3. Los dos primeros modelos estan basados en arboles de decision, por lo que se explica el
funcionamiento y las peculiaridades especificas de estos dos modelos. En cuanto a las redes
neuronales, la tipologia es muy amplia, por lo que la descripcidn se centrara en el funcionamiento
de las “Multilayer Perceptron Neural Networks” (MPNN), que son las utilizadas en la tesis, por su
sencillez y eficacia para resolver problemas de regresion. Ademas de estos modelos de “Machine
Learning” (ML), se utilizara como modelo de referencia la regresion lineal multivariable (MLR).

También forman parte del marco tedrico de la tesis las metodologias de busqueda de los
hiperparametros de los modelos de ML mencionados que, es un paso fundamental para conseguir
la mejor precision de ajuste de cada uno de los modelos. En este capitulo se describen las técnicas
de busqueda de los hiperparametros (Seccién 1.3): “Grid Search”, “Random Search” e “Hyper-
band”.

Para una toma de decisién adecuada, la estimacion del método debe venir acompanada de la
estimacion de su incertidumbre. Completando los modelos de ML seleccionados, se describe el
funcionamiento de las variantes de los mismos que permiten calcular los intervalos de confianza
de la prediccion del modelo.

Para terminar el marco teérico de la tesis se explican las métricas que se usan para poder
comparar el comportamiento de los diferentes modelos.

2.2. Regresion Lineal Multivariable

La Regresion Lineal Multivariable (MLR) [214], es un modelo lineal que trabaja de forma similar a
una regresion lineal simple del tipo y=a-x + b, pero utilizando mas de una variable independiente,
tal y como se describe en la ecuacion (1):

y =Byt Byxt Byxt .t Bx e @

“ 9

Siendo “y” la respuesta, “x” las variables independientes, o el termino independiente, 1, B2, ..., Pk
los coeficientes de la regresion y € el error. El error, generalmente se supone que tiene una
esperanza nula y una varianza de valor 02, (2), presentando una distribucion Normal [197].

E(e)=0; Var(e)=02 (2)
En el entrenamiento del modelo se calculan los coeficientes i, mediante el método de minimos
cuadrados, minimizando la suma de los cuadrados de los residuos “Residual Sum of Squares”

(RSS) [215]. Los valores de los coeficientes i se obtienen igualando a cero las derivadas parciales
de la funcién RSS (3) respecto a dichos coeficientes.
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5RSS(B)

RSS—Z(y y) 5

l =0 (3)
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Siendo n el nimero de observaciones, "y" el valor estimado “yi" el valor real, y “3" el parametro
objeto, que en este caso son los coeficientes de la ecuacion (1).

2.3. Arboles de decisiéon

Los arboles de decision estiman el valor de una variable desconocida (dependiente) a partir de
variables conocidas (independientes), mediante reglas binarias del tipo “si” 0 “no” con las que se
consigue repartir las observaciones de las variables conocidas en funcién de sus atributos y
estimar asi el valor de la respuesta.

Los arboles de decision tienen una representacion gréafica intuitiva, (ver Figura 4) donde cada regla
o declaracién se representa en un nodo con las posibles respuestas “si” / “no”. Las respuestas
unen los nodos a través de ramas generando la estructura del arbol. Por convenio, la respuesta
afirmativa se dirige hacia la izquierda y la respuesta negativa hacia la derecha. Existen tres tipos
de nodos, el nodo inicial del arbol, que se denomina raiz, su entrada esta formada por los datos
iniciales y su salida por dos ramas la opcién “si” y la opcion “no”. Los nodos intermedios que estan
comunicados siempre con un nodo previo y con sus dos salidas. Y, por Ultimo, estan los nodos
terminales del arbol, en los que sus salidas corresponden al resultado propagado por el arbol y se
denominan hojas.

En el entrenamiento de un arbol de decision, se determinan las reglas para la raiz y los nodos del
arbol siguiendo un proceso recursivo. Durante este proceso, las variables independientes, “X” se
distribuyen en los nodos del arbol y se definen los valores discriminatorios para cada variable en
cada nodo. Estos valores discriminatorios se utilizan para separar las muestras de entrenamiento
en grupos mas homogéneos en términos de la variable dependiente.

A medida que se desciende por el arbol, las muestras de entrenamiento se dividen en funcién de
las reglas definidas en los nodos anteriores. En cada nodo, se busca la mejor division posible que
maximice la homogeneidad de las muestras dentro de cada subgrupo resultante. Esto se logra
mediante la seleccion de un valor discriminatorio 6ptimo para una variable especifica en ese nodo.

En las hojas del arbol, se almacenan los valores correspondientes de la variable dependiente "Y"
para cada observacion de la muestra de entrenamiento. El conjunto de resultados en cada nodo
terminal puede tener uno, dos o toda una distribuion de valores diferentes, (ver Figura 4).

43



Marco tedrico. Modelos y su optimizacion

n observaciones {X;, X, -+ X, Y},

Xi<A
Si no

® . ¥,<B Nodos intermedios

Si si no

Xs<C X>D X.<E Xo<F
si no Si no si no si no

@ ©6 6 © © o o o

Figura 4. Estructura de un arbol de decision

Esta Figura 4 muestra las diferentes partes de un arbol. En los nodos, se realiza una discriminacion
basada en el valor de la variable “Xi". Los resultados, que son los valores de las variables
dependientes “Y” para cada observacion, se acumulan en las hojas del arbol. El indice i' (que
varia de 1 a k) se refiere a las variables independientes, como por ejemplo la temperatura. Por
otro lado, el indice ' (que varia de 1 a n) indica el nuimero de la observacion.

El proceso de definicion de las reglas se describe a continuacion:

e Se selecciona una cualquiera de las variables independientes “X” y se le asigna un valor
umbral aleatorio “A” (ver Figura 5 (a)). Este valor umbral divide a las observaciones de la
variable “Xi" en dos grupos (ver Figura 5 (b)).

e Se repite el proceso variando el valor umbral, buscando el valor umbral optimo “Asptimo”
que minimiza el RSS. Para ello se calcula la derivada de la funcién de pérdida RSS
respecto “A” y se iguala a cero para minimizarla (3). Cuando la ecuacién resultante no
tiene solucion, el valor del parametro “A” se busca mediante un método de optimizacion,
como es el gradiente descendente [66]. El gradiente descendente es un algoritmo de
optimizacién que calcula la derivada en un punto cualquiera de la funcién, y mediante
pasos cada vez mas pequefios va aproximando la derivada a un valor nulo consiguiendo
encontrar el valor de la variable que minimiza la funcién, (ver Figura 5 (c)).

e Los pasos anteriores se realizan para cada variable “X2”---“X«”. La variable que presente
un RSS minimo es la variable que se ubica en la raiz y la regla queda definida mediante
su umbral 6ptimo.

e Una vez definida la raiz, el proceso se repite para cada nodo del arbol, buscando los
valores umbrales y las variables “X" a las que se aplica, hasta alcanzar el criterio de
parada.

e En cada hoja se acumulan los valores “Yj", correspondientes a las observaciones. Estas
observaciones se tienen que agregar dando lugar a un unico valor por hoja. Lo mas
habitual es considerar el valor de la hoja como el promedio de todas sus observaciones,
pero puede ser también el resultado un cuantil de las observaciones [52]. La prediccion
del arbol es el valor de una de sus hojas.

Este proceso se representa en las tres secciones que forman la Figura 5. La primera seccién, (a),
muestra la estructura del rbol. Para este ejemplo se considera el &rbol mas sencillo, sin nodos
intermedios, 8 observaciones y se toman como variables la variable independiente “X4” y la
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dependiente “Y”. En la seccion central, (b), se muestra la grafica que representa los pares de
puntos formados por los valores de las variables en cada observacion (X1, Y1) -+ (X1,Ys), y el valor
de “A” que divide en dos conjuntos dichas observaciones segun sean menor 0 mayor que el
umbral. De cada subconjunto se calculan las estimaciones “Y;” e “Y,”. En la grafica de la derecha,
(c), se muestra la busqueda del valor de “A” minimizando el RSS.

observaciones {X; Y}; " RSS »
¥ L 4 4
X| A Y,
Si ' no % .
0 lae L2 44
® © —
X A
A ! A(')ph'mo
(@ (b) (©

Figura 5. Estructura del arbol (a). Grafica de disgregacion de observaciones segun el valor de “A” (b). Grafica de
busqueda del valor 6ptimo del umbral “A” (c)

Los arboles pueden formar estructuras complejas que permiten reducir rapidamente el error, es
decir, el modelo se puede ajustar muy bien a las observaciones empleadas como entrenamiento
con las que se ajustan los parametros. Pero en algunas ocasiones, el ajuste genera un “overfitting”
[216], que significa que el modelo se ha sobre-entrenado, es decir, es capaz de reproducir casi a
la perfeccion el periodo de entrenamiento pero se reduce su capacidad al aplicarlo a nuevos datos.
Para prevenir el problema de “overfitting” de los arboles, se suele limitar el tamafio del arbol.

El tamafio del arbol se controla mediante criterios de parada. Los criterios de parada o atienden
directamente al tamafio del arbol, limitando el nimero de nodos directamente, definiendo que la
incorporacion de un nuevo nodo reduzca el error en al menos un valor minimo, o indirectamente a
través de limitaciones del nimero minimo de observaciones para generar una nueva division en el
nodo.

El tamafio del arbol también afecta al sesgo, “Bias”, y a la varianza del modelo. El sesgo es la
diferencia entre la esperanza matematica del estimador y el valor numérico que estima, mide
cuanto se alejan en promedio las estimaciones de un modelo respecto a los valores reales. El
sesgo refleja como de capaz es el modelo de aprender la relacion real que existe entre las variables
independientes y la variable respuesta. La varianza mide cuanto cambia el modelo en funcién de
los datos utilizados en su entrenamiento. ldealmente, un modelo no deberia modificar su resultado
por pequenas variaciones en los datos de entrenamiento. Si esto ocurre, es porque el modelo esta
memorizando los datos en lugar de aprender la verdadera relacion entre las variables
independientes y la variable respuesta.

Los arboles pequefios, de pocas ramificaciones, tienen poca varianza, pero no consiguen
representar bien la relacion entre las variables, es decir, tienen sesgos altos. En contraposicién,
los &rboles grandes se ajustan mucho a los datos de entrenamiento, por lo que tienen muy poco
sesgo pero mucha varianza.

La forma de conseguir el equilibrio entre el sesgo y la varianza es con la unién de varios arboles
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que compensen ambos pardmetros y esto se consigue con los métodos de agregacion de modelos
‘ensemble” [217]. Estos métodos de agregacion combinan multiples modelos en uno nuevo con el
objetivo de lograr el equilibro y consiguiendo a la vez mejores resultados que cualquiera de los
modelos individuales originales. La clave para que los métodos de “ensemble” consigan mejores
resultados es que los modelos que los forman sean lo mas diversos posibles (sus errores no estén
correlacionados).

Una vez definido el arbol, tanto su tamafio como los valores umbrales de cada nodo, para estimar
una variable desconocida a partir de otras variables conocidas, se recorre el arbol hasta alcanzar
uno de los nodos terminales (ver Figura 6).

Prueba (X4, X5, X5, 1?)

\ 4
Xi<A

X<B

X<E

Figura 6. Estimacion de la variable desconocida con un arbol de decision

Los modelos basados en arboles de decision presentan numerosas ventajas como son: su facil
interpretacién y la capacidad para trabajar con variables numéricas o categéricas sin una
distribucion especifica. Son modelos bastante insensibles a la influencia de “Outliers” y ademés
pueden aplicarse tanto a problemas de regresion como de clasificacion Como desventajas se
pueden citar su sensibilidad cuando los datos del entrenamiento no son representativos.

La razon de por la que se han seleccionado en el estudio dos modelos basados en arboles de
decision “Random Forest” (RF) y “Gradient boosting” (GB) es porque generan los arboles de
manera diferente y equilibran el sesgo y la varianza también con diferente método [218]. A
continuacion, se describen las particularidades de cada uno de ellos.

“Random Forest”

El algoritmo "Random Forest" (RF) [219], es un método no lineal supervisado que consta de un
conjunto de arboles de decision que se agregan mediante "Bagging". Cada arbol individual se
entrena con un subconjunto distinto de los datos de entrenamiento, obtenido mediante muestreo
aleatorio. Esto hace que cada arbol sea en si mismo un modelo individual y distinto al resto. Estos
modelos individuales tienen muy poco sesgo pero mucha varianza, y agregandolos se consigue
reducir la varianza sin apenas aumentar el sesgo.

La mejora de RF con respecto a otros modelos de “Bagging” radica en su capacidad para
seleccionar aleatoriamente el nimero de variables que intervienen en cada arbol. El trabajar con
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subconjuntos de variables ayuda a de-correlacionar los arboles y, como resultado, se logra una
mayor reduccién de la varianza.

Esta mejora es crucial en la estimacion de la produccion de plantas fotovoltaicas, donde la
radiacion es una variable influyente. Cuando un modelo de RF estd dominado por una variable,
los arboles tienden a ser muy similares entre si. La alta correlacion entre los arboles dificulta el
proceso de “Bagging” y, por lo tanto, no mejora significativamente el modelo. En los modelos RF
regresivos, se considera optimo trabajar en cada arbol con un tercio del nimero de variables.

El resultado del modelo es el promedio de las respuestas de todos los arboles individuales, como
se muestra en la Figura 7.

® ® ®
® ] ® L 9 ] P ® @ e
® ®© ¢ & © @ o ® ®© & & & o L ] ® © & o o ® o
Arbol 1 Arbol 2 Arbol n
Prediccion 1 (Media) Prediccion 2 (Media) Prediccion n (Media)

Figura 7. Funcionamiento del algortimo “Random Forest”

El algoritmo de “Random Forest” (RF) presenta una ventaja importante, y es que no sufre de
“Overfitting” al aumentar el nimero de arboles creados en el proceso. A partir de un nimero
determinado de arboles, la reduccidn del error se estabiliza, por lo que un exceso de arboles solo
conlleva un esfuerzo computacional mayor. El problema de sobre-ajuste en este modelo esta
relacionado con el tamafio de los arboles, y tiene que ser controlado en la seleccion de los
hiperparametros del modelo. En general, RF es un modelo robusto y flexible que puede manejar
diferentes tipos de datos y variables, lo que lo hace muy util en muchas aplicaciones de aprendizaje
automatico.

“Gradient Boosting”

El algoritmo "Gradient Boosting” (GB) [220] es un método no lineal basado en arboles de decision.
GB realiza un “Boosting” como método de agregacién de arboles. Este método consiste en un
ajuste secuencial de arboles sencillos, de forma que cada arbol aprende de los errores del anterior.
En cada iteracion se ajusta un nuevo arbol a los residuos del anterior haciendo que el peso de las
observaciones cambie en funcién de la bondad del ajuste de los arboles nuevos. Los arboles
individuales no suelen ser muy grandes y tienen la misma estructura de ramas y hojas, tienen
mucho sesgo, pero poca varianza. El sesgo se puede reducir ajustando secuencialmente los
arboles, y ademas con ello se consigue reducir el error del modelo.
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El resultado del algoritmo es una combinacién de la primera prediccion y las predicciones de los
diferentes arboles generados.

El proceso de construccidn del modelo comienza con un arbol de una unica hoja “A1”, que suele
tomar el valor medio de la variable dependiente en las observaciones del periodo de
entrenamiento. La prediccion “§,” de cualquier observacion con este arbol da como resultado el

mismo valor medio “y”. Al disponer de una prediccion inicial se puede calcular el primer residuo
‘Res1”. El segundo éarbol se construye buscando predecir “‘Rest” a partir de las variables
independientes. La prediccion “y,” es la suma de la prediccion “y,” y la prediccion “Res,”, y con
ella se puede volver a calcular un nuevo residuo. Este proceso iterativo se muestra
matematicamente en las ecuaciones (4). El criterio de parada puede ser un numero maximo de
arboles o bien un residuo minimo. Cabe destacar que el residuo decrece a medida que se aumenta

el numero de arboles debido a que la prediccion se aproxima gradualmente al valor buscado.

Arbol inicial A1(x)—9,=F — Resyi=y.J,

lteracion 1 Ay(Resy)—Resy — §,=y,+ A-Res;
ReSZizyi'yz
As(Res,)—Res,

lteracion 2 §,=9,* MRes;+ARes,
Resy=y, 9, “
An—l(ReSn-Z)_’R’e\Sn-Z

lteracion n-1 .
§ =9+ A X1?Resi— Respay=yd.
An(ReSn—l)_’R/ésn-1

lteracion n

§.=9,+ A 2" Res; — Res, =0

El valor A introducido en las ecuaciones se denomina tasa de aprendizaje, "Learning Rate", y
controla la velocidad de aprendizaje del algoritmo. Es notable que en GB los arboles no predicen

los valores de “y”, sino que predicen los residuos “Res’, y la prediccion “y” se conforma con la
agregacion de la prediccion inicial “y," y las predicciones de los residuos de cada arbol. La

representacion grafica del proceso se muestra en la Figura 8.
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Figura 8. Funcionamiento del algortimo Gradient Boosting

GB es mas rapido que RF y produce un modelo final mas pequefio. Sin embargo, es susceptible
de sobre-ajuste y mas sensible al ruido de los datos de entrada que RF [221].

En general, los modelos basados en arboles de decision son muy flexibles y se pueden aplicar a
una amplia gama de problemas de regresion y clasificacion con varias variables, lo que los
convierte en uno de los métodos de “Machine Learning” mas exitosos.

2.4. Redes Neuronales. “Multilayer Perceptron”

Las redes neuronales son algoritmos no lineales supervisados que imitan el funcionamiento del
cerebro humano [66]. Estan compuestas por unas unidades llamadas neuronas, que se conectan
entre si para reconocer patrones y relaciones en los datos. Estas neuronas y sus relaciones se
organizan en capas, de manera que las capas iniciales extraen las caracteristicas mas simples de
los datos, y a medida que se aumenta el niumero de capas, el algoritmo es capaz de captar
relaciones mas complejas.

Los algoritmos MPNN constan de una capa de entrada, una capa de salida y una o varias capas
ocultas, cada una de ellas con sus neuronas. La conexion entre capas consecutivas se lleva a
cabo relacionando las neuronas mediante pesos ‘Wi, “Vi” y sesgos “bi”, (ver Figura 9).
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Figura 9. Funcionamiento del algoritmo Redes Neuronales

En las capas ocultas y en la de salida se encuentra la funcién de activacion, que activa o desactiva
las diferentes neuronas de la capa. Existente varias funciones de activacion, la funcién escalon, la
funcion limitante, la tangencial hiperbdlica, la sigmoidal, etc. Entre ellas se escoge la funcién
“Rectified Linear Unit” (ReLU) como funcién de activacion en las capas ocultas, y para la capa de
salida la funcion identidad, funciones sencillas y eficientes en los casos de estudio de esta tesis.

La funcién ReLU se define como el maximo entre cero y el valor de la variable de entrada, ecuacion
(5). Si la entrada es negativa, la salida es nula, y si es positiva, la salida es igual a la entrada, esto
permite decidir si se activa 0 no una determinada neurona.

f(a) = max (0, a); siendo “a” el valor de la variable de entrada (5)

La funcién identidad devuelve el valor de la variable, ecuacion (6).

f(a) = a siendo “a” el valor de la variable de entrada (6)

El algoritmo MPNN ajusta sus parametros, que son los valores de los pesos “Wi" y “Vi" y de los
sesgos “b”, durante el entrenamiento, consiguiendo disminuir el error del modelo. El proceso de
ajuste se realiza en dos fases. La primera fase, la propagacion, parte de los valores de la muestra
de las variables de entrada al algoritmo “X”, estas se propagan hasta la salida de la red obteniendo
un resultado “Y;”. Con ese resultado se estima un RSS. La segunda fase, la retro propagacion,
minimiza el RSS, que actua de funcién de pérdidas, ‘Loss Funtion” [222], modificando los valores
de los pesos y “Bias” (ver Figura 9). A continuacién, se explican con mas detalle los procesos de
propagacion y retro propagacion del entrenamiento de la red.

Propagacion

La muestra de entrenamiento tiene “” observaciones de las “” variables conocidas “Xi’, y de la
variable objetivo “Yj". Para iniciar el proceso se asignan valores aleatorios a los pesos y se
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consideran nulos los sesgos. Con esta premisa, se calculan los valores de las neuronas de la
primera capa oculta, como el sumatorio del producto del valor de las variables del problema “Xj”
por su peso “Wi". Ademas, a este sumatorio se le afiade el sesgo “bi”", que en la primera iteracion
tiene el valor de cero. Los valores de las neuronas son la entrada de la funcién ReLU. La funcién

de activacion da como resultado los valores “y;” que son los diferentes valores de salida de cada
neurona de la primera capa oculta.

Estos valores de salida de las neuronas de la primera capa oculta se multiplican por los pesos,
correspondientes, se agrupan en sumatorios, se les afiade un sesgo, que en la primera iteracion
tiene el valor nulo, pasando a ser los valores de las neuronas de la capa oculta siguiente. Esas
neuronas, de nuevo seran activadas o desactivadas por la funcién ReLU dando como resultado el
valor de salida de las neuronas de la capa. Este proceso se repite tantas veces como capas ocultas
existan y para todas las neuronas de cada capa.

La capa de salida dispone solo de una Unica neurona, por lo que todos los valores de salida de
todas las neuronas de la ultima capa oculta se multiplican por sus correspondientes pesos y se
agrupan en un unico sumatorio, ajustando el resultado con un sesgo, que también en la primera
iteracion tiene el valor nulo. Este valor es la entrada de la neurona de la capa de salida, que se
activa en este caso con la funcion identidad, el resultado de la funcién es la estimacion de la

variable desconocida V] para la observacion de las variables conocidas “Xj”. Con la prediccion
\71 y el valor real “Y}", se calcula el RSS.

Para entender mejor el proceso se expone un ejemplo, (ver Figura 10), de una red con dos
neuronas en la capa de entrada, una capa oculta con una Unica neurona y la capa de salida con
su neurona. La muestra de entrenamiento tiene seis observaciones de tres variables, dos
conocidas, “X1” y “X2” y una variable objetivo “Y”, tal y como se muestra en la tabla de datos de la
Figura 10. Se asignan unos valores aleatorios a los pesos y sesgos, mostrados todos ellos en la

“® ” [{Pe i)

figura. Se denomina “a” y “a’}” a los valores de entrada de la neurona de la capa oculta y de la

wn

capa de salida respectivamente de la observacion ‘" y existen tantos valores de ellas como

[l

observaciones hay en la muestra. El valor de la neurona a la salida se le denomina “y;" en la capa
oculta y en la capa de salida en este caso es la propia prediccion buscada para cada observacion

VJ El RSS se calcula con la ecuacion (3).

En este ejemplo se expone el caso de la quinta observacion, se muestra como se calcula el valor
de “as”, se le aplica la funcién ReLU obteniéndose un valor de salida “ys”. Este valor se multiplica
por el peso “V1” y se le suma el valor del sesgo “b” para tener el valor de “a’s”. En la capa de salida,

se aplica la funcién identidad y se obtiene el valor de la prediccién para la observacion quinta “Ys’.
El proceso se repite con todas las observaciones, obteniendo el conjunto de las seis predicciones

V] correspondientes a cada observacion de la muestra. Con las predicciones y los valores de
“Yj” se calcula el RSS del modelo.
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Figura 10. Ejemplo del proceso de propagacion
Retro-propagacion

El objetivo es ajustar los valores de los parametros para minimizar el valor del RSS, partiendo del
ultimo sesgo, se va retrocediendo hasta llegar al primer peso.

Para encontrar los valores de los parametros que minimizan el valor de RSS, hay que derivar la
funcidn respecto a cada uno de los pesos y sesgos de la red e igualarla a cero para obtener los
valores ajustados (3).

Este método no es inmediato por dos motivos. El primero, es que la funcién RSS no depende
directamente de los pesos y sesgos por lo que para derivar respecto a ellos hay que aplicar la
regla de la cadena, que consiste en enlazar derivadas sucesivamente. El segundo se debe a que
la ecuacion resultante de igualar la derivada a cero no tiene solucion por lo que hay que buscar el
valor del parametro aplicando el método del gradiente descendente. Para ajustar el paso del
gradiente juega un papel importante en la convergencia el valor del hiperparametro Tasa de
Aprendizaje, “Learning Rate”.

Continuando con el ejemplo Figura 10, en este caso hay que ajustar, los valores de los parametros:
‘Wi”, “W2”, “br”, “V1” y “b”, comenzando por el Ultimo sesgo, “b” y acabando por el primer peso W1.

Para minimizar el valor de RSS respecto de “b” se calcula la derivada de RSS respecto a él. Al no
depender RSS directamente de “b”, se aplica la regla de la cadena, ecuacion (7).

dRSS _dRSS dY

it (7)

db dy db

El calculo de cada uno de los dos factores de la ecuacion (7) se presenta en las ecuaciones (8) y
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a2
drRSS d(Y-Y _
dRSS [arY) =§ 2- (YY) ®)

dY _d(Xy,Vi+b)
- (9)

db db

Sustituyendo (8) y (9) en la ecuacion (7), se obtiene la ecuacion (10) para calcular el valor de “b”.
Esta ecuacion se resuelve por aproximacion a través del algoritmo del gradiente descendente, que
busca el valor de “b” que anula la derivada.

dRSS _
- z 2 (Y:%) (10)

En el calculo del resto de pesos y sesgos de la red, se trabaja de manera analoga, derivando RSS
respecto de cada uno de ellos y recurriendo para ello a la regla de la cadena y el gradiente
descendente para calcular la solucién, ecuaciones (11) a (14).

WV, dav dvp
(11)

dRSS dRSS dY dy da iz_ (Y Y\)V 11 (12)
do, ¥ Oy da do, Lu o T

dRSS dRSS d¥ O da; <

W, B @ M'Z'Z' (V7)) Vi1, (13)

0RSS_dRSS df & da; N oo

dW, _W @ E W_Z' ( i ]) 17 1A (14)

Estos pasos, de propagacion y retro propagacion se repiten hasta que los valores de los residuos
son muy bajos o se aplica un criterio de parada de iteraciones. Una vez entrenado el modelo, los
parametros quedan definidos y se mantendran fijos en su aplicacidn a cualquier otra muestra de
observaciones. Una nueva muestra relacionara sus observaciones a través de los pesos
predefinidos en el entrenamiento, dando como resultado la prediccion para esa muestra.

Las redes neuronales son muy flexibles debido a su gran niumero de parametros, pesos y sesgos,
lo que permite resolver practicamente todos los problemas que se plantean tanto lineales como no
lineales. Precisamente por su gran numero de parametros, son muy complejas y pueden no
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funcionar en su punto éptimo si no se ajustan debidamente los hiperpardmetros: nimero de capas,
numero de neuronas, y tasa de aprendizaje entre otros [190]. El ajuste de los hiperparametros de
estos modelos seleccionados es muy critico y ayudara a su mejor convergencia y a minimizar su
error.

2.5. Busqueda de los hiperparametros éptimos de los
modelos

La seleccion adecuada de hiperparametros consigue minimizar el error de los modelos. Existen
diferentes técnicas de busqueda de hiperparametros (Seccion 1.31.3, presentando cada una de
ellas ventajas e inconvenientes cuando se aplican a un tipo de modelo por lo que es necesario
seleccionar la técnica mas adecuada para cada caso. En este apartado se explican las técnicas
de busqueda de hiperparametros [223] utilizadas en esta tesis: “Grid Search”, “Hyper-band” y
“Random Search”.

Busqueda mediante red “Grid Search”

La técnica de busqueda “Grid Search” consiste en una busqueda sistematica y completa de todas
las posibles combinaciones de un conjunto de valores de hiperparametros predefinidos dentro de
una reticula cartesiana. Esta metodologia tiene la ventaja de que el 6ptimo encontrado es el optimo
global dentro del rango de busqueda utilizado. A modo de ejemplo, si un modelo tuviera tres
hiperparametros diferentes, la malla de busqueda de la solucion seria la representada en la Figura
11. En esta figura cada uno de los ejes representa la variacion de un hiperpardmetro diferente y
los puntos son cada una de las combinaciones de hiperparametros que se utilizan en la busqueda
de la combinacion éptima para un modelo determinado.

Figura 11. Busqueda en red de una combinacién de tres hiperparametros

La limitacion de la busqueda en red es el nimero de combinaciones a estudiar. Si hay un nimero
muy alto de combinaciones, la carga computacional es muy grande y es imposible llevarla a cabo.
Esto sucede cuando el nimero de hiperparametros a optimizar es elevado o hay hiperpardmetros
que presentan un rango amplio de valores posibles.

En el caso del rango amplio de posibles valores, se puede dar solucion a la limitacién mencionada,
realizando la busqueda mediante un proceso iterativo, en el que en cada iteracion se modifica el
tamano de la reticula de la malla. El tamafio de la reticula es la diferencia entre los valores
consecutivos de cada hiperparametro (delta). El proceso iterativo se describe a continuacion:
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e Primera iteracion: se trabaja con un mallado con un delta grande. La combinacion de
hiperparametros que se obtienen como respuesta no es una optimizacion precisa, para
afinarla es necesario realizar una nueva busqueda.

e Segunda iteracién: la red de trabajo tiene un delta mas fino y el rango de valores de la
misma se ajusta alrededor de los valores de los hiperparametros con mejores resultados
de la primera iteracién.

e Sucesivas iteraciones: El proceso puede repetirse varias veces, reduciendo en cada
iteracion el tamafio del delta y el rango de valores de los hiperpardmetros.

Al reducirse el valor del delta en cada iteracion se mejora la precision de la optimizacion. El numero
de iteraciones queda definido por la estabilidad en los errores de los modelos con combinaciones
de valores consecutivos de hiperparametros.

En la Figura 12 se representa el proceso iterativo de la busqueda de la combinacion de dos
hiperparametros, en el cual se realizan tres iteraciones para encontrar la combinacion definitiva.

Mallado lteracion 1 Resultado lteracion 1

Mallado lteracion 2 Resultado fteracion 2
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Figura 12. Buisqueda en red con iteracion de una combinacion de dos hiperparametros

Existen casos, en los que el nimero de hiperparametros es muy elevado y con un rango muy
amplio de valores posibles. En estos casos, ni siquiera la fragmentacion de la busqueda en
iteraciones sucesivas resulta suficiente para optimizar los hiperparametros mediante una
busqueda en malla, por lo que se deben utilizar otro tipo de metodologias como las que se
describen a continuacion.

Busqueda aleatoria

La busqueda aleatoria consiste en una busqueda de valores de hiperparametros en un conjunto
de rangos predefinidos [187], donde no se prueban todas las combinaciones sino solamente un
numero concreto de valores aleatorios. Al realizar una bisqueda parcial hay un ahorro de coste
computacional.

En el proceso, se eligen aleatoriamente valores de entre todos los hiperparametros que forman el
espacio de busqueda hasta alcanzar un nimero maximo. Estos valores se combinan generando
un conjunto de modelos que se entrenan y se validan estimando el error de cada uno de ellos. El
resultado dptimo buscado es el modelo que presenta un menor error.

La gran ventaja de este algoritmo es que al definir el nimero total de pruebas estas se pueden
ajustar a la capacidad computacional de los equipos, por lo que es una alternativa de busqueda
cuando existen demasiadas combinaciones de hiperparametros o limitaciones informaticas.
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La aleatoriedad en la eleccidn de los valores de los hiperparametros puede suponer una ventaja
adicional cuando en un hiperpardmetro la diferencia entre los posibles valores de su rango no es
constante, su delta es variable, ya que podria llegar a caracterizar la muestra de prueba mejor que
la busqueda sistematica de delta fijo. Sin embargo, a su vez, la aleatoriedad es una desventaja,
por la dificultad para cubrir el espacio de busqueda con una densidad de combinaciones constante,
lo que genera nuevos valores sin cubrir entre los cuales se podria encontrar el conjunto 6ptimo.

Para ilustrar las ventajas y desventajas del método aleatorio, se presenta un ejemplo con dos
hiperparametros, ambos con un rango de valores de 0 a 1. El hiperpardmetro 1 tiene un incremento
constante de 0.2, resultando en un conjunto de 6 valores: {0, 0.20, 0.40, 0.60, 0.80, 1}. Por otro
lado, el hiperparametro 2 tiene un incremento variable, con un delta mayor en la primera mitad de
su rango y un delta decreciente en la segunda mitad. Esto resulta en una mayor concentracion de
posibles valores para el hiperparametro 2 en los valores mas altos. El conjunto de valores para
este hiperparametro consta de 11 elementos: {0, 0.20, 0.40, 0.56, 0.68, 0.77, 0.85, 0.90, 0.95,
0.98, 1}.

Se establece un limite méximo de pruebas en 36 y se seleccionan aleatoriamente los valores de
los hiperparametros para cada prueba. La Figura 13 muestra una representacion grafica de los
valores de los hiperpardmetros seleccionados en el escenario de trabajo. En esta figura se
destacan areas donde este método permite aumentar el nimero de pruebas de modelos, asi como
areas donde no se realizaran pruebas.

Para solucionar la falta de caracterizacién de algunas zonas, se puede aplicar la metodologia de
manera iterativa lo que permitiria aumentar la densidad de modelos en las zonas despobladas,
mediante una nueva blsqueda centrada en un area concreta de valores de hiperparametros.
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Figura 13. Busqueda aleatoria

Elinconveniente de este sistema es que se pueden no estar probando las mejores combinaciones.
Por ese motivo se desaconseja su uso siempre que sea viable utilizar una red. Si que este método
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se considera complemento en los métodos de busqueda, por su capacidad para aumentar de
manera controlada poblaciones muestrales en zonas previamente acotadas mediante otras
metodologias.

Busqueda de hiper-banda

La busqueda de hiper-banda [186] es un método basado en una busqueda aleatoria y preparado
para trabajar sobre un volumen importante de posibles combinaciones de hiperparametros, porque
utiliza la técnica de reduccion mediante sucesivas separaciones en mitades iguales, “Successive
Halving”, lo que permite agilizar el proceso de busqueda aunque existan numerosas
combinaciones. Esto la hace especialmente recomendable cuando se trabaja con un gran nimero
de hiperparametros y cuando estos tienen un rango de valores amplio. Esta estrategia ha
demostrado obtener resultados de alta calidad en un tiempo de calculo reducido.

A continuacién, se describe el proceso de busqueda llevado a cabo por el método de hiper-banda:

e Se seleccionan al azar diferentes combinaciones de hiperparametros y se calculan los
resultados de los modelos a que dan lugar las combinaciones y el error que presentan,
pero llevando a cabo solo unas pocas iteraciones, sin permitir la convergencia de los
modelos. De esta forma no hay una gran carga computacional y el tiempo de célculo es
relativamente rapido.

e Se desestiman la mitad de los modelos que presentan un mayor error.

e Se les incrementa ligeramente el nimero de iteraciones, y los modelos que permanecen
en la busqueda contintian minimizando su error. Es importante resaltar que los modelos
no comienzan los calculos de nuevo, sino que contintian desde la ltima iteracién. Cuando
se alcanza el nimero de iteraciones definido, nuevamente se desestiman la mitad de los
modelos que presentan un error mas alto.

e El proceso se repite de manera recurrente, aumentando las iteraciones, analizando
errores y eliminando en cada valoracion la mitad de los modelos. Por eso, a la técnica de
optimizacion empleada se le denomina reduccion a la mitad sucesiva.

El diagrama del proceso de busqueda se muestra a continuacion, Figura 14:

Hiperparametro 1 Hiperparametro 1 Hiperparametro 1
A A A

.
®s o »
°

Hiperparametro 2 Hiperparametro 2 Hiperparametro 2

Figura 14. Busqueda con el método de hiper-banda

La gran ventaja de esta metodologia es su velocidad, ya que cuando se trabaja con un volumen
considerable de combinaciones el nimero de iteraciones para encontrar el resultado de cada una
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de ellas es muy bajo compensando el esfuerzo computacional, y cuando se van reduciendo
modelos aumentan el nimero de iteraciones para mejorar la convergencia de los modelos que
permanecen como candidatos idoneos.

El método de hiper-banda puede proporcionar buenos resultados, pero no garantiza la seleccion
de los mejores valores de hiperparametros, ya que favorece a los modelos que convergen
rapidamente, descartando combinaciones de hiperpardmetros que podrian generar un modelo
excelente, pero que requieran de mas iteraciones para converger. El hecho de que un modelo
presente un error alto en las primeras iteraciones, no necesariamente indica que sea un mal
modelo.

2.6. Calculo del intervalo de confianza de la prediccion.

El intervalo de confianza del resultado de los modelos permite determinar la incertidumbre de los
mismos. En este apartado se van a describir como se calculan los intervalos de confianza de los
resultados de los modelos objeto de estudio en esta tesis.

El primer paso para definir intervalos de confianza consiste en verificar si las variables de interés
siguen una distribucién Normal. En una distribucién normal existe una relacion entre la desviacion
estandar, el nivel de confianza y los valores limite. Asi se puede definir un intervalo de amplitud
120 que tendra un nivel de confianza del 95.5%, o un intervalo de amplitud £30 cuyo nivel de
confianza es 99.7% [201].

Existen multitud de pruebas para verificar la normalidad, siendo las méas sencillas los métodos
gréficos. Entre ellos se encuentran el histograma y el denominado grafico de cuantiles, Q-Q, donde
se representan los datos estandarizados frente a la distribuciéon normal estandar.

Cuando las variables no siguen una distribucion normal, los modelos de ML seleccionados tienen
algoritmos propios que permiten calcular los intervalos de confianza de la prediccidn. Estos
algoritmos son el Quantile Regression (QR) para MLR, el Quantile Regression Forest (QRF) para
RF, y el Quantile Gradient Boosting (QGB) para GB. Para las redes neuronales no hay un algoritmo
concreto, sino que se modifica la red neuronal incluyendo capas especificas que permiten
presentar la solucion del modelo como una distribucion de posibles soluciones en lugar de un unico
valor y, a partir de la distribucion de soluciones, se calcula el intervalo de confianza.

Calculo del intervalo de confianza del algoritmo de Regresion Lineal
Multiple

El algoritmo que se utiliza es el Quantile Regression (QR) [224]. Este algoritmo es una adaptacion
del algoritmo MLR, que permite obtener el resultado en forma de percentiles, con los cuales se
puede obtener el intervalo de confianza.

La diferencia entre ambos algoritmos esta, no solo, en la forma de presentacion de los resultados,
sino también en la forma de definicién de los parametros del modelo. MLR estima como resultado
la media de la variable objetivo, optimizando los coeficientes de la funcién presentada en la
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ecuacion (1) con el método de minimos cuadrados. QR estima como resultado cualquier cuantil
de la variable objetivo a través de las mismas variables que MLR, pero los coeficientes de la
ecuacion (15) que relacionan las variables, dependen del cuantil que se desea calcular.

Es resefiable que el resultado puntual del MLR es la media de la producciéon mientras que en el
QR se estima como resultado medio ajustado, la mediana, que es el cuantil con “t” igual a 50%,
por lo que los resultados de la estimacion puntual no seran coincidentes con los obtenidos

mediante MLR.

y=Bo(D)+B1 (D) x1+..+B, ()%, + € (15)

[Nl Gy,

Siendo “y” la respuesta, “x” las variables independientes, Bo(t), el termino independiente, Bi(t),

los coeficientes de la regresion que dependen del percentil “t” y “e” el error. Los coeficientes 3, son
calculados para los cuantiles de manera que se minimice la desviacion absoluta de la mediana.

QR es un modelo que permite calcular los intervalos de confianza de la prediccion en base a los
cuantiles con una unica ejecucién del modelo, lo que supone un ahorro de tiempo y demanda
computacional y, ademas el resultado no tiene por qué ser un intervalo simétrico pudiendo asi
representar mejor algunos comportamientos de variables concretas.

Calculo del intervalo de confianza del algoritmo “Random Forest”

El algoritmo que se utiliza es el “Quantile Regression Forest” (QRF) [225,226]. Este algoritmo es
el mismo algoritmo RF, pero presentando la respuesta de la prediccion con cuantiles en lugar de
con valores medios. De esta forma es posible evaluar intervalos de confianza de la prediccion
llevada a cabo con modelos RF.

Para explicar cdbmo se calculan los intervalos del resultado de una muestra test con un QRF se
supone el modelo RF definido con sus hiperparametros y parametros que ha sido previamente
aplicado a la muestra y que ha generado una prediccion.
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Prediccion 1 (Cuantil) Prediccion 2 (Cuantil) Prediccion n (Cuantil)

)

Figura 15. Funcionamiento del algortimo “Quantil Random Forest”
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Las diferentes observaciones de la muestra test recorren los mismos arboles que se habian
configurado en el modelo RF hasta llegar a una hoja. Hasta aqui el proceso es idéntico, la
diferencia esta en como se trabajan los conjuntos de valores de cada hoja para dar una respuesta.
En el QRF la respuesta de cada arbol es la probabilidad de que la prediccion tenga un valor menor
a la observacion “y” o el valor de la variable “y” por debajo del cual se encuentra un porcentaje “t”
dado de observaciones, lo que se denomina cuantil. La respuesta global del modelo es el promedio
ponderado de la respuesta de todos los arboles. El coeficiente de ponderacién es el porcentaje de

muestras que llegan a cada hoja.

El esquema de trabajo se representa en la Figura 15. Esta figura es una modificacién de la Figura
7, donde se indica que el resultado de cada é&rbol es el cuantil en lugar de la media, y como
resultado final el promedio ponderado del resultado de todos los arboles del modelo en lugar de
un promedio.

QRF permite obtener intervalos asimétricos de las predicciones del modelo RF. Asi por ejemplo si
se pretende obtener el intervalo de confianza del 90%, se tomara como limite superior del intervalo
el percentil 95 de las respuestas de cada arbol y como limite inferior del intervalo el percentil 5 de
las respuestas de cada arbol.

Calculo del intervalo de confianza del algoritmo “Gradient Boosting”

El algoritmo “Quantil Gradient Boosting” (QGB) es el algoritmo GB, pero la prediccidn se presenta
como el valor del cuantil asociado a una incertidumbre definida permitiendo asi calcular el intervalo
de confianza de la prediccion realizada con GB.
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Numero de arboles

Figura 16. Funcionamiento del algortimo “Quantil Gradient Boosting”

El modelo QGB queda definido con los hiperparametros y los parametros que definen el recorrido
de las observaciones modelo GB asociado a la misma prediccidn. La variacion reside en la manera

60



Marco tedrico. Modelos y su optimizacion

de extraer la respuesta, el valor que se considera resultado de las hojas. En el QGB el valor de las
hojas de los arboles es el cuantil especifico de los valores de las observaciones de cada hoja. Los
arboles estan igualmente relacionados, y la soluciéon es la prediccion inicial mas la tasa de
aprendizaje multiplicada por el sumatorio de las soluciones de cada arbol individual.

Si se pretende estimar un intervalo de confianza de un 90% de la prediccion con un modelo QGB,
se calculara el valor del cuantil 95 del conjunto de respuestas de las hojas terminal de cada arbol
para definir el limite superior, y de igual forma se calculara el cuantil 5 para el limite inferior. El
proceso es analogo al algoritmo GB y se representa en la Figura 16.

Los intervalos definidos con este modelo son también asimétricos por tener un origen basado en
cuantiles.

Calculo del intervalo de confianza del algoritmo de redes neuronales

Las redes neuronales no disponen de un algoritmo especifico para calcular el intervalo de
confianza de la prediccidn, sino que este se calcula modificando la propia red para que el resultado
del modelo se obtenga como una distribucién de posibles resultados. A partir de esta distribucion,
se puede estimar un intervalo de confianza.

El intervalo contemplara los dos tipos de incertidumbre, la incertidumbre aleatoria, que esta
asociada a la aleatoriedad inherente a los datos y la incertidumbre epistémica, que se refiere a la
incertidumbre en el ajuste de los parametros del modelo. En las redes neuronales es posible
calcular un intervalo de confianza especifico para cada tipo de incertidumbre y también hacerlo de
manera conjunta.

Intervalo de confianza aleatorio:

Para calcular el intervalo de confianza asociado a la aleatoriedad del dato, se modifica la capa de
salida de la red neuronal. En lugar de obtener un unico valor para cada observacion, se obtienen
los parametros que caracterizan una distribucion Normal de posibles valores resultado para cada
observacion. Al representar el resultado de la red en forma de una distribucion Normal con
parametros | y 0 para cada observacion, el calculo del intervalo de confianza es directo.

La presencia de un gran numero de valores posibles para cada observacion permite la aplicacion
del teorema del limite central, lo que nos permite considerar que la distribucion de los resultados
es una distribucion Normal.

Esta modificacion no afecta los a valores de los hiperparametros y parametros de la red, que
mantienen su estructura original. La unica alteracion se da en la forma de expresar el resultado.

En la Figura 17, se muestra un ejemplo en el que se ha calculado la incertidumbre aleatoria de un
conjunto de datos cualesquiera. En esta grafica se representan las observaciones con puntos
negros, la tendencia de estas con una linea azul y la incertidumbre del modelo, sombreada en gris.
Si se analizan las observaciones se ve como a medida que crece el valor de la variable genérica
representada, la dispersion de prediccion es mayor, y la incertidumbre también se amplia. El
intervalo tendra mayor o menor amplitud en funcion de su nivel de confianza coincidiendo el 99%
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practicamente con el final de la zona gris.

03
— 0.2 ' .
: -
E'. . . .
201 el [ .0b S N R K
= K ., sials ‘ * - F = b 14 = g L .

% L ver S o !‘0 . .:‘ .‘-0 Pt * . - e -
o 25 : o ’ . o
O -

-0.1 -
0.25 05 0.75 1

Variable [A.U]

Figura 17. Incertidumbre aleatoria de una red neuronal

Intervalo de confianza epistémico:

Para calcular el intervalo de confianza asociado al modelo y tener en cuenta la sensibilidad de las
redes neuronales a los cambios y desviaciones en los parametros, se llevan a cabo multiples
pruebas del modelo utilizando la misma muestra de datos [208]. Durante estas pruebas, los
parametros del modelo se van modificando para obtener diferentes resultados. La cantidad de
pruebas realizadas debe ser lo suficientemente grande para que, al aplicar el teorema del limite
central, los resultados puedan aproximarse a una distribucién normal. Esto permite calcular
directamente el intervalo de confianza.

En la Figura 18 se representan los resultados del abanico de cien modelos generados al introducir
variaciones en los parametros del modelo para el mismo ejemplo anterior. En forma de puntos
negros se representan las observaciones reales, la linea azul de mayor grosor representa la
tendencia de ellas y cada linea de color es el resultado de uno de los modelos probados. También,
como en la incertidumbre aleatoria, la incertidumbre epistémica aumenta cuando la dispersion de
los datos reales es mayor y cuando hay menos datos.
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Figura 18. Incertidumbre epistémica de una red neuronal
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Intervalo de confianza combinado:

El intervalo de prediccion del modelo engloba a ambos intervalos, aleatorio y epistémico. Para
calcular este intervalo, existen dos enfoques: uno manual, que implica analizar en cada
observacion cual de los dos intervalos calculados de manera independiente contiene al otro; y otro
enfoque que implica incorporar en el algoritmo de manera conjunta las dos modificaciones ya
descritas, obteniendo el resultado directamente.

Estas modificaciones combinadas generan numerosas pruebas, cada una con una variacion en
los parametros del modelo. Pero ademas los resultados de estas pruebas son distribuciones
Normales. Por lo que cada prueba posee su propia incertidumbre, que se calcula a partir de la
distribucion Normal de sus resultados.

Siguiendo con el ejemplo, se calcula el intervalo combinado. En esta ocasién no se representan
las observaciones ni su tendencia, sino solamente el resultado de las dos incertidumbres
conjuntas. En la Figura 19, se representan en color, los resultados puntuales de los diferentes
modelos y con sombreado gris la incertidumbre aleatoria de cada uno de ellos.

En la mayoria de los modelos se solapan las incertidumbres aleatorias a excepcion de los modelos
limitrofes de la incertidumbre epistémica. Sera pues la incertidumbre aleatoria de estos modelos
limitrofes la envolvente de la incertidumbre global. La amplitud del intervalo de confianza
dependera del nivel de confianza seleccionado coincidiendo el 99% préacticamente con los limites
de la envolvente de la incertidumbre.

Mediante la metodologia descrita es posible, por tanto, calcular intervalos de confianza de la
prediccion de las redes neuronales.
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Figura 19. Incertidumbre aleatoria y epistémica de una red neuronal

2.7. Métricas

Para evaluar el comportamiento de cualquier modelo se utilizan las métricas e indices que
proporcionan una estimacién de las diferencias entre los valores calculados por el modelo y los
valores reales. Existen numerosas métricas para evaluar los modelos como el RMSE, MAE,
coeficientes de correlacion, etc [227]. Las métricas que se van a utilizar en este trabajo para
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evaluar la estimacion puntual de los modelos son: nRMSE, nMAE, nBias y SS; y en el caso de la
valoracion del intervalo de confianza se tomara como métrica la mediana de la amplitud del
intervalo en todas las observaciones.

La raiz cuadrada del error cuadratico medio normalizada, “Normalised root-mean-square error”
(nRMSE), ecuacion (16), es la raiz cuadrada de las medias de las desviaciones al cuadrado, siendo
las desviaciones las diferencias del valor estimado y la medida real. Esta métrica identifica
especialmente desvios en las estimaciones.

nRMSE=100- (16)

El Error Absoluto medio normalizado, “Normalised Mean Absolute Error” (nMAE) es el promedio
del valor absoluto de las desviaciones. Representa la divergencia entre los resultados obtenidos
en valor absoluto y se calcula segun la ecuacién (17).

N
1
MAE=100- Z|?ryi| (a7)
1

=1

Donde §; e y; son los valores estimados y reales respectivamente, y N el tamafio de la muestra
de prueba.

El sesgo normalizado (nBias): es la media de las desviaciones. Representa el error sistematico, y
se calcula con la ecuacion (18).

N
1
Bias=100-+ > (7% (18)
1

=1

Donde §; e y; son los valores estimados y reales respectivamente y N el tamafio de la muestra de
prueba.

Ademas, para comparar los modelos entre si se puede utilizar el “Skill Score” (SS) que evalua el
resultado con respecto al modelo de referencia. Cuanto mayor es el valor, mejor es el modelo, sin
embargo, cuando el valor es bajo significa que no existe mejora con respecto al modelo de
referencia. En este caso, como modelo referencia se utilizara el MLR, por ser el mas sencillo de
todos los que se han probado. La relacién matematica que define esta métrica se presenta en la
ecuacion (19).

1 'RMSEmodelo

SS=100 ——
RMSEreferencia

(19)

Para evaluar el intervalo de confianza de un modelo se utilizan métricas especificas y diferentes a
las que han valorado la estimacion puntual. La métrica principal que caracteriza la bondad de un
intervalo es su amplitud.

La amplitud del intervalo (L), mide la precision de la estimacion. Se calcula como la diferencia entre
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el limite superior Ls y el inferior Li, ecuacién (20). Intervalos amplios proporcionan estimaciones
imprecisas, mientras que intervalos estrechos proporcionan estimaciones precisas. La amplitud
del intervalo da idea del margen de error de la estimacion.

AL (X1, X2 X0 )=Ls (X4, X2 X0 )-Li (X1, X Xn) (20)
La mediana de la amplitud del intervalo es la mediana de las diferencias de los limites superior e

inferior de cada una de las observaciones, ecuacion (21). Este indicador define la precision de
cada uno de los intervalos calculados.y se presentara en unidades porcentuales

Mediana(A_ (X1,Xy...X,))-100 (21)

El analisis del conjunto de todas estas métricas permite valorar el modelo mas adecuado para
aplicar en la prediccion de la produccion de las plantas fotovoltaicas y en la irradiancia.
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Aplicacidn de los modelos ML a la generacién fotovoltaica

3.1. Introduccion

En este capitulo se evallan los algoritmos Random Forest (RF), Gradient Boosting (GB) y Artificial
Neural Network (ANN) aplicados a la simulacion de la produccién de plantas fotovoltaicas. El
objetivo de esta evaluacion es determinar cual de estos métodos se adapta mejor a esta tarea,
comparandolos entre si y con el algoritmo de referencia Multiple Linear Regression (MLR).

Para llevar a cabo la evaluacién, se trabajara con tres plantas fotovoltaicas diferentes. En cada
planta, se evaluara la produccion de uno de sus inversores utilizando los cuatro modelos
mencionados anteriormente, dando lugar a doce escenarios de trabajo diferentes.

En cada escenario sera necesario seleccionar los hiperparametros 6ptimos. Para ello se buscara
entre miles de modelos el conjunto de modelos que seran entrenados y evaluados.
Posteriormente, se entrenaran los modelos para definir sus parametros internos y se predecira la
produccion y su intervalo de confianza para una muestra de prueba. Los resultados seran
evaluados mediante diferentes métricas para determinar la eficacia y rendimiento de cada modelo.

El mejor modelo resultante de esta evaluacion proporcionara una referencia respecto a la cual se
puede comparar la produccion real, lo que permite identificar pérdidas e indisponibilidades en
periodos cortos de tiempo. Al conocer la existencia de una pérdida de energia, se pueden tomar
medidas rapidas para solucionar las deficiencias de la planta. Esto es especialmente relevante en
plantas de gran tamafio, donde es dificil identificar una pérdida de generacién por la disparidad de
la produccion en los diferentes inversores. Esta disparidad en la produccion puede originarse
porque la irradiancia recibida en los modulos de la planta y la medida en las estaciones no es
homogénea, por la extension y el enorme numero de paneles. Cuando una pérdida de generacion
a nivel de inversor o de caja perdura en el tiempo, deriva en pérdidas significativas de la planta a
largo plazo.

En las siguientes secciones de este capitulo, se describiran las plantas de trabajo, la metodologia
utilizada y se presentaran y discutiran los resultados obtenidos de los escenarios de estudio.

3.2. Metodologia

En este apartado se explica la metodologia que se ha seguido para ensayar los algoritmos
seleccionados que se aplicaran a un inversor de cada una de las tres plantas fotovoltaicas
estudiadas.

Primero se describen las plantas fotovoltaicas, detallando las distancias que hay entre el inversor
seleccionado y los puntos de medicidn en cada planta. Luego se explica el proceso que se sigue
para definir el modelo que servira para predecir la produccion.

Descripcion de las plantas

Se han seleccionado tres plantas de gran tamafio, que presentan diferencias en la topografia, en
el numero de estaciones de medicion y en la distancia de estas estaciones de medicion a los
maodulos de generacion. Estas diferencias influyen en el comportamiento de los modelos y van a
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permitir ensayar los algoritmos en distintas condiciones. En cada una de las plantas se ha elegido
un inversor y su campo solar asociado. Con sus datos se generaran los modelos.

La diferente topografia entre las plantas implica que habréa variaciones en el comportamiento de
los modelos, especialmente entre las plantas situadas en zonas méas planas y aquellas que
presenten terrenos mas complejos con altas pendientes. Las pendientes en el terreno generan
irregularidades en la irradiancia recibida, debido a pequefios desalineamientos de los “strings” lo
que provoca una produccion desigual de energia fotovoltaica en los diferentes puntos de la planta
e incluso en el campo solar del inversor.

El numero de estaciones de medicion influye en los modelos ya que disponer de varias estaciones
permite considerar posibles variaciones debidas, por ejemplo, a la nubosidad con mayor precision.

La distancia entre la estacion de medicidn y los médulos del campo solar del inversor también
influird en el comportamiento de los modelos. La nubosidad no se percibird de la misma forma a
diferentes distancias, lo que afectara la precision de los modelos. Por lo tanto, la distancia entre
los mddulos del inversor que se estudia y la torre de medicidn es un factor determinante en el
comportamiento de los modelos.

A continuacion, se detallan brevemente las caracteristicas de las plantas con las que se ha
trabajado.

La planta PV1 se encuentra en un terreno de topografia compleja, con colinas que alcanzan los
25 metros de altura. Esta caracteristica provoca que la irradiancia solar recibida varie en diferentes
puntos de la planta. La estaciéon meteoroldgica de la planta esta situada a 400 metros del inversor
seleccionado para el estudio y a unos 600 metros de los modulos generadores conectados a este
inversor.

Por otro lado, la planta PV2 se sitla un terreno plano, por lo que recibira una irradiacion uniforme
en toda su extension. Esta planta cuenta con dos estaciones meteorologicas y el inversor
seleccionado se encuentra junto al campo solar. Las estaciones estdn a una distancia de
aproximadamente 250 y 800 metros del campo solar, respectivamente.

Finalmente, la planta PV3 se localiza en un terreno con una ligera pendiente, pero con la misma
orientacion, lo que permite una irradiacién uniforme cuando el sol esta perpendicular a la pendiente
del terreno. Esta planta cuenta con cuatro estaciones meteoroldgicas y el inversor elegido se
encuentra en el centro del campo solar. Las estaciones estan a una distancia que varia entre los
450 metros y 1 kilometro del campo solar.

Enla Figura 20, se muestran las distancias existentes entre las estaciones de medicion, el inversor
y el punto més cercano de los mddulos que forman el campo solar en cada planta.

La informacion con la que se configuran los modelos se toma de las estaciones de medicion y de
los inversores. En la Tabla 1, se enumera para cada planta sus caracteristicas principales, el rango
de potencia, el periodo de informacion y la disponibilidad de datos, asi como el numero de
estaciones meteoroldgicas que dispone cada planta.
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Figura 20. Distancias entre los elementos de las plantas

Tabla 1. Informacidn general de las plantas

Potencia Instalada (MW)
oI - Periodo de informacion (meses) 36 28 30
Generales Disponibilidad de informacion (%) 97 975 975
N° de estaciones de medida 1 2 4

Enla Tabla 2, Se indican para cada planta las variables medidas tanto en las estaciones de medida
como en el inversor. Los datos se registran con una frecuencia de un minuto, pero se trabaja con
medias de diez minutos que es el estandar del sector.

Tabla 2. Resumen de las variables medidas en las plantas

PV1 PV2 PV3

Irradiancia (IR) X X X

Temperatura ambiente (Tamp) X X X

Medidas en Temperatura modulo (Trmod) X X X
Estacion Presion (B) X - -
Meteoroldgica Humedad (H) X i i
Velocidad del viento (Vel) X - -

Direccion del viento (Dir) X - -

Medidas en Potencia de salida (Pac) X X X
Inversor Potencia de entrada (Puc) - X X

Las variables de trabajo elegidas para configurar los algoritmos son las comunes a todas las
plantas del estudio. Estas variables tal y como puede verse en la Tabla 2 son: la medida de
irradiancia por estacion meteorologica, temperatura ambiente, temperatura de modulo y la
potencia a la salida del inversor. La irradiancia proporciona informacién sobre la cantidad de
energia solar que reciben las placas solares. La temperatura ambiente y la temperatura del médulo
pueden afectar a la eficiencia de los paneles solares y, por lo tanto, a la produccién. La potencia a
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la salida del inversor es la variable que se busca caracterizar, es la variable dependiente u objetivo
Metodologia de trabajo

En esta seccion se describe el proceso de trabajo para la prediccion de la produccion a la salida
de un inversor. El esquema de la Figura 21 representa el resumen del flujo de trabajo que se lleva
a cabo.

Informacion 20% Validacion
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Figura 21. Flujo de trabajo para estimar la generacion fotovoltaica
Recepcién de la informacién

En esta primera etapa, se genera la base de datos con la informacién relevante que permite
resolver el problema de prediccion de la produccion. Estos datos contienen la informacion histérica
de produccion, y de las variables de entrada del modelo.

Tratamiento y normalizaciéon

La informacién de las plantas se trata y adecua al formato requerido para el estudio. Esto puede
implicar la conversion de unidades, la correccién de errores o la estandarizacién de los datos.
Ademas, se debe realizar un filtrado de los valores que estén fuera del rango esperado o que sean
claramente errores de medicion. Esto es necesario para evitar introducir datos erréneos que
puedan afectar al entrenamiento y confundir a los algoritmos utilizados en el estudio.

Una vez eliminados los datos anémalos se normalizan los datos. Los modelos trabajan con datos
normalizados para evitar sesgos, y permitir la comparacion de las variables en los modelos. La
comparacion equitativa evita que variables no dominantes tengan un peso desproporcionado y
distorsionen el modelo solo por su valor numérico.

La normalizacién consiste en transformar los valores numéricos de las variables originales a una
escala comun. Para ello se realiza un cambio de escala de manera que todas las variables se
encuentren dentro del rango de 0 a 1, Existen diferentes métodos de normalizacion, el utilizado en
este estudio es la escala min-max de acuerdo con la ecuacion (22).

! X'Xmin

x_

= T (22)
Xmax'xmin

Siendo X cualquier tipo de variable y X’ su correspondiente normalizada.

En el proceso de normalizacién de variables, se considera la naturaleza y caracteristicas
especificas de cada una. En el caso de medidas comunes a toda la planta como irradiancia y
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temperatura ambiente y de modulo, los valores maximos y minimos son determinados
conjuntamente de todas las estaciones. Sin embargo, las producciones de los inversores se
normalizan individualmente para cada inversor.

El periodo completo de medida, en todas las estaciones y plantas se desordena y se divide
aleatoriamente en dos partes en la proporcion 80/20. El primer conjunto, de mayor longitud, se
utiliza como el periodo de entrenamiento de los modelos. El segundo conjunto se usa como el
periodo de validacion de los modelos.

Desordenar los datos y la division aleatoria, ayudan a conseguir una mezcla mas homogénea de
los valores de las variables, y esto redunda en la mejora de los modelos porque permite destacar
la influencia de las autocorrelaciones de las variables; estableciendo relaciones méas estables entre
ellas. La produccion de una planta o inversor fotovoltaico esta intimamente relacionada con la
irradiancia que se recibe del sol, y por tanto tiene un comportamiento, en parte, altamente
predecible.

Exclusivamente para la busqueda de hiperparametros, el periodo de entrenamiento se subdivide
de nuevo aleatoriamente en dos partes, 80/20. La parte mas extensa de esta nueva subdivision
se utiliza para entrenar los algoritmos de métodos de busqueda de hiperparametros y el 20%
restante para validar la seleccion de hiperparametros.

Seleccion de hiperpardmetros

Los hiperparametros se seleccionan aplicando métodos de busqueda sistematica en
configuraciones o conjuntos predefinidos que como se ha explicado en la Seccién 2.5, se eligen
antes del entrenamiento del modelo y afectan a su rendimiento. Estos son por ejemplo el nimero
y tamario de arboles, y el numero de capas ocultas en una red neuronal, entre otros.

Entrenamiento del modelo

En esta etapa, se utiliza el conjunto de datos de entrenamiento preparado anteriormente para
ajustar los parametros del modelo. El objetivo es encontrar los valores de los parametros que
minimicen una funcién de pérdida, que mide la discrepancia entre las predicciones del modelo y
los valores reales. El entrenamiento del modelo generalmente implica el uso de algoritmos
especificos de optimizacion, para ajustar los parametros de manera iterativa.

Prediccion de la produccion

Una vez que el modelo estd definido, se realizan predicciones de la produccion. Los datos de
prueba o validacion alimentan al modelo, que genera predicciones basadas en los patrones
aprendidos durante el entrenamiento.

Intervalos de prediccion

El resultado de la prediccién se complementa con el calculo de su intervalo de confianza. Tal y
como se indica en la Seccion 2.6, el primer paso es verificar si la produccion fotovoltaica sigue una
distribucion Normal [197]. Para ello se realiza la grafica de su histograma y el grafico de cuantiles
“Q-Q plot” (ver Figura 22).
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Figura 22. Histograma de la produccidn (a) y grafica de cuantiles (b) de la produccién normalizada

En la Figura 22 (a), se representa la variable produccién normalizada y el ajuste a una normal, la
forma de la gréfica y la diferencia entre la distribucion y el ajuste denota que no hay un
comportamiento Gaussiano en esta variable. La grafica de cuantiles, (ver Figura 22 (b)), lo
corrobora ya que tampoco se ajusta a una linea recta (anaranjada) que seria lo esperado si fuera
una distribucion Normal. Por tanto, el calculo del intervalo de confianza de los diferentes modelos
tendra que estimarse mediante otras metodologias.

Calculo de la produccién y andalisis de desviaciones

Una vez descrita la metodologia que permite definir los modelos, se realiza una evaluacion de los
mismos. La evaluacion implica comparar las predicciones del modelo con los valores reales de
produccion y calcular métricas.

Todos los algoritmos se han programado en R, “R programming language” [228]. R es un software
abierto que dispone de paquetes de librerias entre las cuales se incluyen las herramientas que se
usan en las técnicas de “Machine Learning”.

3.3. Aplicacion de los algoritmos a las plantas
fotovoltaicas

En esta seccion se aplican los algoritmos a las diferentes plantas y se presentan los resultados de
la prediccion de la produccién con los modelos resultantes y su intervalo de confianza. Ademas,
en los casos en los que es necesaria la optimizacion de hiperparametros se presentan también el
proceso Y los resultados de la seleccion de estos.

Regresion lineal multivariable

El algoritmo MLR [214] no tiene hiperparametros. Las variables independientes son la irradiancia,
la temperatura ambiente y la temperatura de médulo, y el nimero de estas depende de las
estaciones de medicion que tiene cada planta. La expresion matematica mediante la cual el
modelo calcula la produccién del inversor de las plantas fotovoltaicas se presenta en la ecuacion
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(23), que es una particularizacion de la ecuacion (1) Seccion 2.2. En esta ecuacion (i) es el
identificador de la planta, y recorre los valores de 1 a 3 segUn la planta de trabajo, y (j) el nimero
de estaciones meteoroldgicas de la planta.

yi = @ + Zﬁij “IR;; + Zyij ) Tambij + Z 61'1' ) TmOdij (23)
j j g

El ajuste de los coeficientes a, 3, y y 0 se realiza mediante el método de minimos cuadrados. Los

valores de estos coeficientes obtenidos ajustando el modelo para cada planta se presentan en la
Tabla 3.

Tabla 3. Parametros del modelo MLR. Aplicacion generacion PV

PV1 PV2 PV3
Término independiente (a;,) 0.018 -0.009 -0.012
Estacion 1 1.196 0.926 0.144
Coeficiente de la Estacion 2 - 0.132 1.170
Irradiancia (f;) Estacion 3 - - 0.139
Estacion 4 - - -0. 204
Estacion 1 0.083 -0.466 0.184
Coeficiente de la Temperatura  [=3el W - 0.340 -0. 007
ambiente (y;;) Estacion 3 - - -0. 204
Estacion 4 - - 0. 021
Estacion 1 -0.181 0.284 -0. 262
Coeficiente de la Temperatura  J=3el W - -0.063 0. 007
de modulo (8;7) Estacion 3 - - 0.298
Estacion 4 - - 0. 021

Analizando los valores de estos coeficientes se puede ver como la irradiancia es la variable mas
significativa. También se observa que en algunos casos el incluir mas medidas de otras estaciones
puede ser redundante. Sin embargo, al analizar los resultados de los modelos de ML se observa
que son fundamentales para mejorar la precision.

PV1 PV2 PV3

Produccion[A.U.]

o Medida

Figura 23. Muestra del resultado del modelo MLR. Aplicacion generacion PV

Una vez obtenidos los coeficientes del algoritmo, se pueden aplicar a los periodos de prueba en
cada planta. Una muestra de los resultados de este modelo para cada una de las plantas se puede
ver en la Figura 23, La muestra seleccionada no es una representacion temporal de datos
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correlativos, sino una muestra aleatoria de valores no consecutivos.

La relacion entre las mediciones de produccion en el periodo de prueba y el resultado del modelo
se muestra en la Figura 24. En esta figura ademés de asociar a cada valor medido el valor
estimado con el modelo MLR de la produccion, se representa la funcién identidad y la linea de
tendencia.

3 PV1 PV2 PV3
50.75
<
c
-‘g 0.5
2
o
@
a 0.25

0

0 025 05 0.75 1 0 025 05 0.75 1 0 025 05 0.75 1
Medida [A.U.]
- - ldentidad Tendencia

Figura 24. Grafica de dispersion del resultado del modelo MLR. Aplicacién generacion PV

Analizando la Figura 24, se observa que en la planta PV1, el modelo tiene menor precision, porque
hay mayor divergencia entre las rectas de identidad y tendencia del resultado con respecto a los
modelos de las otras dos plantas. El modelo generado para la planta PV2, ademas de tener una
buena precision, tiene la menor incertidumbre porque presenta menor dispersién en su nube de
datos. El modelo de la planta PV3 tiene también una buena precisién porque la linea de identidad
es coincidente con la tendencia del modelo, sin embargo, su incertidumbre es superior a la que
presenta el modelo aplicado en la planta PV2 al presentar mayor dispersion.

Para calcular los intervalos de confianza se utiliza el algoritmo “Quantile Regression” (QR) [224],
que permite calcular los cuantiles del resultado. Los niveles de confianza que se evaluan en los
intervalos de prediccion son los del 90%, 95% y 99%.

En la Figura 25, se presenta la muestra de los resultados de la Figura 23 incluyendo los intervalos
para los tres niveles de confianza estimados. En esta muestra se puede ver como son las
amplitudes de los intervalos y como se comportan con respecto a la estimacion del modelo y a las
medidas reales.

La representacion del comportamiento de los intervalos en el total de la muestra se representa en
la Figura 26. En esta figura se indican la relacion entre las mediciones de produccion y el resultado
del modelo tal y como se mostraban en la Figura 24, y ademas incluyen, la tendencia de la relacion
entre las mediciones y el resultado de cada uno de los intervalos.
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Figura 25.Muestra del intervalo de confianza del modelo MLR. Aplicacién generacion PV

Enla Figura 26 se observa la asimetria de los intervalos, los limites superiores estdn mas préximos
a la tendencia del resultado del modelo, debido a que la produccién esta limitada por la irradiancia
maxima teorica que llega a la tierra. Sin embargo, los limites inferiores de los intervalos son mas
amplios debido a que la nubosidad parcial hace que exista dispersidn en los resultados del modelo.
Este hecho se presenta méas acusado en el ejemplo de la planta PV1, de tal manera que para los
niveles de confianza superiores al 90% en la planta PV1, este limite inferior es una valor constante
e igual a cero, incluyendo asi todo el rango de posibles valores hasta la parada del inversor.
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Figura 26. Resultado del intervalo de confianza del modelo MLR. Aplicacion generacion PV
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También se observa como en la planta PV2 la amplitud del intervalo es menor ya que sus lineas
de tendencia se cierran sobre la tendencia del modelo. La planta PV3, tiene una amplitud
intermedia y la mayor amplitud la tiene la planta PV1. Estos resultados son coherentes ya que el
intervalo de confianza es una medida de la incertidumbre y por tanto la amplitud del intervalo es
un reflejo de las dispersiones de datos ya comentadas en el analisis del resultado del modelo

“Random Forest”

En el algoritmo Random Forest [219] hay que seleccionar el valor de los hiperparametros que
definen el modelo. Estos hiperparametros son el niimero de arboles (N° Arboles), la profundidad
de cada arbol “Depth” (Profundidad), y la tasa de muestreo de datos "Sample Rate”, (T. Muestreo)
junto con el numero de variables (N° Variables) que intervienen en cada arbol. La combinacion
dptima de estos cuatro valores permitira alcanzar una buena precision. A continuacion, se explica
la influencia de cada uno de ellos en el algoritmo.

Ajustar el numero de arboles es necesario para lograr la convergencia del error, asegurando asi
la paciencia del modelo o la estabilidad en el error minimo. El aumento del nimero de arboles
conlleva una disminucién en el error del modelo y un aumento del tiempo de computacidn, pero a
partir de un cierto nimero de arboles la disminucion del error tiene un comportamiento asintético
y el tiempo de computacion sigue aumentando. Por este motivo es conveniente determinar el
numero de arboles a partir del cual no existe una disminucion significativa del error.

La profundidad define el tamafio, la complejidad de cada uno de los arboles, y permite controlar el
sobre-entrenamiento del modelo. A medida que se trabaja con mayor profundidad se consigue una
mejor precision, pero a la vez se corre el riesgo de una sobrecarga computacional y de incurrir en
sobreajuste. Por este motivo el ajuste de este hiperparametro es uno de los mas criticos.

La tasa de datos en la muestra y el numero de variables que se utilizan en cada arbol individual,
influyen en menor medida sobre el error del modelo, pero garantizan que no exista correlacion
entre los diferentes arboles lo que mejora el rendimiento del modelo, evita el sobreajuste y
disminuye el tiempo de calculo.

Dado que los modelos “Random Forest” requieren una alta potencia computacional se realiza la
busqueda de hiperparametros con el método sistematico de busqueda en red [223] pero de forma
iterativa, en dos pasos (ver Seccion 2.5). En el primer barrido, se utiliza una red extensa con un
mallado grueso de valores de hiperparametros (ver Tabla 4). Una vez identificadas las regiones
de interés en el primer barrido, se realiza un segundo barrido con un mallado mas fino.

Tabla 4. Rango de valores de los hiperparametros y nimero de modelos. Barrido 1 (RF). Aplicacién generacién PV

T. Muestreo 0.1-0.9, delta 0.1 0.1-0.9, delta 0.1 0.1-0.9, delta 0.1
Profundidad 5-50, delta 5 5-50, delta 5 5-50, delta 5
N° Variables 2-3 2-6 2-12

N° Arboles 10-1500, delta 10 10-1500, delta 10 10-1500, delta 10
N° Modelos 27000 67500 148500

Como puede verse en la Tabla 4, el nimero de modelos difiere segun la planta, porque el nimero
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de variables en cada planta varia. La planta PV1 tiene una estacidén meteoroldgica, hay por tanto
un maximo de tres variables, la planta PV2 tiene dos estaciones, por lo que hay un méaximo de seis
variables y la planta PV3 tiene cuatro estaciones por lo que el algoritmo puede tener en cuenta
hasta doce variables. El valor minimo de variables para tener un arbol multivariable es 2. El resto
de hiperparametros tienen el mismo rango de variacion en las tres plantas.

La representacion grafica de todos los modelos del primer barrido (243000) se muestra en la Figura
27. Para poder discriminar los resultados segun los diferentes valores de los hiperparametros la
figura se divide en 3 secciones, de forma que cada seccidn se representa en una fila y corresponde
a los resultados de una planta. Para cada planta se realizan cinco graficas, y en cada una se
representa una tasa de muestreo diferente, dando lugar a quince graficas diferentes. En cada una
de estas quince graficas, se representa el error de cada modelo en el eje de ordenadas en funcion
del numero de arboles, en el eje de abscisas. Los valores de las diferentes profundidades de los
arboles se indican con diferentes colores, y el numero de variables que intervienen en los arboles
con diferente simbolo.
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Figura 27. Representacion del error de todos los modelos generados en la busqueda. Barrido 1. (RF). Aplicacion
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Se observa una superposicion de modelos en algunas gréficas de la Figura 27 debido a que varias
combinaciones de hiperparametros presentan errores muy similares. Al existir mas de una
alternativa que minimiza el error se considerara 6ptimo el modelo que presente la combinacion de
hiperparametros mas sencilla.

Analizando cada una de las plantas por separado, se aprecia, una variacion del error segun los
hiperparametros considerados, asi al aumentar el tamafio de los arboles y el nimero de los
mismos en cada una de las plantas se aprecia una disminucion del error hasta un determinado
valor, a partir de éste el error satura no consiguiéndose una mejora del mismo al aumentar los
valores de los hiperparametros. También se observa que la tasa de muestreo y el nimero de
variables que intervienen en cada arbol tienen una menor influencia sobre el error.

N® Variables

7.0
6.5f
6.0f

PV1
NRMSE[%]

5.5¢

0 500 1000 0 500 1000

PV2
NRMSE[%]

0O 500 1000 O 500 1000 O 500 1000 O 500 1000 O 500 1000

2 4 6 8 10 12

B
(=}

PV3
NRMSE[%]
w
o

0 5001000 O 5001000 O 5001000, 0 5001000 0 5001000 O 5001000
N° Arboles

Profundidad 10 15 20 25 30 35

T.Muestreo © 05 & 06 + 07 X 08 < 09

Figura 28. Detalle del error de los modelos generados en la busqueda. Barrido1 (RF, Profundidad entre 10y 35y
T. Muestreo mayor de 0.5). Aplicacién generacién PV

El nimero recomendado de variables para conformar los arboles individuales en modelos
regresivos es de un tercio del nimero de variables que intervienen en el modelo. Para verificar, si
esta premisa se cumple en las plantas de estudio se selecciona una muestra de modelos, en
concreto los que tienen una tasa de muestreo superior a 0,5 y una profundidad entre 10 y 35, ya
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que segun la Figura 27, valores inferiores de tasa de muestreo y de profundidad tienen errores
mas altos y las profundidades por encima del valor de 35 no aportan una disminucién del error. El
error de estos modelos frente al nimero de arboles se muestra en diferentes graficas que
componen la Figura 28. Las graficas estan ordenadas por filas, y cada fila corresponde a una
planta. Asi, en la primera fila que corresponde a la planta PV1 hay dos gréficas una para cada
posible cantidad de variables que pueden conformar los arboles. En la segunda fila dedicada a la
planta PV2 hay cinco graficas porque el nimero de variables con las que se pueden conformar los
arboles varia entre 2 y 6, y en la tercera fila que corresponde a la planta PV3, y tiene hasta 12
variables, se representan solo las opciones pares dando lugar a seis graficas. En cada una de
estas graficas los valores de la profundidad de los arboles se muestran con diferente color, y los
de la tasa de muestreo con diferentes simbolos.

En la grafica de la Figura 28 se puede observar como el numero de variables a considerar en cada
arbol que minimizan el error para las plantas PV1y PV2, es 2 y para la planta PV3 el valor es de
4, valores que coinciden con la aproximacion propuesta de un tercio de las variables del estudio.
Ademas, en esta figura se corrobora lo que se observaba en la Figura 27, no se aprecian grandes
cambios en el error con la variacion de la tasa de muestreo, mientras que la profundidad del arbol
es un hiperparametro muy influyente.

Para identificar si un modelo presenta un sobre-ajuste se comparan los errores de los modelos
obtenidos en el entrenamiento y al aplicarlos a la muestra de validacion. Si hay una diferencia
sustancial entre ellos existe un sobre-entrenamiento. Esto se muestra en la Figura 29, donde se
representa a través de quince graficas ordenadas en tres filas y cinco columnas. En cada fila se
representan los modelos que corresponden a cada planta y en cada columna los modelos que
corresponden a cada tasa de muestreo. En cada una de las graficas se vuelve a representar el
error en funcion del numero de arboles indicando con diferente color los valores de la profundidad
y mediante diferentes simbolos el error en cada modelo del entrenamiento o de su validacion. En
este caso para una mejor visualizacion se han seleccionado un subconjunto de valores de tasa de
muestreo, los valores impares, y un subconjunto de valores de profundidad representativos de
todo el rango.

En la Figura 29, se observa que apenas hay diferencia entre los errores del conjunto de datos de
entrenamiento y de validacion, por lo que no existe sobre-entrenamiento, y por lo tanto el resto de
hiperparametros pueden tomar los valores mas sencillos que minimicen el error.

Con las consideraciones realizadas se ha seleccionado el nimero de variables de los arboles. La
tasa de muestreo puede tomar cualquier valor, por lo que es recomendable mantenerse en la zona
media alta. La profundidad del arbol es el hiperparametro mas critico por su influencia en el error
y porque su aumento complica el modelo y aumenta los tiempos computacionales. Y el nimero de
arboles no se ha analizado todavia, si bien en todas las figuras anteriores, se observa un
comportamiento asintotico a partir de los 200 arboles.

80



Aplicacion de los modelos ML a la generacidn fotovoltaica
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Figura 29. Detalle del error de los modelos generados en la busqueda. Barrido 1. (RF, N2 Variables: 2 para las
plantas PV1y PV2, y 4 para la planta PV3). Aplicacidn generacion PV

Para afinar el estudio se realiza un segundo barrido de busqueda de hiperparametros en red,
acotando principalmente la profundidad de los arboles en el caso de la planta PV1, entre los
valores menores de 15, en la planta PV2, entre los menores de 25, y en la planta PV3 entre los
menores de 30. La tasa de muestreo se limita a los valores medios altos. Los rangos de los
hiperparametros de este segundo barrido se muestran en la Tabla 5.

Tabla 5. Rango de valores de los hiperparametros y niimero de modelos. Barrido 2 (RF). Aplicacion generacion PV

T. Muestreo

Profundidad
N° Variables

N° Arboles
N° Modelos

La representacion de todos los modelos del segundo barrido en las tres plantas de estudio se

0.6-0.9, delta 0.1

0.8,0.9,

0.8,0.9,

0.97,0.98,0.99 0.97,0.98,0.99 0.97,0.98,0.99
5-15, delta 1 15-35, delta 1 25-40, delta 1
2 2 4
10-1500, delta 10 10-1500, delta 10 10-1500, delta 10
10500 15000 11250

muestra en la Figura 30.
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Figura 30. Representacion del error de todos los modelos generados en la busqueda. Barrido 2. (RF). Aplicacion
generacion PV

En esta figura se representan doce gréaficas repartidas en tres filas, una para cada planta y cuatro
columnas que corresponden a las diferentes tasas de muestreo. En cada grafica, de manera
analoga a las anteriores figuras, se representa el error de los modelos en funcién del numero de
arboles e indicando la profundidad de los arboles con diferente color.

De la Figura 30, se observa una vez mas la superposicion de los valores del error, el dominio de
la profundidad y la baja influencia en el error de la tasa de muestreo. Este segundo barrido permite
disponer de modelos con hiperparametros cuyos rangos de valores dan lugar a errores bajos. Para
buscar los valores mas adecuados se va a considerar las siguientes premisas:

e Laprofundidad del arbol ha de ser la mas pequefa posible, siempre y cuando no suponga un
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aumento sustancial del error del modelo.

e |atasa de muestreo debe entrenarse entre los valores medio altos 0.7-0.8 equilibrando el
resto de los valores de los hiperparametros del modelo.

e Elnumero de arboles debe ser lo mas pequefio posible siempre y cuando se cumpla el criterio
de estabilidad. El nimero de arboles se considera estable cuando en mas de dos modelos
consecutivos aumentando el numero de arboles, la diferencia del error es inferior a 10 -3,
ecuacion (24). En esa situacion se asume que el aumento de arboles conlleva a una mejora
no significativa en el modelo.

AnRMSE < 1073 (24)

En las Tabla 6 a Tabla 8 se presentan los errores normalizados nRMSE del periodo de
entrenamiento de los modelos, en los que el nimero de variables que intervienen en los arboles
se ha optimizado, y se han acotado el resto de hiperparametros a valores razonables: la tasa de
muestreo al rango 0.7-0.8, el nimero de arboles al rango 500-590 y la profundidad se ha
particularizado para cada planta.

Tabla 6. Error nRMSE. Seleccion de hiperparametros de los modelos RF en PV1. Aplicacion generacion PV

M Profundidad
N° Arboles  T.Muestreo 7 8 9 14 15
500 07 - 5381 5.244 5238 5262
08 5387 5.247 5252 5.286
510 07 5.332 5244 5237 5.261
038 5387 5247 5.251 5285
520 07 5382 5245 5237 5.261
08 5386 5.246 5251 5285
i 07 5.381 5.244 5237 5261
08 5386 5.246 5251 5.285
540 07 - 5381 5244 5236 5.261
08 5.385 5.246 5.252 5285
550 07 - 5380 5.243 5235 5260
08 5.385 5245 5252 5.285
560 07 5379 5243 5235 5.259
08 5.384 5244 5252 5.286
570 07 5379 5242 5234 5.258
08 5384 5244 5252 5285
580 07 5378 5242 5233 5257
08 5245 5252 5284
500 07 5242 5233 5257
08 5.245 9 5251 5284
Tabla 7. Error nRMSE. Seleccion de hiperparametros de los modelos RF en PV2. Aplicacién generaciéon PV
N° Arboles  T. Muestreo 16 18 20 22 24 26 28 30 32 34
07 1.945 ] |
St 08
07
510 08
07
o 08
07
3 08
07
1 08
07
550 08
07
il 08
07
570 08
07
580 08
07
5% 08
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Tabla 8. Error nRMSE. Seleccion de hiperparametros de los modelos RF en PV3. Aplicacién generacion PV

PV3 Profundidad
N° Arboles T Muestreo 20 25 27 29 A 33 35 v 39
o 0.7 3.081 3.074 3.073 3073 3.073 3.073 3.073 3.073 3.073
08 3111 3.104 3.103 3103 3103 3.103 3.103 3103 3.103
= 0.7 3.081 3.073 3.073 3072 3.072 3.072 3072 3072 3.072
08 3111 3.103 3.103 3103 3.103 3.103 3.103 3.103 3103
. 0.7 3.080 3.072 3.072 3072 3.072 3.072 3072 3072 3.072
08 3.110 3.103 3.103 3.102 3.102 3.102 3.102 3.102 3.102
530 07 3060 3072 3072 3071 3072 3071 3071 3071 3071
08 3.110 3.103 3.102 3.102 3.102 3.102 3.102 3.102 3.102
- 07 3.080 3072 3.071 307 3071 3,071 3071 3071 3071
08 3.110 3.103 3.102 3.102 3.102 3.102 3.102
550 0.7 3080 3071 ~3.070 3.070 3070 3.070 3.070
08 3.110 3.102 3.102 3102 3102 3.102 3.102
g 07 | 00N 3060 300 3069 308
08 3.110 3.102 3.102
= 0.7 3079 3070 -3.070
0.8 3.109 3.102 3102 3101 :
580 0.7 3079 | 3069 3069 13,069 3069 3069 3089
08 3.109 3.102 3.101 3.101 3.101 3.101 3.101
590 0.7 3079 3069 3069 i 13.089 3.080 3069 3060
08 3.109 3.102 3.101 3.101 3.101 3.101 3.101 3.101 3.101

En la Tabla 6, se presentan los errores NRMSE de 180 modelos de la planta PV1. Sobre este
conjunto de modelos la combinacion de hiperpardmetros mejor es la que se conforma con los
valores de una profundidad de 10, una tasa de muestreo de 0.7 y 560 arboles.

En la Tabla 7 se presentan los errores nRMSE de 200 posibles modelos con diferentes
hiperparametros para la planta PV2. Dado que el rango de valores de profundidad es amplio, solo
se muestran en la tabla los valores pares. El valor la profundidad tiene que ser un compromiso
entre el menor posible para bajar la carga computacional y que a la vez minimice el error. Por ese
motivo se escoge el valor de 20. La tasa de muestreo que menores errores presenta es 0.7, y en
cuanto a la eleccidn del nimero de arboles se aplica el principio de estabilidad y se selecciona 520
como numero adecuado.

En la Tabla 8 se presentan los errores nRMSE de 180 posibles modelos para la planta PV3, en
esta planta se muestran solo los valores impares de profundidad, para facilitar la observacion y
ademas se incluye el valor de 20 del barrido 1, valor que ademas es el seleccionado porque los
valores obtenidos son, aparentemente, demasiado grandes y requieren una carga computacional
muy alta que no compensa la diferencia de error que es practicamente despreciable. El valor de
la tasa de muestreo es de 0.7 como en las plantas anteriores y el numero de arboles seleccionado
es de 560.

Tabla 9. Hiperparametros 6ptimos de cada planta y nimero de modelos para su obtencion (RF). Aplicacion
generacion PV

Hiperparametros
T. Muestreo . . 0.7
Profundidad 10 20 20
N° Variables 2 2 4
N° Arboles 560 520 560
N° Modelos 37500 82500 159750
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En la Tabla 9, se resumen los valores de hiperpardmetros seleccionados, junto con el niumero de
modelos que han intervenido en la seleccion:

Los resultados obtenidos para los errores reflejan las caracteristicas de la variabilidad de la
produccion de cada una de las plantas. La planta PV2, que es plana, sin pendientes y dispone de
dos estaciones de medida, obtiene los mejores resultados, frente a la PV1 que tiene una topografia
més compleja y una unica estacion de medida. En la planta PV3 se pueden conseguir unos errores
intermedios, pero con un modelo méas complejo porque tiene méas estaciones de medida, lo que
ayuda al modelo a tener mejores relaciones, pero a costa de tener arboles mas completos y que
relacionan més variables.

Una vez definidos los hiperparametros, se entrenan los modelos para obtener los valores de los
parametros internos y asi poder calcular la prediccion de la muestra de prueba. Los resultados de
la prueba se presentan en la Figura 31y Figura 32. En la Figura 31 se expone una muestra del
conjunto de datos de prueba, mientras que en la Figura 32 se muestra la totalidad del conjunto
relacionando el resultado del modelo y la medida.

PV1 Pv2 PV3

U]

Produccién[A.

— RF > Medida

Figura 31. Muestra del resultado del modelo RF. Aplicacién generacién PV

Tal y como puede verse en la Figura 31, el modelo RF tiene un mejor comportamiento que el
modelo MLR. Esto también se observa en la Figura 32 donde junto con la relacién de las medidas
de produccidn y el resultado del modelo se presenta la funcién identidad y la tendencia de la nube
de puntos. En las tres plantas puede observarse que la tendencia del modelo es practicamente la
identidad, es decir, el modelo es muy preciso y ademas la dispersion es muy pequefia, lo que
implica que su incertidumbre es baja.

1 PV1 Pv2 PV3
50.75
<
=
% 0.5
o
=1
Q@
a 0.25
0
0 025 05 075 0 05 075 1 0 025 05 075 1

0.25 :
Medida [A.U.]
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Figura 32. Grafica de dispersion del resultado del modelo RF. Aplicacion generacion PV

85



Aplicacidn de los modelos ML a la generacién fotovoltaica

En la Figura 32 se observa que en general el modelo RF mejora el comportamiento del MLR ya
que las lineas de tendencia presentan una mayor similitud con la identidad en las tres plantas.
Particularizando a cada una de las tres plantas, el resultado del modelo en la planta PV1 tiene una
mayor dispersion, que los resultados de los modelos de las otras plantas, siendo el resultado mas
preciso el del modelo de la planta PV2.

El intervalo de confianza se estima con el modelo “Quantile Regression Forest” (QRF) [225,226]
para evaluar intervalos en base a los percentiles del resultado del modelo RF y con niveles de
confianza 90%, 95% y 99%. Una muestra de los valores de los intervalos de confianza resultantes
se presenta en la Figura 33, indicando con lineas de diferentes colores, cada uno de los niveles
de confianza.
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Figura 33. Muestra del intervalo de confianza del modelo QRF. Aplicacién generacién PV

En la Figura 34 se representan las lineas de tendencia de la relacion de la produccién medida con
la prediccion del modelo y con los limites de ese modelo para cada planta. Los limites
representados corresponden a los inferiores y superiores de los niveles de confianza de 90%, 95%
y 99%. Se incluye también la nube de dispersion de puntos de la relacion medida y prediccion con
el modelo RF de cada planta.

Del andlisis de la Figura 34, se observa asimetria en los intervalos, siendo los limites superiores
mas estrechos respecto al modelo que los inferiores. En la planta PV1, el limite inferior con un 99
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% de nivel de confianza presenta una tendencia que es igual al valor minimo admisible, la
produccion nula. Esta planta presenta un intervalo de confianza mayor a las otras dos plantas en
todos los niveles calculados. Con este modelo la planta PV3 tiene el intervalo de confianza del
nivel 90% muy similar en amplitud al de la planta PV2, pero tiene una mayor amplitud en sus
intervalos de confianza del 95% y 99%.

PV1 PV2 PV3
1 1 1
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RF 90% 95% — 99% — RF

Figura 34. Resultado del intervalo de confianza del modelo QRF. Aplicacion generacion PV

“Gradient Boosting”

El algoritmo “Gradient Boosting” [220], al ser un método también basado en arboles de decision
tiene hiperparametros similares a RF que deben seleccionarse antes de ser aplicados en la
prediccion de la produccion de una planta fotovoltaica. La diferencia entre los hiperparametros de
un algoritmo RF y un algoritmo GB es que este Ultimo no necesita de-correlacionar los arboles por
lo que siempre se trabaja con todas las variables, y por tanto sus hiperparametros son solo la
profundidad (Profundidad) del &rbol que define su tamafio, el niimero de arboles (N° Arboles) y la
tasa de muestreo (T. Muestreo).

Al trabajar solo con tres hiperparametros puede aplicarse el método de busqueda “Grid Search”,
en una unica iteracion cubriendo asi toda la casuistica de combinaciones con un mallado amplio y
con un paso pequefio. EI mallado propuesto, Tabla 10, es idéntico en todas las plantas y genera
90000 modelos en cada una de ellas.

Tabla 10. Rango de valores de los hiperparametros y nimero de modelos (GB). Aplicacién generacién PV

T. Muestreo 0.1-1, delta 0.1 0.1-1, delta 0.1 0.1-1, delta 0.1
Profundidad 1-15, delta 1 1-15, delta 1 1-15, delta 1
N° Arboles 5-3000, delta 5 5-3000, delta 5 5-3000, delta 5
N° Modelos 90000 90000 90000

La representacién grafica de los errores nRMSE de los 270000 modelos obtenidos de todas las
combinaciones de hiperparametros se presentan en la Figura 35 distribuidos en seis gréficas
diferentes. Este método es sensible al sobre-entrenamiento, por lo que se verifica si existen
combinaciones de hiperparametros que producen un sobreajuste. Para ello se comparan en la
misma figura los errores de todos los modelos generados para el periodo de entrenamiento y el
periodo de validacion. En la primera fila de la figura se presentan en tres graficas, una para cada
planta, los errores de los modelos obtenidos con los datos de entrenamiento mientras que las tres

87



Aplicacidn de los modelos ML a la generacién fotovoltaica

gréficas de la segunda fila corresponden a los errores de los modelos al aplicarlos al periodo de
validacién. En cada grafica, se representa el error de los modelos, nRMSE, en funcién del nimero
de arboles indicando con diferente color la variacion de la profundidad y con diferente simbolo la
variacion de la tasa de muestreo.

En la Figura 35 se observa que existe sobre-entrenamiento cuando se incrementa la profundidad
del arbol. El error de los modelos en el entrenamiento disminuye de manera mas significativa que
cuando se aplican los mismos modelos al periodo de validacion. Al aumentar el tamafio del arbol,
el modelo es mas complejo teniendo capacidad de aprender patrones mas detallados, pero
adquiriendo una sensibilidad excesiva a las caracteristicas especificas de los datos y, por lo tanto,
el modelo se sobre-ajusta. La Figura 35 muestra también la importancia de optimizar los
hiperparametros en este algoritmo, ya que segun la eleccion de estos el error del modelo es muy
superior. También en este caso existen modelos superpuestos, que presentan un error similar, por
lo que la seleccién de valores de los hiperparametros se llevara a cabo con un triple criterio:
minimizando el error, evitando sobre-entrenamiento y ademas buscando las combinaciones de
hiperparametros mas sencillas.

En la Figura 35 se observa que existe sobre-entrenamiento cuando se incrementa la profundidad
del arbol. El error de los modelos en el entrenamiento disminuye de manera mas significativa que
cuando se aplican los mismos modelos al periodo de validacion. Al aumentar el tamario del arbol,
el modelo es mas complejo teniendo capacidad de aprender patrones mas detallados, pero
adquiriendo una sensibilidad excesiva a las caracteristicas especificas de los datos y, por lo tanto,
el modelo se sobre-ajusta. La Figura 35 muestra también la importancia de optimizar los
hiperparametros en este algoritmo, ya que segun la eleccion de estos el error del modelo es muy
superior. También en este caso existen modelos superpuestos, que presentan un error similar, por
lo que la seleccion de valores de los hiperparametros se llevara a cabo con un triple criterio:
minimizando el error, evitando sobre-entrenamiento y ademas buscando las combinaciones de
hiperparametros mas sencillas.

Para observar el comportamiento del error segun varia la profundidad del arbol, se presenta la
Figura 36, formada por tres graficas una para cada planta. En esta figura se representan el error
de los resultados tanto con los datos de entrenamiento como de su aplicacion al periodo de
validacion. Para que la visualizacién sea mejor se representan solo el conjunto de modelos con
valor de tasa de muestreo de 0.5 y valores de profundidad entre 1y 5. No se toman valores mas
altos de profundidad, porque la Figura 35 indicaba, que si se superaban estos valores habia sobre-
entrenamiento del modelo. En cada una de las graficas se muestra el error de los modelos frente
al numero de arboles, con diferente color se indican los valores de profundidad considerados en
cada modelo y con diferente simbolo si se trata de un error de los modelos con los datos de
entrenamiento o de la aplicacidn al periodo de validacion.

En la Figura 36, se puede observar en detalle el sobre-entrenamiento de los modelos. El criterio
adoptado para evitar el sobreajuste es que la diferencia entre el error nRMSE del periodo de
entrenamiento y del periodo de validacién sea inferior a 5-10 2. Con este criterio y buscando
minimizar el error, la profundidad recomendable es 2 para la planta PV1, 4 para la planta PV2,y 3
para la planta PV3.
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Figura 35. Representacion del error de los modelos generados en la busqueda. (GB). Aplicacion generacion PV
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Figura 36. Detalle del error de los modelos generados en la busqueda. (GB, T. Muestreo=0.5, Profundidad entre 1
y 5). Aplicacion generacion PV
Para observar la influencia de la tasa de muestreo sobre el error se seleccionan un conjunto de
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modelos para cada planta, cada uno con su profundidad correspondiente ya seleccionada, y se
varia la tasa de muestreo entre los valores 0.1, 0.5, y 0.9, cubriendo el rango completo de este
hiperparametro. Los errores de los resultados de estos modelos se representan en la Figura 37,
donde una vez més se representa para cada planta una grafica en la cual en el eje de abscisas se
muestran el numero de arboles, en el eje de ordenadas el error de los modelos, y con color se
indican los valores de la tasa de muestreo.

Planta
PV1 PV2 PV3
8
6
<
iy
04
=
[
o
2
0
0 1000 2000 0 1000 | 2000 0 1000 2000
N° Arboles

T.Muestreo 0.1 0.5 0.9

Figura 37. Detalle del error de los modelos generados en la busqueda. (GB, Profundidad= 2, 4 y 3 para las plantas
PV1, PV2 y PV3 respectivamente, muestra de T. Muestreo). Aplicacidn generacién PV

La Figura 37, corrobora que la tasa de muestreo influye muy poco en el error de los modelos, ya
que este esta practicamente superpuesto en todas las opciones.

El aumento del numero de arboles presenta un comportamiento asintotico en el error, es decir, un
aumento de los mismos consigue una disminucion del error, sin embargo, a partir de un
determinado valor, el error se estabiliza. El nimero de arboles 6ptimo para unos mismos valores
de profundidad sera el menor numero de arboles tal que al aumentar estos, el error no disminuya
significativamente, considerando como criterio de estabilidad, el mismo que el del modelo RF,
ecuacion (24).

En las tablas, Tabla 11 a Tabla 13, se presentan una muestra de 279 combinaciones de
hiperparametros, con una profundidad predefinida que evita el sobre-entrenamiento, variando la
tasa de muestreo en todo su rango de estudio y el nimero de arboles entre los valores de 1000 y
2500 con un incremento constante de 50 en 50. Las tablas se han coloreado con el rango del error,
de manera que los mejores modelos estan en verde. La eleccion se llevara acabo segun el criterio
de mayor simplicidad.

Asi para la planta PV1, Tabla 11, se observa una convergencia hacia las combinaciones con mayor
numero de arboles y valores de tasa de muestreo intermedios. Aplicando el criterio de estabilidad
y sencillez, la tasa seleccionada es 0.4, y el niumero de arboles, en torno a los 2400, y si se busca
el dato concreto, no representado en la tabla, 2430 arboles.
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Tabla 11. Error nRMSE. Seleccion de hiperparametros de los modelos GB en PV1. Aplicacién generacion PV

PV1

1000
1050
1100
1150
1200
1250
1300
1350
1400
1450
1500
1550
1600
1650
1700
1750
1800
1850
1900
1950
2000
2050
2100
2150
2200
2250
2300
2350
2400
2450
2500

N° Arboles

Tabla 12
Pv2

1000
1050
1100
1150
1200
1250
1300
1350
1400
1450
1500
1550
1600
1650
1700
1750
1800
1850
1900
1950
2000
2050
2100
2150
2200
2250
2300
2350
2400
2450
2500

N° Arboles

0.1

. Error nRMSE. Seleccion de hiperparametros de los modelos GB en PV2. Aplicacién generacién PV

0.1

02
5.767
5.768
5.762
5.756
5.750
5.747
5.740
5.738
5.731
5.728
5.732
5724
5.714
5.718
5713
5711
5.707
5.7110
5.7115
5712
5712
5.707
5.704
5.698
5.699
5.699
5.704
5.699
5.694
5.693
5692

02
2.161
2142
2148
2.144
2.146
2.149
2.144
2.147
2.143
2.147
2.151
2.152
2.158
2,142
2.152
2142
2143
2.144
2144
2143
2.140
2136
2137
2135
2139
2,130
2135
2.136
2122
217
2120

03
5721
5.707
5.704
5699
5701
5.701
5.696
5692
5692
5688
5686
5.690
5687
5682
5.680
5.680
5673
5673
5676

03
2.140
2.136
21371
2132
2132
2127
2421
2122
2124
2122
2126
2120
2124
2.130
2124
2123
2122
2124
2123
2.118
2115

2112

04
5716
5117
5.709
5.712
5.707
5.701
5698
5694
5693
5688
5694
5696
5694
5687
5685
5689
5687
5.680
5680
5679
5676
5671
5670

04
2.140
2134
2141
2138
2135
2124

2122
2.118
2118
2115
2119
2127
2127
2126
2118
2417
2116
2117
2115
2116
2114
2120
2116
2120
2117
2113
2114
2114
2114
2113

T. Muestreo
05
5.693
5.692
5.685
5.679
5.682
5.679
5673
5677
5.676
5.672
5.667

T. Muestreo
05
2.150
2143
2135
2134
2132
2130
2129
2129
2129
2.129
2124
2123
2120
2120
2120
2120
2120
2120
2120
2120
2120
2120
2120
2120
2120
2,120
2120
2120
2120
2120
2120

0.6
5.687
5.685
5679
5679
5674
5673
5674
5674
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673
5673

0.6
2.148
2.145
2145
2.142
2.140
2135
2128
2128
2126
2125
2124
2121
2421
2421
2121
2421
2121
2121
2421
2421
2421
2121
2421
2421
2121
2121
2421
2121
2421
2421
2421

0.7
5689
5681
5677
5679
5679
5678
5673
5670
5670
5670
5670
5670
5670
5670
5670
5670
5670
5670
5670
5870
5670
5670
5670
5670
5670
5670
5670
5670
5670
58670
5670

07
2142
2.142
2139
2135
2134
2133
2130
2129
2130
2124
2120
2128
2125
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124
2124

08
5670
5667
5665
5666
5.666
5666
5666
5666
5666
5.666
5666
5666
5666
5666
5666
5.666
5666
5666
5666
5.666
5666
5666
5666
5666
5666
5.666
5,666
5666
5666
5666
5666

08
2.140
21371
2133
2131
2129
2130
2.128
2125
2.125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2125
2.125
2125
2125
2125
2125
2125

09
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699
5.699

09
2.145
2140
2139
21371
2132
2130
2121
2127
2427
2121
2127
2127
2127
2121
2427
2127
2127
2127
2127
21271
2121
2127
2127
2127
2127
2127
2121
2127
2121
2127
2121

En el caso de la planta PV2, Tabla 12, se repite el mismo patrén, nimero de valores de arboles
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altos con tasas de muestreo intermedias, siendo también el valor seleccionado para tasa de
muestreo 0.4. El numero de arboles en esta planta es algo menor, en torno a los 1300 y en concreto
se seleccionan 1280 arboles.

Tabla 13. Error nRMSE. Seleccion de hiperparametros de los modelos GB en PV3. Aplicacién generaciéon PV

PV3 T. Muestreo
0.1 02 03 04 05 06 07 08 09
1000 363 3201 3262 3226 3207 3200 3204 3203 3192
1050 3286 3261 3222 3221 3194 3194 3203 3191
1100 3.280 3252 3216 3219 3185 3192 3.200 3191
1150 3278 3249 3214 3217 | : 3200 3191
1200 3275 3247 3208 3214 3.200 3191
1250 3.269 3243 3203 3217 3.200 3191
1300 3.266 3242 3195 3209 3.200 3191
1350 3.265 3237 3188 3.206 3.200 3191
1400 3271 3234 3186 3.205 3200 3191
1450 3273 3231 3201 3.200 3191
1500 3271 3234 3203 3200 3191
1550 3267 3234 3205 3200 3191
1600 3.265 3236 3204 3.200 3191
w 1650 3262 3235 3203 3200 3191
.%’ 1700 3.266 3233 3199 3.200 3191
< 1750 3.265 3232 3495 3200 3191
= 1800 3264 3232 3194 3200 3191
1850 3263 3231 3194 3.200 3191
1900 3.262 3229 3194 3.200 3191
1950 3260 3229 3194 3.200 3191
2000 3.256 3229 3194 3.200 3191
2050 3.255 3231 3194 3.200 3191
2100 3254 3230 3194 3.200 3101
2150 3252 3230 3194 3.200 3191
2200 3.251 3228 3194 3.200 3191
2250 3247 3230 3194 3.200 3191
2300 3249 3230 3194 3200 3191
2350 3.250 3228 3104 3.200 3101
2400 3.249 3227 3.194 3200 3191
2450 3248 3228 3194 3200 3191
2500 3246 3224 3194 3.200 3191

En el caso de la planta PV3, Tabla 13, también se consigue minimizar el error con modelos
formados por muchos arboles, pero en este caso el valor de tasa de muestreo es algo mayor 0.7.
El numero de arboles también en torno a los 1300, y en concreto es el mismo valor que para la
planta PV2, 1280.

El resumen de los valores 6ptimos de los hiperpardmetros para el modelo GB, junto con el nimero
de modelos que intervienen en la seleccion se presenta en la Tabla 14.

Tabla 14. Hiperparametros 6ptimos de cada planta y nimero de modelos para su obtencién (GB). Aplicacion
generacion PV

Hiperparametros
T. Muestreo
Profundidad

N° Arboles

N° Modelos

Los errores de los modelos de los algoritmos de GB son similares a los errores de los algoritmos
con RF. La diferencia entre ambas técnicas es que GB utiliza una mayor cantidad de arboles, pero
cada uno de ellos muy pequefio. Este hecho, da agilidad y demanda menos carga computacional
en la aplicacion del modelo.
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Una vez definidos los hiperparametros para cada planta, se entrenan los modelos GB en cada una
de ellas para calcular sus parametros internos. Posteriormente se calcula la produccién con los

datos de prueba de cada una de las plantas. El resultado se presenta en la muestra de la Figura
38 y la Figura 39.

PV1 Pv2 PV3

-
]

o
=)

o
S

Produccion[A.U.]

— GB o Medida
Figura 38. Muestra del resultado del modelo GB. Aplicacion generacion PV

En la Figura 38 se observa que el modelo GB representa muy bien la realidad tanto a valores bajos
de produccién como a valores altos, ya que el modelo sigue fielmente las mediciones. En la Figura
39 se presentan todas las medidas del periodo de prueba y la estimacion de la produccion
realizada con el modelo, junto con la funcion identidad y la tendencia del resultado del modelo.

PV1 PVv2 PV3

Prediccion[A.U.]
o

o o

o o

o
)
&)

0O 025 05 075 1 0 025 05 075 1 0 025 05 075 1
Medida [A.U.]

Identidad Tendencia
Figura 39. Grafica de dispersion del resultado del modelo GB. Aplicacion generacién PV

Como se puede ver en la Figura 39, el modelo GB es adecuado para estimar la produccién de una
planta fotovoltaica, las tendencias y la funcidn identidad practicamente son coincidentes en las tres
plantas y la dispersion al igual que sucedia con los modelos RF y MLR es menor en la planta PV2,
intermedia en la planta PV3 y mas amplia que en las anteriores en la planta PV1.

De manera anéloga a los modelos RF y MLR, existe el modelo “Quantil Gradient Boosting” (QGB)
que permite calcular los intervalos de confianza del modelo. Una muestra de estos intervalos se

presenta en la Figura 40, en la cual, con lineas de diferentes colores, se indican los intervalos
segun el nivel de confianza y con puntos la medida de produccion.
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Figura 40. Muestra del intervalo de confianza del modelo QGB. Aplicacion generacién PV

La representacion de la muestra evaluada completa se expone en la Figura 41. En esta figura se
muestran las lineas de tendencia de la relacién de la medida con el resultado del modelo GB y
con el resultado de sus limites de confianza para el 90%, 95% y 99% de probabilidad. También
se representan la nube de dispersion de los datos que representa para cada medida la
prediccion del modelo GB. Comparando los intervalos de QGB con respecto a los intervalos
obtenidos en los modelos RF y MLR, se observa que la amplitud es bastante menor

PV1 PV2 PV3
1 1 1
—~0.8 —~0.8 7 —o08
3 5 %7 3
<€
S06 Zo06 Z o6}
S S S
8 0.4 8 0.4 S 0.4
5 U B 35 U
o 2 o
Qo2 4+ @ 0.2} @ 0.2}
D i i i n 0 i i i i 0 i " i i
0 02 04 06 08 1 0 02 04 06 08 1 0 02 04 06 08 1
Medida [A.U.] Medida [A.U.] Medida [A.U.]
GB 90% 95% — 99% — GB

Figura 41. Resultado del intervalo de confianza del modelo QGB. Aplicacion generacion PV
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En la Figura 41 puede observarse la asimetria de los intervalos. En la planta PV1 los intervalos
son méas amplios y para los intervalos de confianza superiores al 90% el limite inferior se mantiene
constante en cero. En las otras dos plantas la amplitud de los limites de confianza es inferior siendo
la menor amplitud en la planta PV2.

Los errores del modelo GB, son del mismo orden que los encontrados con RF, sin embargo, la
amplitud de los intervalos es inferior, y la demanda computacional menor al trabajar con arboles
mas pequefios, por lo que puede ser una buena opcidn para modelizar la produccion de una planta
fotovoltaica.

Redes neuronales

Los algoritmos basados en redes neuronales [66] y en particular las MPNN tienen un amplio rango
de hiperpardmetros que ajustar para optimizar el modelo. En este estudio se han seleccionado
como hiperparametros a optimizar el nimero de capas ocultas (N° Capas), el numero de neuronas
en cada capa (N° Neuronas), la tasa de aprendizaje “Learning Rate” (T. Aprendizaje), y las tasas
de descarte de datos empleados en el aprendizaje en cada capa oculta que se conocen con la
denominacién anglosajona “Dropout” (T. Descarte) y de la capa de entrada “Input dropout” (T.
Descarte inicial).

El niumero de capas ocultas y de neuronas definen la forma de la red del modelo. Cuantas mas
capas tiene un modelo y mas neuronas existan en cada capa mas complejo es, mas capacidad
para encontrar relaciones mas precisas Yy, por tanto, se espera que disminuya el error. Pero esto
no es siempre asi, a veces un exceso de capas y neuronas confunden al modelo y causan sobre-
entrenamientos, ademas de que el tiempo 'y, por tanto, la carga de computacion aumenta haciendo
inviable su procesado.

La tasa de aprendizaje define la velocidad a la que aprende el modelo, un modelo que aprende
muy deprisa puede no llegar a conseguir los errores minimos, y viceversa un modelo que aprende
muy lento puede no llegar a converger.

La tasa de descarte es el porcentaje de datos de la muestra que se excluyen en una iteracién del
modelo. Se puede definir una tasa de descarte por cada capa oculta y para la capa de entrada
Este hiperparametro ayuda a agilizar el entrenamiento del modelo y previene el sobre-
entrenamiento al conseguir diversidad en las iteraciones de la red.

El numero de hiperparametros que se consideran y el amplio rango de valores que pueden tener
alguno de ellos, impiden aplicar una busqueda de sus valores en malla. De todas las consideradas
en este trabajo, la técnica mas adecuada para seleccionar los valores de hiperparametros en las
redes neuronales es el método de busqueda de hiper-banda [186].

En el algoritmo de busqueda, el criterio de parada impuesto estd determinado por la cantidad
maxima de recursos que puede asignarse a una Unica configuracion, y n, que es la entrada que
controla la proporcion de configuraciones descartadas en cada ronda de divisiones sucesivas. Los
recursos asignados coinciden con el numero de pasadas del modelo en el entrenamiento “epoch”
que en este caso de estudio es de 81, y el valor de n es 3, con estos parametros el nimero de
configuraciones generadas es 10550.
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Ademas, para tener una muestra con un volumen alto de combinaciones se ejecuta el algoritmo
de optimizaciéon varias veces generando diferentes baterias de pruebas. Cada prueba
correspondera a aplicar el algoritmo a una planta concreta y a un modelo con un nimero
determinado de capas ocultas concreto, lo que implica definir a priori también el nUmero maximo
de capas ocultas que se va a comprobar. En una primera aproximacion se considera que el nimero
maximo de capas puede ser tres, valor que se verificard y en caso de no ser correcto se aumentara
repitiendo el proceso tantas veces como sea necesario.

Trabajar con tres plantas y modelos de una, dos y tres capas genera nueve baterias de pruebas
en las que en cada una se habran seleccionado 10550 modelos. Esto implica un total de 94.950
modelos y de los cuales cada planta tendra un total 31650 modelos seleccionados. Los
hiperparametros de ajuste del método de hiper-banda se muestran en la Tabla 15. La Figura 42
representa el error NRMSE de todos modelos

N° Capas
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30
X 25
> & 20
=
¥ 15
o
10
0 225 500 0 225 500 0 225 500
1 2 3
30
3
~ b7 20
> wn
o=
X 10
0 225 500 O 225 500 0 225 500
1 2 3
30
£
0§
o=
ad
< 10
0 225 500 0 225 500 0 225 500
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T. Descarte inicial

Figura 42. Representacion del error de todos los modelos generados en la busqueda. Método de hiper-banda
(ANN). Aplicacién generacién PV
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La Figura 42 representa el error nRMSE de los modelos, organizados en nueve gréficos distintos,
cada uno correspondiente a una prueba especifica. Los graficos estan dispuestos de tal manera
que cada fila representa una planta, mientras que cada columna muestra los graficos con el mismo
numero de capas ocultas en sus modelos. En cada grafico, se han seleccionado unicamente los
3400 modelos con el error mas bajo, excluyendo aquellos con errores significativamente altos. En
ellas se representa el error de los modelos en funcion del nimero de neuronas en la primera capa
oculta. Ademas, se utilizan diferentes colores para indicar la tasa de descarte inicial.

El andlisis de la Figura 42 proporciona informacion valiosa sobre la optimizacion de los
hiperparametros en los modelos. Al ajustar los hiperpardmetros adecuadamente, se logra reducir
el error en los modelos, a veces en un factor de casi 10 en comparacion con los valores iniciales.

Ademas, se observa una superposicion visible de modelos, lo que sugiere que existen multiples
combinaciones de hiperparametros que logran resultados similares en términos de error.

La superposicion de los errores de los modelos indica que no hay una unica configuracién de
hiperparametros que sea la mejor, sino que existen diferentes combinaciones validas que pueden
producir resultados similares y por tanto la eleccién de los mismos seguira el principio de maxima
simplicidad. También permite verificar, que visualizar solo en el analisis los 3400 mejores modelos
de cada prueba es suficiente ya que la muestra representada cubre un amplio rango de valores
de errores concentrando ademas modelos con errores minimos con un comportamiento asintético.

Los modelos de 3 capas, mas complicados, presentan un error similar o incluso mayor a los
modelos de menos capas. Este hecho verifica que no es necesario ampliar la busqueda a modelos
de mas capas. Ademas, observando la Figura 42, se puede determinar que el nimero menor y
suficiente de capas ocultas para las plantas PV2 y PV3 es 1, mientras que para la planta PV1,
podria ser tanto 1 como 2 capas ocultas las 6ptimas para el modelo.

Por Ultimo, se observa que en todas las pruebas realizadas la tasa de descarte inicial es nula para
minimizar el error, es decir es mejor trabajar con todas las observaciones en la capa de entrada.

Considerando las selecciones previas, se representan de nuevo solo los modelos de una y dos
capas ocultas para la planta PV1, y los modelos de una capa oculta para las plantas PV2 'y PV3,
y que cumplen que no tienen tasa de descarte inicial, Figura 43. En esta figura se muestran tres
gréficas, una para cada planta, en cada grafica se representa el error en funcién de las neuronas
de la capa 1, y se muestra la tasa de aprendizaje con diferente color.

En la Figura 43, se observa que las elecciones realizadas hasta el momento conservan los valores
minimos de errores y que ademas estos son similares a los que se alcanzaban con los modelos
anteriores. Ademas, la tasa de aprendizaje no tiene una gran influencia sobre el error. Con
cualquiera de los tres valores se puede llegar a alcanzar el minimo error, por lo que se va a
considerar el mas pequefio, 104, para estar del lado de la seguridad al minimizar la velocidad del
aprendizaje.
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Planta
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Figura 43. Detalle del error de los modelos generados en la busqueda. Barridol (ANN, T. Descarte inicial nula,
N2 Capas: la planta PV1, 1-2, y para las plantas PV2 y PV3, 1 capa). Aplicacion generacion PV

Aplicando este nuevo criterio discriminatorio el volumen de modelos deja de ser representativo
para identificar los hiperparametros que faltan por estudiar, como las tasas de descarte y las
neuronas de las capas ocultas. Por ese motivo se complementa el estudio con una busqueda
aleatoria “Random Search”, que permitira buscar modelos con valores de hiperparametros
aleatorios, en este caso dentro del rango de valores que se ha seleccionado hasta el momento,
poblando asi de nuevos valores el rango de hiperparametros de interés.

Se realizan en este caso una bateria de 4 pruebas, una por planta y en el caso de la planta PV1
se realizan dos porque se prueban por separado los modelos de 1y 2 capas. El criterio de parada
es de un maximo de 4000 modelos. Los rangos de hiperparametros se resumen en la Tabla 16,
donde los hiperpardmetros definidos por la busqueda anterior se mantienen fijos.

Tabla 16. Rango de valores de los hiperparametros y nimeros de modelos generados en la busqueda. Método
busqueda aleatoria (ANN). Aplicacién generacion PV

PV1 PV2 PV3
Prueba 1 2 3 4
N° Capas 1 2 1 1
T. Aprendizaje 0.0001 0.0001 0.0001 0.0001
T. Descarte inicial 0 0 0 0
0-0.3 0-0.3
T. Descarte capa 1 delta 0.1 delta 0.1 0-0.3 delta 0.1 0-0.3 delta 0.1
0-0.3
T. Descarte capa 2 - delta 0.1 - -
, 2-512 350-512
Units capa 1 delta 1 delta 1 2-512 delta 1 2-512 delta 1
, 350-512
Units capa 2 delta 1 - -
N° Modelos 4000 4000 4000 4000

La representacion grafica de todos los modelos seleccionados de la primera busqueda con método
de hiper-banda junto con los modelos de la busqueda aleatoria en cada planta se presenta en la
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Figura 44. La figura esta formada por cinco graficas diferentes en las que se presentan los errores
de los modelos en funcién del nimero de neuronas de la primera capa o de la segunda capa. Las
gréficas estan ordenadas por filas, en cada fila se representa una prueba diferente. Asi en la
primera fila hay solo una grafica que corresponde a la representacidn de los modelos de una capa
de la planta PV1. Por lo tanto, el error esta solo en funcién de las neuronas de la primera capa y
con color se representa el valor de la tasa de descarte de la primera capa. En la segunda fila hay
dos graficas porque el modelo tiene dos capas y se ha discriminado la representacion del error en
dos graficas cada una de ellas en funcion de las neuronas de la primera o de la segunda capa. En
cada una de las graficas se indica la tasa de descarte de la primera capa con color y el de la
segunda capa con simbolo. En la tercera y cuarta fila se representan las mismas gréficas que en

la primera fila, pero para las plantas PV2 y PV3.
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Figura 44. Representacion del error de los modelos generados en la busqueda. Barrido1&2 (ANN, T. Descarte
inicial nula, N2 Capas: la planta PV1, 1-2, y para las plantas PV2 y PV3, 1 capa, T. Aprendizaje=10-4). Aplicacion

generacion PV
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En la Figura 44, se observa que en la planta PV1, se consigue minimizar el error cuando se trabaja
con modelos de dos capas con tasas de descarte para las capas ocultas nulas. Los modelos de
las plantas PV2 y PV3 muestran que las tasas de descarte que minimizan el error son
respectivamente las de valor 0y 0.1.

El comportamiento de las neuronas en todos los casos es asintotico, por lo que el criterio de
busqueda del numero de neuronas es en base a la estabilidad del modelo y el minimo error. En el
caso de las plantas PV2 y PV3 las neuronas de la capa 1 que estabilizan el error en una diferencia
de 103, son los valores de 204 y 114 respectivamente. En el caso de la planta PV1, los valores de
las neuronas de cada capa estan relacionados, por lo que se realiza un anélisis mas detallado,
(ver Tabla 17).

En la Tabla 17 se muestra la relacion entre las neuronas de la capa 1y 2. Escogiendo los modelos
mas sencillos que mantengan el error NRMSE en un rango bajo, la mejor opcidn es en torno a 240
neuronas para la capa 1 y 470 neuronas para la capa dos, y en concreto 239 y 475
respectivamente en las capas ocultas 1y 2.

Segun estos criterios y anélisis aplicados para definir el numero de neuronas, los hiperparametros
para las redes neuronales, junto con el nimero de modelos que han intervenido en la seleccion,
se adjuntan en la Tabla 18.

El ajuste de hiperparametros que se obtiene con las redes neuronales indica que los errores que
se alcanzaran seran ligeramente mas altos que los de los otros modelos. También se observa que
la complejidad de la red va en funcion de la dificultad para modelizar las relaciones entre las
variables de las plantas, siendo la red mas compleja la de la planta PV1. También se observa
como la planta PV3 que tiene mas variables se optimiza con una tasa de descarte de la primera
capa oculta ligeramente mas alta a los de los otros modelos.

Tabla 17. Error nRMSE. Seleccion de hiperparametros de los modelos ANN en PV1. Aplicacion generacién PV

PVl N° Meuronas 2
400 410 420 430 440 450 460 470 480 490 500
20 6.485 6.615 6.446

100 6.576 6.493 6.587 6748 6.500 6.510 6.508 6.578 6775
110 6.524 6.384
120 6.608 6.458 6.390 6.519 6.471
140 6.594 6.660 6.551 6.432
150 6.488 6.465
160 ) ) 6.461 6.480 6.472
170 | 6817 6.425

E 180 6.592 6.410 6.399 6.602

5 190 6.521

E 200 6.441 6.433 6.534 6.639

5 210 6.529 6.528 6.393 6.379 6.478 6.539
220 6.518 6.357 6.480 6.383 6.438
230 6.506 6.462 6.371 6.450
240 6.447 6.379 6.406 6.457 6.327
250 6.370 6.473 6.402
260 6.659 6.738 6.473 6.361
270 6.557 6.423 6.306
280 6.527
290 6.352 6799 6.361 6317
300 6.388

Tabla 18. Hiperparametros 6ptimos de cada planta y numeros de modelos para su obtencion (ANN). Aplicacion
generacion PV
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PV1 PV2 PV3
2 1 1

T. Aprendizaje 0.0001 0.0001 0.0001
T. Descarte inicial 0 0 0
T. Descarte 1 0 0 0.1
T. Descarte 2 0 - -
N° Neuronas 1 239 204 114
N° Neuronas 2 475 - -
N° Modelos 39650 35650 35650

A continuacién, se entrenan los modelos para calcular los pardmetros en cada planta y se estiman
los resultados para el periodo de prueba. Una muestra de estos resultados se presenta en la Figura
45. En el ejemplo representado se observa que este modelo mejora el resultado del MLR, pero no
reproduce las medidas como los modelos basados en arboles de decisidn en el rango de las

producciones altas.
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=— ANN = Medida
Figura 45. Muestra del resultado del modelo ANN. Aplicacién generaciéon PV

La representacion del periodo completo en la gréfica de dispersion muestra la relacién de la medida
de generacion con la estimacion del modelo junto con su tendencia y la funcién identidad, (ver

Figura 46).
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Figura 46. Grafica de dispersion del resultado del modelo ANN. Aplicacion generacion PV

Estudiando el periodo de prueba completo representado en la Figura 46, se observa que en la
planta PV1 la tendencia del modelo es ligeramente diferente a la funcién identidad. En el caso de
las plantas PV2 y PV3 las lineas de tendencia y de identidad son coincidentes y por tanto la
precision de los modelos de ANN parece similar a los modelos basados en arboles de decision.
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En cuanto a la dispersion de los datos se mantiene la tendencia observada con los anteriores
modelos, la menor dispersion la presenta la planta PV2, seguida de la planta PV3 y de la planta
PV1.

Los intervalos de confianza del modelo se calculan modificando las capas de salida de la red para
tener una distribucion Normal de soluciones sobre las que se puede aplicar un intervalo con nivel
de confianza del 90%, 95% y 99%. Esta modificacién se lleva a cabo mediante la incorporacion de
la capa "layer_distribution_lambda", como capa de salida, donde el parametro lambda de la capa
indica el tipo de distribucion en el que se presenta la salida que en este caso es la distribucion
Normal.

Para automatizar este proceso, se incorpora una capa adicional en el modelo de la red neuronal
llamada "layer-variable".[208]. Esta capa genera estimaciones puntuales de manera iterativa,
donde en cada iteracion se introducen variaciones en los parametros del modelo.

El resultado se muestra en la Figura 47, en la cual los intervalos se trazan mediante lineas de
colores, cada color representa un nivel de confianza, también se muestra en el resultado del
modelo ANN y las medidas reales. En esta figura se aprecia la simetria de los intervalos.
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Figura 47. Muestra del intervalo de confianza del modelo ANN. Aplicacion generacién PV
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La Figura 48, muestra las lineas de tendencias de la relacién de la medida con el resultado del
modelo y de la medida con los diferentes intervalos. El espacio entre estas lineas se sombrea con
colores distintos para indicar la probabilidad correspondiente a cada intervalo. Ademas, se incluye
la nube de dispersion de puntos correspondiente a la medida y la prediccion del modelo ANN.
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Figura 48. Resultado del intervalo de confianza del modelo ANN. Aplicacién generacién PV

Observando la Figura 48, se ve que los intervalos son muy ajustados, presentando cierta simetria,
que no es habitual en la produccion de las plantas fotovoltaicas, cuyo maximo de produccion esta
limitado por la capacidad del inversor y mientras que el minimo puede llegar al valor nulo.

3.4. Discusion de los resultados

Para valorar y comparar los modelos se calculan las métricas definidas en la Seccién 2.7, nRMSE,
nMAE, nBIAS, SS [227] y la mediana de la amplitud del intervalo en tanto por ciento con los tres
niveles de confianza estimados en todos los escenarios de trabajo definidos con los cuatro
modelos aplicados a tres plantas de estudio.

Las métricas comparan los resultados de los modelos con la realidad atendiendo a diferentes
relaciones matematicas que cubren todos los aspectos de su comportamiento. Los resultados
seran ademas las magnitudes que serviran para comparar los modelos entre ellos. El resumen de
los calculos de las métricas se presenta en la Tabla 19.

Tal y como se observa en la Tabla 19, en los dos errores calculados, nRMSE y nMAE, en
cualquiera de las tres plantas, los modelos de ML presentan menor valor respecto a MLR, lo que
significa que los modelos mas complejos son capaces de captar mejor el comportamiento de las
plantas. Respecto al sesgo de los modelos su valor es siempre muy bajo independientemente del
modelo del que se trate. Si se analiza el valor de SS, que indica la mejora respecto a la referencia,
MLR, se observa como todos los modelos més avanzados mejoran al base, siendo los modelos
GB y RF, los que muestran una mejora significativa. Y de estos dos, en términos de estimacion
puntual, el modelo RF resulta ligeramente el mas preciso de todos.

Por otro lado, al analizar la incertidumbre de los modelos, se observa que los intervalos de
confianza obtenidos para el modelo RF son demasiado amplios. En contraste, los modelos GB y
ANN presentan intervalos mas estrechos, lo que indica una mayor precision en la estimacion de la
incertidumbre. Entre ellos se diferencian sustancialmente en el nivel de confianza del 99% ya que
las redes neuronales tienden a hacer simétrico el intervalo de confianza.
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Ademas de la precision y la incertidumbre, también se debe considerar la demanda computacional
y la complejidad de los modelos. Tanto el RF como las ANN requieren una mayor capacidad
computacional, y las ANN son més complejas en comparacidn con los otros modelos. Teniendo
en cuenta estos factores y los resultados compensados obtenidos por el modelo GB, se concluye
que el modelo “Gradient Boosting (GB)” es el mas adecuado para estimar la produccion en una
planta de gran tamario con falta de uniformidad en la irradiancia de los equipos de medida y la
generacion.
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Aplicacidn de los modelos ML al célculo de la irradiancia

4.1. Introduccion

La irradiancia es la variable que mas afecta a la precision de la estimacion de la produccion de un
sistema fotovoltaico. Para garantizar resultados precisos en dicha estimacion, es necesario
asegurar la calidad de los datos de la medida de la irradiancia. Sin embargo, la verificacion de esta
variable no es una tarea sencilla, ya que tiene un comportamiento periédico interrumpido por
cambios rapidos e impredecibles. Por ejemplo, la medida de irradiancia puede pasar, en las horas
centrales del dia, de valores maximos a minimos debido a la aparicion de sombras o nubosidad,
sin que ello signifique un error en la medicion.

Este hecho, hace que los métodos estadisticos de filtrado y deteccién de cambios de
comportamiento, que suelen ser efectivos para identificar medidas anémalas en otras variables,
no resulten utiles en el caso de la irradiancia [229]. Para garantizar la calidad de esta variable, se
aplica un proceso similar al descrito en el analisis de la produccion de las instalaciones
fotovoltaicas. Este proceso implica la modelizacién de una referencia de la variable irradiancia, con
la que se pueda comparar la sefial medida e identificar posibles anomalias en la medicién de la
misma.

En este capitulo se lleva a cabo la estimacion de la irradiancia a partir de variables medidas en las
estaciones meteorologicas, y utilizando algoritmos basados en metodologias de RF, GB y ANN.
La analogia en la metodologia con el estudio de la produccion permite ademas analizar las
diferencias en el comportamiento de los algoritmos seleccionados al trabajar con otras variables y
propdsito.

Los resultados obtenidos de los diferentes algoritmos se comparan con los obtenidos con el
algoritmo MLR. Este algoritmo se utiliza como referencia para determinar cual de los métodos es
mas apropiado para estimar la irradiacion, a partir de variables meteoroldgicas, medidas en la
estacion meteoroldgica, sin incluir sensores o camaras adicionales.

Disponer de un algoritmo, capaz de calcular la irradiancia, cuando esta no se mide directamente
en las plantas, es un valor afadido ya que su resultado ademas de ser utilizado para identificar
anomalias en la medida puede ayudar a conocer la eficiencia de las plantas y contrastar el
recurso existente en los emplazamientos con las bases de datos disponibles.

Para llevar a cabo el estudio se trabaja con una estacién de medicion y en base a las variables
meteorologicas medidas de la estacion se determinara la Irradiancia Global Horizontal con las
cuatro técnicas mencionadas, MLR, RF, GB y ANN. Para definir los modelos de los algoritmos de
ML se buscan los hiperparametros adecuados, se entrenan para determinar los parametros y se
calcula la irrandiancia. El resultado se completa calculando el intervalo de confianza para la
estimacion realizada.

El capitulo se organiza exponiendo primero la metodologia utilizada, y, posteriormente, se
presentaran y discutiran los resultados obtenidos.
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4.2. Metodologia

La metodologia de trabajo es similar a la utilizada en el Capitulo 3. La diferencia esencial reside
en que para los modelos que estiman la irradiancia se utiliza un modelo paramétrico previo para
calcular lairradiancia tetrica. Este dato, junto con las medidas de la torre meteoroldgica, se utilizan
para obtener los modelos para cada algoritmo seleccionado. A continuacion, se describe la
estacion meteoroldgica utilizada en el estudio.

Descripcion de la estacion de medicion

Para llevar a cabo este estudio, se trabaja con la estacién de medicidn ubicada en la planta PV1.
Dicha estacién cuenta con diversos instrumentos para medir variables
meteoroldgicas, tales como un pirandmetro para medir la irradiancia global
horizontal, un termo-higrémetro para medir la temperatura y humedad
ambiente, un anemometro para medir la velocidad del viento, una veleta para
medir la direccidn del viento y un barometro para medir la presidn atmosférica.
La disposicion de estos sensores se puede observar en la Figura 49.

Las mediciones meteoroldgicas se realizan cada tres segundos y se registran
las medias de los datos obtenidos en intervalos de diez minutos. Por lo tanto,
los datos utilizados en este estudio seran medias de diez minutos.

Ademas de los sensores mencionados, la estacion meteorol6gica cuenta con
un registrador capaz de almacenar la informaciéon y grabar los datos
promediados cada intervalo de diez minutos registrando la fecha y hora
ademas del valor de las distintas variables. Para alimentar al registrador, se
3 | dispone de una placa fotovoltaica, una bateria y un regulador. La informacion
Figura 49. Estacién € transfiere al SCADA de la planta mediante un sistema de fibra dptica,
meteorolgica  qdonde |os datos se integran con el resto de las sefiales de la planta.

Las variables climatologicas que se miden en la estacion y que pueden influir

en la irradiancia (IR) son la temperatura ambiente (Tamo), la humedad (H), la
presion (B) y la velocidad del viento (Vel). Estas variables determinan las condiciones atmosféricas
y, por lo tanto, la claridad del cielo, junto con otras variables no medidas como la contaminacion o
el nivel de particulas. Se utilizan, ademas, las etiquetas temporales fecha y hora, porque
proporcionan informacion sobre la posicion del sol, necesaria para obtener la irradiancia teérica.

Metodologia de trabajo

La descripcidon del procedimiento empleado para estimar la irradiancia a partir de datos
meteorol6gicos medidos en la estacion, la fecha, y hora, la ubicacién geogréfica y la altitud del
terreno, se presenta en la Figura 50.
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Figura 50. Flujo de trabajo para estimar la irradiancia

Seleccion de Informacién

En el algoritmo presentado, los datos provienen de dos fuentes distintas: la informacidn registrada
en la estacion de medicidn y la irradiancia tedrica que se recibe del Sol en el punto de la estacién
de medicion.

Las variables meteoroldgicas de la estacion de medicion, como la temperatura ambiente (Tamb), la
humedad (H), la presion (B) y la velocidad del viento (Vel), no presentan una correlacion clara con
la irradiancia (IR), como se muestra en los diferentes graficos de la Figura 51.

Segun la Figura 51, las correlaciones entre la irradiancia con la temperatura y la humedad son
mas altas que con la presion y la velocidad. A medida que aumenta la temperatura, también lo
hace la irradiancia, lo cual es previsible ya que las temperaturas mas altas se encuentran en dias
soleados. Lo mismo ocurre con la humedad que presenta una correlacién negativa: los dias de
lluvia, generalmente nublados, tienen una humedad superior a los dias secos y despejados. Sin
embargo, la presion y la velocidad del viento tienen un comportamiento indefinido. La presencia
de viento puede despejar las nubes, pero también puede ser un sintoma de nubosidad. En cuanto
a la presion, no hay tendencia.

La relacion combinada de estas variables induce a comportamientos confusos para los modelos y
a errores e incertidumbres muy grandes. Esto se debe a que combinaciones de los mismos valores
segun la época del afio y la ubicacion son indicativas de irradiancias completamente diferentes.
Por ejemplo, en latitudes Norte, tener 15°C de temperatura a medio dia en el mes de febrero es
un indicativo de un dia totalmente despejado. Sin embargo, ese mismo valor de temperatura a la
misma hora en agosto puede ser indicativo de un cielo totalmente nublado. De la misma forma, en
otra latitud también podria tener un significado diferente. Para solventar este problema, se incluyen
las variables temporales, la hora (h) y el mes (m), que se obtienen de la misma estacion de
medicion y la irradiancia tedrica.
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Figura 51. Correlacion entre las variables medidas en la estacion meteoroldgica y la irradiancia

A partir de la fecha, hora, minuto y de la ubicacién (latitud) de las planta se calcula la irradiancia
tedrica (IRworica) que llega a ese punto concreto de la tierra y que se obtiene con un modelo
paramétrico basado en geometria. Este modelo proporciona estimaciones de la irradiacion solar
que llega a la superficie en ausencia de nubes. En concreto se utiliza el algoritmo de cielo
despejado, “European Solar Radiation Atlas” (ESRA) que es un modelo desarrollado en el marco
del Atlas Digital Europeo de Radiacién Solar [145,230].

ESRA requiere del conocimiento de la ubicacion geografica, de la elevacién del terreno,
informacidn conocida de antemano y del factor de turbidez Linke “LinkeTurbidity Factor” [231,232].
El factor de turbidez Linke es una aproximacion para simular la absorciéon y dispersién atmosférica
de la radiacion solar en cielos despejados. Describe el espesor 6ptico de la atmésfera debido tanto
a la absorcion por el vapor de agua como a la absorcidn y dispersion por las particulas de aerosol
en relacién con una atmdsfera seca y limpia. Resume la turbidez de la atmésfera y, por lo tanto, la
atenuacion del haz directo de radiacién solar. Cuanto mayor sea su valor, mayor sera la atenuacion
de la radiacion por la atmésfera; es una medida de la transparencia de esta en ausencia de nubes.
Si el cielo estuviera perfectamente seco y limpio (azul profundo), el factor tendria un valor igual a
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la unidad. Cuando hay una gran cantidad de vapor de agua y el cielo toma una tonalidad casi
blanca, el factor tiene un valor mayor que 3; mientras que en ambientes con alta contaminacion
(con color grisaceo), puede llegar a valores entre 6 o 7. Estos valores se tabulan para cada
emplazamiento en forma de 12 valores mensuales. En este caso de estudio el conjunto de valores
son:{2.4,2.7,2.6,3.1,3.2,3.5,3.7,3.9,3.9,2.9, 2.7, 2.3} [231].

La irradiancia tedrica calculada con el modelo ESRA presenta un excelente resultado en los dias
soleados, como se muestra en la Figura 52. Sin embargo, este modelo no esta disefiado para
predecir situaciones de nubosidad, en los que no funciona bien.
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Figura 52. Comparacion entre irradiancia tedrica y medida en un dia nublado (a) y soleado (b)
Tratamiento y Normalizacién

Antes de incorporar los datos meteorolégicos en el modelo, se lleva a cabo un proceso de
tratamiento con el propdsito de garantizar la calidad y la coherencia de la informacién. Este proceso
abarca diversas etapas, incluyendo la recoleccion de datos proveniente de la estacion de medicion
y su sincronizacion con los datos del modelo ESRA, y la limpieza de posibles valores atipicos o
inconsistentes. Este proceso es fundamental para asegurar que los modelos aprendan de manera
efectiva y posteriormente puedan generar prondsticos adecuados en base a la informacion
proporcionada.

Una vez definidas las variables de trabajo, se normalizan para que sus valores estén en el rango
de 0 a 1, mediante la ecuacidn (22) de la Seccion 3.2. A excepcidn de las variables hora y mes
que requieren de un proceso especial. La distribucion de los valores numericos de estas variables
a lo largo del tiempo es un diente de sierra, que no tiene sentido para los modelos, ya que
diciembre y enero, cuyas caracteristicas solares son similares presentan el valor mas alto y méas
bajo respectivamente, y lo mismo sucede en las horas con el cambio de dia. Aplicando una
transformacion adecuada, es posible conseguir un efecto en estas variables que se corresponda
con el ciclo solar (ver Figura 53). Este proceso consta de dos pasos: primero se realiza un escalado
de los valores de la variable en el rango de 0 a ; y segundo, se calcula el seno de estos valores
siguiendo las ecuaciones correspondientes, y obteniendo asi un comportamiento acorde con el
comportamiento de la irradiancia (ver ecuacion (25)).
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h B
hora,= sen (%) mes,= sen ((mes-1)- %) (25)
En la figura Figura 53 se presentan los valores de las variables mes y hora, normalizados y sin

normalizar.

Valer =—\alor normalizado =——\alor =V alor normalizado

(a) (b)

Figura 53. Normalizacion (a) Mes y (b) Hora

Seleccion de hiperpardmetros y entrenamiento

Una vez normalizados los datos, se dividen de manera aleatoria en dos partes siguiendo un ratio
80/20 para tener un periodo de entrenamiento con el 80% de los datos y un periodo de prueba con
el 20% de los datos. El periodo de entrenamiento en el calculo de hiperparametros es a su vez
dividido de nuevo, en un ratio 80/20, para tener un periodo de validacion en los métodos de
busqueda de hiperparametros.

La busqueda de hiperparametros se realiza de manera anéloga a la estimacion de la produccion,
presentada en el Seccion 3.3. Una vez definidos los valores de hiperparametros, se entrenan los
modelos para determinar sus parametros internos. Con ello se dispone de cuatro modelos, uno
para cada metodologia, que permiten estimar la irradiancia.

Prediccién de la irradiancia e intervalos de confianza

Con los modelos definidos es posible estimar la irradiancia. Los datos de prueba alimentan a los
modelos, que generan predicciones basadas en los patrones aprendidos durante el entrenamiento.

La muestra de prueba se evalua con cada uno de los modelos, calculando la estimacidn puntual y
su intervalo de confianza. Para calcular el intervalo de confianza se verifica si la irradiancia tiene
una distribucion normal, tal y como ya se hizo para la produccion de un inversor. Para ello se
utilizan los métodos graficos, como la representacion de su distribucion y la gréfica de cuantiles
(ver Figura 54).

Al igual que sucedia con la produccion de los inversores, la irradiancia tampoco tiene una
distribucion normal. Los intervalos de confianza se calcularan con las mismas técnicas utilizadas
para el calculo de los intervalos de confianza de la produccién del inversor y presentados en la
seccion 2.6. Los resultados de todos los modelos se analizaran para evaluar cual de todos es mas
adecuado para esta aplicacion. Todos los algoritmos también se han programado en R, “R
programming language” [228].
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Figura 54. Histograma de la irradiancia (a) y grafica de cuantiles (b)

4.3. Aplicacion de los algoritmos a la prediccion de la
irradiancia

Regresion Lineal Multivariable

El modelo “Multiple Linear Regression” [214], necesita definir los parametros que son los
coeficientes 0 pesos [i que relacionan la irradiancia buscada con el resto de las variables que
intervienen en el modelo, de acuerdo a la ecuacién (26) que es una particularizacién de la
ecuacion (1) de la Seccidén 2.2 en la cual se tienen en cuenta todas las variables. Estos
coeficientes se calculan durante el entrenamiento, minimizando el error mediante el método de
minimos cuadrados (ver Tabla 20) .

yi= Bo+P1:IRteoricatP2: Tamp+f3-Vel+B4-H+Ps5-B+Bs-m+f7-h (26)

Tabla 20. Parametros del modelo MLR. Aplicacion estimacidn de irradiancia

Término Independiente (Bo) 0.0673

Coeficiente de la Irradiancia tedrica (1) 0.6050

Coeficiente de la Temperatura ambiente ((2) 0.0414

Coeficiente de la Velocidad (Bs) 0.0304

Coeficiente de la Humedad (B4) -0.1972

Coeficiente de la Presion (Bs) 0.0839

Coeficiente del Mes ([s) 0.0006

Coeficiente de la Hora (B7) -0.0013

La Tabla 20 presenta los coeficientes obtenidos tras el ajuste del modelo. Estos revelan que la
irradiancia teorica es la variable de mayor relevancia para el modelo, como era de esperar, aun
asi, el bajo valor obtenido se debe fundamentalmente a la presencia de nubes y sombras en parte
del periodo analizado. La humedad, con un coeficiente negativo que representa su relacion con la
irradiancia, es el segundo factor méas influyente. Le siguen en importancia la temperatura y la
velocidad del viento. La presion atmosférica ejerce la influencia mas débil en la radiacion, acorde
con las observaciones previas del analisis de correlacion en la Figura 51. En cuanto a las variables
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temporales, hora y mes, su impacto es menor comparado con el de las variables climaticas

Los resultados de la estimacion de la irradiancia con este modelo se presentan en la Figura 55.
Esta figura estd formada por dos gréficas, la grafica (a) muestra, para un conjunto de
observaciones aleatorias, la prediccidén del modelo junto con los valores de irradiancia medidos.
En la grafica de dispersion (b), se presenta la relacion entre la irradiancia medida y la prediccion
en toda la muestra de prueba. Ademas, se incluye la funcién identidad y la linea de tendencia de
la medida-prediccién. La funcién identidad representa la precision del modelo, cuanto mas cerca
estén los pares de puntos de la linea de identidad mejor seré el modelo y menor su error. En
cuanto a la linea de tendencia, representa la incertidumbre, cuanto mas préximos a la linea estan
los pares de puntos menor es la incertidumbre.
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Figura 55. Muestra del resultado del MLR (a) y grafica de dispersion del resultado del modelo MLR (b) . Aplicacion
estimacion de irradiancia

Observando la Figura 55, se ve que el modelo no es capaz de simular la medida, en varias de las
observaciones, siendo mas acusado este efecto con irradiancias altas. La grafica de dispersion
nos indica que el resultado del MLR sigue la tendencia de la irradiancia, pero sus resultados son
conservadores. El resultado es impreciso por su divergencia con la funcion identidad e incierto,
por la dispersion de puntos respecto a la linea de tendencia.

Elintervalo de confianza del resultado calculado con el algoritmo QR a los niveles de confianza de
90%, 95% y 99% se muestra en la Figura 56.
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Figura 56. Muestra del intervalo de confianza del modelo MLR (a) y grafica de dispersion con intervalo de
confianza del resultado del modelo MLR (b) . Aplicacién estimacion de irradiancia
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En la gréfica situada a la izquierda de la Figura 56, se muestra el mismo conjunto aleatorio
escogido en la figura anterior incluyendo los intervalos de confianza y en la gréfica de la derecha
se presenta el gréfico dispersidn con todas las observaciones y las tendencias de los pares de
datos medida y predicciones con el modelo y con los diferentes limites de confianza.

En ella se observa como los limites inferiores son bajos en cualquiera de los tres niveles de
confianza.

“Random Forest”

El algoritmo RF [219], necesita ajustar los hiperpardmetros que determinen el numero de arboles
(N° Arboles) su tamafio (Profundidad) y como se conforman estos, niimero de variables (N°
Variables), y la tasa de muestreo (T. Muestreo) en cada arbol. El nimero de variables que
intervienen en cada arbol se define con la regla de que el valor 6ptimo es un tercio del numero
de variables totales, y en este caso particular es 2. Este valor se deja fijo a partir de los resultados
del Capitulo 3. El resto de hiperparametros se definen mediante una busqueda sistematica en
red variando cada uno de ellos en un rango de valores predefinido segin se muestra en la Tabla
21. Al prefijar el numero de variables de cada arbol, en principio un tnico mallado puede cubrir
todo el rango razonable de valores del resto de hiperparametros, sin necesidad de realizar varias
iteraciones.

Tabla 21. Rango de valores de los hiperparametros y niimero de modelos. Barrido 1 (RF). Aplicacion estimacion
de irradiancia

T. Muestreo 0.1-0.9 delta 0.1 y 0.97,0.98,0.99
Profundidad 1-32 delta 1

N° Variables 2

Ne Arboles 10-1500 delta 10

N° Modelos 57600

La representacion grafica del error de los resultados de todos los modelos se muestra en la
Figura 57. En esta figura se representan 12 graficas, cada grafica corresponde a uno de los
valores del hiperparametro T. Muestreo. En cada gréafica se representa el error de los resultados
de los modelos, eje de ordenadas, en funcién del nimero de arboles, eje de abscisas, indicando
con diferente color la profundidad del arbol.

En la Figura 57, se observa como la adecuada combinacion de hiperparametros, puede disminuir
el error de valores superiores al 15% a inferiores al 5%. También se puede ver que es posible
alcanzar un error minimo similar, con diferentes combinaciones de hiperparametros. Por ultimo,
de la grafica se deduce que la T. Muestreo que minimiza el error esta entre los valores 0.6-0.9,
combinado con una profundidad superior a 20.
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Figura 57. Representacion del error de todos los modelos generados en la busqueda. (RF)

Para poder estudiar los valores con mayor precision, se realiza una grafica ampliada y focalizada
en un rango de valores, (ver Figura 58). En esta nueva gréfica se incluye también el resultado
del error en el periodo de validacion. El objetivo de analizar conjuntamente los errores de los
modelos en el periodo de entrenamiento y en el periodo de validacion, es observar si existe un
sobre-ajuste en los modelos con algunas combinaciones de hiperparametros.

La Figura 58 esta formada por ocho gréficas distribuidas en dos filas, en las cuatro gréficas de la
fila superior se presentan los resultados de los modelos aplicados en la muestra de
entrenamiento, y en las cuatro gréficas situadas en la parte inferior, los resultados de los modelos
de la muestra de validacion. Al igual que en la figura anterior cada grafica corresponde a un valor
diferente del hiperparametro T. Muestreo, con diferente color se indica la profundidad y en el eje
de las abscisas se presenta el numero de arboles.
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Figura 58. Detalle del error de una muestra de los modelos generados en la busqueda. (RF, Profundidad mayor de
20, y T. Muestreo de 0.6 a 0.9). Aplicacidn estimacion de irradiancia

Produndidad

Comparando los resultados de ambas filas se observa que para los mismos hiperparametros los
errores tienen la misma magnitud, independientemente de la muestra de trabajo, lo que demuestra
que no existe un sobre-ajuste en este rango de hiperparametros.

En la Figura 58, se aprecia que el valor dptimo de T. Muestreo, que minimiza el error, es 0.9.
Respecto a los valores de profundidad y del nimero de arboles, se observa que la profundidad
debe ser superior a 24 y el nimero de arboles superior a 500. Ademas, 1500 arboles no son
suficientes para lograr la estabilidad del modelo. Para asegurar que las variaciones en el error,
al variar el nimero de arboles y la profundidad, se mantengan por debajo de un valor umbral
establecido, (ver ecuacion (24)), se realiza una segunda busqueda de hiperparametros. Esta
busqueda se lleva a cabo de acuerdo con los valores presentados en la Tabla 22.

Tabla 22. Rango de valores de los hiperparametros y nimero de modelos. Barrido 2 (RF). Aplicacion estimacion
de irradiancia

T. Muestreo 0.9
Profundidad 24-32 delta 1

N° Variables 2

N° Arboles 1500-2000 delta 10
N° Modelos 450

El error de los modelos con hiperparametros definidos por el nimero de variables igual a 2, la tasa
de muestreo 0.9, profundidad entre 24 y 32 y numero maximo de arboles de 2000 se presentan
en la Figura 59.
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Figura 59. Detalle del error de una muestra de los modelos generados en la busqueda. Barrido 2 (RF, Profundidad
mayor de 24, N2 Variables 2 y T. Muestreo 0.9). Aplicacion estimacion de irradiancia

En la Tabla 23, se presentan los errores nRMSE de 279 posibles modelos, para analizar
conjuntamente el valor de la profundidad y nimero de los arboles. En dicha Tabla 23, la region
sombreada en verde corresponde a los casos estudiados cuyas combinaciones de
hiperparametros presentan menor error. Por otro lado, los casos que se encuentran en la region
roja son aquellos que presentan un error mas elevado. En esta tabla se observa que la
profundidad adecuada es 29, y el numero de arboles 1650.

Los valores de hiperparametros quedan definidos de acuerdo con la Tabla 24, indicandose
ademas el numero de modelos que han intervenido en la seleccion.

Una vez definidos los hiperparametros se entrena el modelo para definir los parametros internos y
se calcula el resultado para la muestra de prueba. El resultado se presenta en la Figura 60. Esta
figura esta formada por dos graficas, la grafica (a) representa el comportamiento del modelo sobre
el mismo conjunto aleatorio de datos que el representado en la Figura 55, con el animo de que
puedan ser comparados y la grafica de dispersién (b), representa la relacién de la irradiancia
medida y la estimada con el modelo RF para todo el periodo de prueba, junto con su tendencia y
la linea de identidad.

En esta Figura 60, se observa como el modelo RF se comporta ligeramente mejor que el modelo
MLR. Pese a ello existen estimaciones, las correspondientes a los valores mas altos, que no se
ajustan bien a las medidas de la irradiancia. Este hecho queda corroborado en la grafica de
dispersion, en la cual se observa la tendencia diferente a altas irradiancias, es decir, al modelo le
falta precision a altas irradiancias. También se observa una dispersion de puntos asimétrica,
correspondiente a valores de bajas y medias irradiancias, en los cuales el modelo ha dado una
prediccion superior a la medida.
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Tabla 23. Error nRMSE. Seleccion de hiperparametros de los modelos RF. Aplicacion estimacion de irradiancia

24 25 26 27 28 29 30

kil 32

Tabla 24. Hiperparametros 6ptimos y nimeros de modelos para su obtencion (RF). Aplicacion estimacion de

irradiancia
T. Muestreo 0.9
Profundidad 29
N° Variables 2
N° Arboles 1650
N° Modelos 58050
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Figura 60. Muestra del resultado RF (a) y grafica de dispersion del resultado RF (b) . Aplicacion estimacion de
irradiancia
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A continuacién, se calcula el intervalo de confianza del resultado con el modelo QRF, para los
intervalos de confianza del 90%, 95% y 99%, y los resultados se muestran en la Figura 61:
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Figura 61. Muestra del intervalo de confianza del RF (a) y grafica de dispersion con intervalo de confianza del
resultado RF (b). Aplicacidn estimacion de irradiancia

La Figura 61 muestra en la grafica de la izquierda los intervalos en un conjunto de datos y en la
gréfica de la derecha la muestra entera con la tendencia de sus intervalos. Los limites inferiores
quedan en los valores muy bajos o préacticamente nulos y los limites superiores a medida que se
incrementa el limite de confianza se amplian a bajas irradiancias y convergen a altas irradiancias.
Se puede concluir que este modelo no tiene un buen comportamiento.

“Gradient Boosting”

El algoritmo GB [220] también requiere hiperpardmetros, practicamente iguales a los del
algoritmo RF. Estos se muestran en la Tabla 25 junto con sus posibles valores. Para ajustarlos,
se utiliza la técnica de busqueda en red, realizando un Unico barrido con un mallado que cubre
los valores predefinidos de los hiperparametros. El mallado propuesto en este caso genera 74700
modelos diferentes.

Tabla 25. Rango de valores de los hiperparametros y nimero de modelos (GB). Aplicacion estimacion de

irradiancia
T. Muestreo 0.1-1 delta 0.1
Profundidad 1-30 delta 1
N° Arboles 1-1235 delta 5
N° Modelos 74700

La Figura 62. muestra la representacion grafica de los errores de estos modelos. Esta figura
consta de diez gréficas, cada una correspondiente a un valor diferente de T. Muestreo. En cada
gréfica, el eje de ordenadas representa el error de los modelos, el eje de abscisas representa el
numero de arboles y los diferentes colores indican las profundidades de los arboles.
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Figura 62. Representacion del error de todos los modelos generados en la busqueda. (GB). Aplicacion estimacion
de irradiancia

En la Figura 62, se puede observar que a medida que aumenta el valor de T. Muestreo y la
profundidad del arbol, el error disminuye. Esta disminucién de errores es mas pronunciada que la
observada con RF y los bajos valores alcanzados por el error en el entrenamiento sugieren que
podria haber un sobreajuste del modelo.

Para verificar si ha habido un sobre-entrenamiento en algunos de los modelos, se ha generado
una nueva figura centrada en valores de T. Muestreo superiores a 0.5 y valores de Profundidad
superiores a 5 (ver Figura 63). Esta figura consta de doce gréficas distribuidas en dos filas. En la
fila superior se muestran las seis graficas correspondientes a la muestra de entrenamiento y en la
fila inferior las graficas de la muestra de validacion. Las graficas se diferencian entre si por el valor
de T. Muestreo, y cada una tiene en el eje de abscisas el numero de arboles, y en el eje de
ordenadas el valor del error de los modelos, indicando con diferentes colores la profundidad del

arbol.
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Figura 63. Detalle del error de los modelos generados en la busqueda (GB, Profundidad mayor de 5, T. Muestreo
mayor de 5). Aplicacion estimacion de irradiancia

Al analizar los errores de los modelos con idénticos hiperparametros aplicados a diferentes
muestras, se observa que, en la muestra de entrenamiento, algunas combinaciones de
hiperparametros reducen el error hasta valores muy pequefios. Sin embargo, en la muestra de
validacion, el error se mantiene en un valor asintético ligeramente inferior al 3%. Esto se debe a
que el aumento de los valores de T. Muestreo y Profundidad no mejora realmente el modelo, sino
que lo sobre-ajusta.

La Figura 63 identifica los valores de hiperpardmetros que minimizan el error sin sobre-entrenar
el modelo. El valor 6ptimo de T. Muestreo se define como 0.5, por ser el minimo valor a partir del
cual no existe mejora sustancial en el error del modelo. La Profundidad 6ptima esta en un rango
de valores entre 6 y 12, para no tener sobre-entrenamiento y se recomienda un numero de
arboles superior a 500, para tener estabilidad en el error del modelo. La decision final sobre los
valores 6ptimos de Profundidad y N° Arboles se toma empiricamente, estudiando todas las
opciones posibles que minimicen el error sin causar un sobre-ajuste, como se muestra en la
Tabla 26.

La Tabla 26 muestra los errores nRMSE de 119 modelos de combinaciones de hiperpardmetros
predefinidos. El criterio para seleccionar los hiperparametros 6ptimos es buscar el valor menor de
profundidad del arbol que no permita una diferencia sustancial entre los errores de entrenamiento
y validacién, controlando asi el sobreajuste. Este criterio establece el valor dptimo de Profundidad
en 9. Una vez definido este valor, el numero éptimo de arboles se determina por el principio de
estabilidad del modelo.
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Tabla 26. Error nRMSE. Seleccion de hiperparametros de los modelos GB. Aplicacion estimacion de irradiancia

Profundidad

6 7 8 9 10 11 12

400 4.467 4178 3.895 3633 9;
450 4.464 4174 3.891 3.629
500 4.461 4172 3.889 3.627
550 4.460 4171 3.887 3.626
600 4.459 4170 3.887 3.625
650 4.459 4.169 3.886 3.624
g 700 4.458 4.169 3.886 3.624
£ 750 4.458 4.169 3.886 3624
P 800 4.458 4.168 3.886 3624
= 850 4.458 4.168 3.624
900 4.458 4.168 3.885 3.624
950 4.458 4.168 3.885 3.624
1000 4.458 4.168 3.885 3624
1050 4.458 4.168 3.885 3.624
1100 4.458 4.168 3.885 3624
1150 4.458 4.168 3.885 3.624
1200 62 4.458 4.168 3.885 3.624

El resumen de los valores optimos de los hiperparametros para el modelo GB se presenta en la
Tabla 27.

Tabla 27. Hiperparametros 6ptimos y nimero de modelos para su obtencion (GB). Aplicacion estimacion de

irradiancia
T. Muestreo 0.5
Profundidad 9
N° Arboles 850
N° Modelos 74700

Entrenando el modelo GB con estos hiperparametros, se calculan los parametros internos del
modelo y una vez definido este se calcula la prediccion de la irradiancia para la muestra de prueba.
El resultado obtenido se presenta en la Figura 64. Al igual que con los modelos anteriores la figura
contiene dos graficas, la parte izquierda muestra un ejemplo de su comportamiento en unas
observaciones aleatorias y la parte derecha, muestra la grafica de dispersion, para analizar su
tendencia en conjunto.

El ajuste del modelo es mejor que los modelos estudiados con anterioridad, tanto en las
observaciones puntuales tomadas como ejemplo, como en la figura de dispersion. La grafica de
dispersion presenta junto con los pares de puntos, la tendencia de estos y la funcién identidad.
Esta figura permite observar como la tendencia es practicamente la linea de identidad, mostrando
asi la precision de este modelo, y la dispersidn de los puntos indica que la incertidumbre del
modelo es también pequefia.

A continuacion, se calcula el intervalo de la incertidumbre del modelo para cada uno de los
niveles de confianza, 90%, 95% y 99%, y se presenta el resultado de la muestra del periodo de
prueba en la Figura 65.
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Figura 64. Muestra del resultado GB (a) y grafica de dispersion del resultado GB (b). Aplicacion estimacion de
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Figura 65. Muestra del intervalo de confianza del GB (a) y grafica de dispersion con intervalo de confianza del
resultado GB (b). Aplicacion estimacion de irradiancia

La amplitud de los intervalos es mas estrecha que en los modelos anteriores, hecho que significa
que el modelo tiene una baja incertidumbre como ya se deducia en la Figura 64. La precision y
baja incertidumbre del resultado obtenido con este modelo junto con las caracteristicas de su
intervalo de confianza hacen que el modelo GB sea una buena opcién para estimar la irradiancia.
Ademas, los hiperparametros definidos para conseguir estos resultados corresponden a valores

bajos que hacen que el modelo sea muy répido de ejecutar y con bajas exigencias
computacionales.

Redes neuronales

En la red neuronal MPNN [66], se optimizan sus hiperparametros utilizando el método de hiper-
bandas. Los hiperparametros y sus valores se presentan en la Tabla 28

El método de hiper-bandas [186] requiere un criterio de parada predefinido por el numero de
pasadas del modelo, y por n, que al igual que en el caso de la estimacidn de la generacion son 81
y 3 respectivamente (ver Seccién 3.3). EI nimero de configuraciones generadas con estos
parametros es 10550. Se han llevado a cabo tres barridos con diferentes semillas aleatorias,
extrayendo de cada uno de ellos los 3400 mejores modelos (10200 modelos). Ademas, para hacer
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la busqueda mas amplia, el método se aplica la metodologia a modelos con el mismo numero de
capas ocultas. Asi, se llevan a cabo tantas pruebas como modelos con diferentes capas se deseen
generar, y en cada una de las pruebas se extraeran 10200 modelos. Se ha predefinido un maximo
de 3 capas ocultas en los modelos, lo que da lugar a tres pruebas: una generando modelos con
una capa oculta, otra con dos capas ocultas y una tercera con tres capas ocultas. De esta manera,
se analizaran un total de 30600 modelos de redes neuronales.

Tabla 28. Rango de valores de los hiperparametros y nimero de modelos. Método de Hiper-banda (ANN).
Aplicacion estimacion de irradiancia

Prueba 1 2 3

N° Capas 1 2 3

T. Aprendizaje 0.01, 0.001, 0.0001 0.01,0.001,0.0001  0.01, 0.001, 0.0001
T. Descarte inicial 0-0.9 delta 0.1 0-0.9 delta 0.1 0-0.9 delta 0.1
T. Descarte Capa 1 0-0.9 delta 0.1 0-0.9 delta 0.1 0-0.9 delta 0.1
T. Descarte Capa 2 - 0-0.9 delta 0.1 0-0.9 delta 0.1
T. Descarte Capa 3 - - 0-0.9 delta 0.1
N° Neuronas Capa 1 2-512 delta 2 2-512 delta 2 2-512 delta 2
N° Neuronas Capa 2 - 2-512 delta 2 2-512 delta 2
N° Neuronas Capa 3 - - 2-512 delta 2

31650 31650 31650

(extraidos 10200) (extraidos 10200) (extraidos 10200)

N° Modelos

La representacion del error de los modelos analizados en la busqueda, en funcién de la variacion
de los hiperpardmetros se muestra en la Figura 66 en tres graficas diferentes. La primera de ellas
corresponde a los modelos que tienen una capa oculta, la segunda a los modelos que tienen dos
capas ocultas y la tercera gréfica a los modelos que tienen tres capas ocultas. En cada una de
estas graficas se representa con diferente color la tasa de descarte inicial, el error de los resultados
de los modelos en el eje ordenadas, y en el eje abscisas el numero de neuronas de la primera
capa oculta.

Observando la Figura 66 se puede ver el amplio rango de errores que recorren los modelos
analizados en la busqueda y que ademas existe un valor del error minimo que alcanzan los
modelos estable e independiente del numero de neuronas, por lo que el rango de los
hiperparametros y el nimero de modelos analizados son suficientes para determinar una
combinacion dptima. También se observa que los modelos de tres capas no mejoran los resultados
de los modelos de dos capas, siendo estos mucho mas complejos por lo que tampoco es necesario
ampliar la busqueda a modelos con més capas ocultas.

La estratificacion de colores indica claramente que el valor del hiperpardmetro T. Descarte inicial
debe ser nulo, es decir todas las observaciones se incluiran en el modelo inicialmente. La nube de
puntos indica que los mejores modelos de dos capas tienen un error ligeramente inferior a los
mejores modelos de una capa, sin embargo, los modelos de tres capas tienen un error muy similar
a los de dos y aplicando el principio de simplicidad de los modelos, elegimos los modelos de dos
capas por ser la mejor opcion para predecir la irradiancia.
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Figura 66. Representacion del error de los modelos generados en la bisqueda. Método de Hiper-bandas. (ANN).
Aplicacion estimacion de irradiancia

Centrando el andlisis en los modelos de dos capas sin T. Descarte inicial, se dibuja una nueva
figura, (ver Figura 66), en la que se representan los modelos clasificados en tres graficas segun el
valor de la tasa de aprendizaje con la que han sido entrenados. En el eje de ordenadas se presenta
el error normalizado de los modelos, en el eje de abscisa el nimero de neuronas de la primera
capa oculta y con color se identifica el valor del hiperpardmetro T. Descarte de la primera capa
oculta.

En la Figura 67, se observa que la tasa de aprendizaje que minimiza el error corresponde al valor
de 0.001, pero no se aprecia con claridad el valor que debe de tener la tasa de descarte de la
primera capa oculta.

Tasa de aprendizaje
1e-04 0.001 0.01

25

20

NRMSE[%]
o

10

0 100 200 300 400 500 O 100 200 300 400 500 0 100 200 300 400 500
N°® Neurcnas 1

T. Descarte 1 0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9

Figura 67. Detalle del error de los modelos generados en la busqueda. Método de Hiper-bandas (ANN, modelos
de dos capas y T. Descarte inicial nula). Aplicacidn estimacion de irradiancia

Para analizar el valor de las tasas de descarte de manera especifica se realiza la Figura 68, en la
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que se representan solo los modelos de dos capas, con tasa de descarte nula y tasa de aprendizaje
de 0.001. Esta figura se divide en 10 gréficas diferentes, y en cada una de ellas se representan
los modelos con un valor en el hiperparametro T. Descarte de la primera capa oculta concreto. En
el eje de abscisas se indica el nimero de neuronas de la primera capa y en el eje de ordenadas
el error normalizado de los modelos. Ademas, con diferente color se muestra el hiperparametro T.
Descarte de la segunda capa oculta.
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Figura 68. Detalle del error de los modelos generados en la busqueda. Método de Hiper-bandas (ANN, modelos
de dos capas, T. Aprendizaje de 0.001 y T. Descarte inicial nula). Aplicacidn estimacion de irradiancia

En la Figura 68 tampoco se puede determinar un valor concreto de T. Descarte de la primera capa,
pero si que se observa que se alcanza un menor error con los valores inferiores o iguales a 0.3.
En el caso de la tasa de descarte de la segunda capa, tampoco se identifica con claridad un valor
concreto, pero se percibe que tiene que ser menor o igual al valor 0.4.

El nimero de modelos de 2 capas, tasa de descarte inicial nula y con bajas tasas de descarte en
las capas ocultas, seleccionados con el método de hiper-bandas, es insuficiente para proseguir
con el analisis de los demas hiperparametros. Para incrementar la cantidad de modelos dentro de
los rangos predefinidos de los hiperparametros, se ha llevado a cabo un nuevo barrido. Este se
realiza mediante una busqueda aleatoria utilizando los valores de hiperparametros descritos en la
Tabla 29.

Tabla 29. Rango de valores de los hiperparametros y nimero de modelos. Método de busqueda aleatoria (ANN).
Aplicacion estimacion de irradiancia

Prueba 1

N° Capas 2

T. Aprendizaje 0.001

T. Descarte inicial 0

T. Descarte Capa 1 0-0.3 delta 0.1
T. Descarte Capa 2 0-0.4 delta 0.1
N° Neuronas Capa 1 2-512 delta 2
N° Neuronas Capa 2 2-512 delta 2
N° Modelos 12000
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Los modelos de dos capas de ambos métodos de busqueda sin T. Descarte inicial, con T. Descarte
de la primera capa oculta menor o igual de 0.3, con T. Descarte de la segunda capa inferior o igual
a 0.4y T. aprendizaje de 0.001, se muestran en la Figura 69. Esta figura es anéloga a la

Figura 68. Detalle del error de los modelos generados en la busqueda. Método de Hiper-bandas
(ANN, modelos de dos capas, T. Aprendizaje de 0.001 y T. Descarte inicial nula). Aplicacion
estimacion de irradiancia

, por lo que se representan en diferentes graficas los modelos con diferente tasa de descarte en
la primera capa. En este caso, el numero de gréficas se recude a cuatro correspondiendo a cada
uno de los valores considerados. En el eje de ordenadas se representa el error de los modelos y
en el de abscisas los valores de neuronas de la primera capa oculta; con diferente color se indica
los posibles valores de T. Descarte de la segunda capa oculta.

T. Descarte 1

0 250 5000 250 500 0 250 500 0 250 500
N° Neurcnas 1

T.Descarte2 @ 0 ® 01 e 02 & 03 » 04

Figura 69. Detalle del error de los modelos generados en la busqueda. Método de hiper-bandas y busqueda
aleatoria (ANN, modelos de dos capas con T. Descarte inicial nulo, T. Aprendizaje 0.001, T. Descarte capa 1 hasta
0.3, y T. Descarte capa 2 hasta 0.4). Aplicacion estimacion de irradiancia

La Figura 69 permite identificar el valor tanto de la tasa de descarte de la primera capa como de
la segunda y en ambos casos el valor es coincidente y corresponde al 0.1. El nuimero de neuronas
se determina a partir de los 268 modelos seleccionados mediante los criterios anteriores y que se
muestran en la Tabla 30.

Tabla 30. Error nRMSE. Seleccion de hiperparametros de los modelos (ANN). Aplicacion estimacién de irradiancia
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En dicha Tabla 30 se observa que el volumen de informacién a explorar en las redes neuronales
es muy grande y también como los sistemas de busqueda aleatoria e hiper-bandas, no han
evaluado todas las posibilidades, aunque si suficientes, para que no existan diferencias
sustanciales entre el error de los modelos. Tomando el mejor de los modelos estudiado, se obtiene
que el nimero de neuronas de la primera capa son 220, y el niumero de neuronas de la segunda
capa son 300.

Segun estos criterios y analisis los valores de los hiperparametros para las redes neuronales se
adjuntan en la Tabla 31.

Tabla 31. Hiperparametros 6ptimos y nimero de modelos para su obtencion (ANN). Aplicacion estimacion de

irradiancia

N° Capas 2

T. Aprendizaje 0.001
T. Descarte inicial 0

T. Descarte 1 0.1
T. Descarte 2 0.1
N° Neuronas 1 220
N° Neuronas 2 300
N° Modelos 106950

Con el entrenamiento de los modelos se calculan los parametros internos, pesos y sesgos de la
red, y una vez definido el modelo se puede estimar la irradiancia en base a los datos de la muestra
de prueba. Los resultados para cada una de las observaciones de la muestra se presentan en la
Figura 70. La parte izquierda indica cdmo se comporta el modelo en las observaciones puntuales
escogidas al azar, mientras que la parte derecha a través de la grafica de dispersion se puede
observar el comportamiento general y la tendencia.
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Figura 70. Muestra del resultado ANN (a) y grafica de dispersion del resultado ANN (b). Aplicacion estimacion de
irradiancia

El modelo es capaz de simular la mayoria de los valores medidos, tal y como se puede ver en la
muestra ejemplo, (ver Figura 70 (a)), y en la gréfica de dispersion , (ver Figura 70 (b)), sin embargo,
no es demasiado exacto con los valores de alta irradiancia ya que la linea de tendencia del modelo
(anaranjada) difiere de la identidad (turquesa) a altas irradiancias. La nube de puntos visible por
encima de la diagonal revela que el modelo sobre-estima considerablemente algunos registros de
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los valores de bajas irradiancias. Si se compara con GB, se observa un peor comportamiento y la
existencia de una mayor dispersion.

A continuacion, se calcula el intervalo de confianza para los niveles del 90%, 95% y 99%, y se
presenta el resultado de la muestra del periodo de prueba en la Figura 71.
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Figura 71. Muestra del intervalo de confianza de la ANN (a) y grafica de dispersion con intervalo de confianza del
resultado ANN (b). Aplicacién estimacion de irradiancia

La amplitud de los intervalos del modelo basado en redes neuronales es inferior a la que
presentaban los anteriores modelos basados en otras metodologias. Sin embargo, su estimacion

puntual presenta un mayor error, posee muchos mas hiperparametros y son mas complejas en los
calculos.

4.4. Discusion de los resultados

Una vez calculadas las estimaciones de los modelos y sus intervalos de confianza se comparan
los resultados mediante el conjunto de métricas que ya han sido previamente definidas (ver

Seccion 2.7), y utilizadas en el anélisis de los modelos aplicados a la generacion (ver Seccion 3.4),
y que se enumeran en la Tabla 32.

Tabla 32. Resumen de las métricas de los diferentes modelos. Aplicacion estimacién de irradiancia

MLR RF GB ANN

7.4% 6.6% 3.0% 5.7%

4.3% 3.4% 1.2% 3.4%

-0.9% 1.3% 0.1% -0.6%

- 10.9% 59.5% 23.0%

Mediana de la amplitud del intervalo 90% [A.U.] [EREAN 32.9% 13.4% 10.7%
Mediana de la amplitud del intervalo 95% [A.U.] [RANSA 41.2% 17.2% 12.6%
Mediana de la amplitud del intervalo 99% [A.U.] JEARGA 55.7% 21.0% 16.7%

En la Tabla 32 se observa como todas las métricas de los modelos de aprendizaje automatico son
inferiores al error que presenta el MLR. Ademas, en este caso de estudio la diferencia es superior
a la obtenida al analizar los modelos que estimaban la produccién de una planta fotovoltaica. Este
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hecho muestra la importancia de los modelos de aprendizaje cuando las relaciones entre las
variables no son lineales.

Entre los modelos de ML, el modelo GB, es el que mayor mejora presenta tal y como puede verse
en el valor del SS. Aunque tiene un mayor intervalo de confianza que las redes neuronales, tiene
una mayor rapidez y no necesita una demanda computacional alta, por lo que puede ser
implementado facilmente en las plantas para verificar la sefial de la irradiancia in situ. En el nivel
de confianza del 99%, los valores inferiores se quedan muy cercanos a cero, por lo que se
recomienda trabajar con niveles de confianza inferiores.

Del analisis realizado, se puede concluir que, en la medida de la irradiancia el modelo GB es el
mas apropiado para estimar su valor a partir de datos climatolégicos, la radiacion tedrica, el mes
y la hora.
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La energia solar fotovoltaica es un componente crucial en el escenario energético mundial, gracias
a su evolucion tecnoldgica que le permite producir energia a costos competitivos. Sin embargo, el
despliegue masivo de plantas fotovoltaicas conlleva desafios para asegurar su optimizacién
econdmica en varias fases del proceso, incluyendo la fabricacion, instalacion de médulos y la
operacion y mantenimiento durante la explotacion de estas instalaciones.

Uno de los retos en la operacion y mantenimiento de una planta es el analisis del rendimiento.
Este analisis, que se realiza a través de la evaluacion de su produccion, tiene como objetivo
detectar anomalias de manera temprana que afectan a su funcionamiento. Este enfoque proactivo
permite orientar el mantenimiento hacia las areas que mas lo necesitan. Al hacerlo, no solo se
maximiza el rendimiento de la planta, sino que también se optimizan los ingresos econdmicos
derivados de su operacion.

El anélisis del funcionamiento de la planta se realiza utilizando los datos medidos cominmente en
la propia planta. Un factor que influye notablemente en el anélisis del funcionamiento es el nimero
de estaciones meteorol6gicas disponibles, que suele ser limitado debido a la competitividad
econdmica en el sector. Debido a la escasez de estas estaciones, los modulos pueden estar
situados lejos de los puntos de medicién de la irradiancia solar. Esta distancia puede resultar en
una discrepancia entre la irradiancia recibida por los médulos y la medida en la estacion
meteoroldgica, debido a la no uniformidad en la nubosidad que afecta a la relacion entre la
irradiancia y la produccion, lo que complica el analisis de la produccion y, por ende, del rendimiento
de la planta.

Para dar respuesta a la necesidad planteada en esta tesis se han estudiado los modelos de
aprendizaje automatico existentes en la literatura para predecir la produccién de plantas
fotovoltaicas. Se ha optimizado su aplicacion para el propésito planteado y se ha determinado cual
de ellos ofrece los mejores resultados para los casos de estudio propuestos. Ademas, se han
analizado los modelos de caracterizacion de la irradiancia, lo que permite controlar la calidad de
la variable mas importante en la caracterizacion de la produccion. Esto afiade robustez al proceso.

En la revision bibliografica realizada, se han identificado las tres técnicas de aprendizaje
automatico que se desarrollan y aplican en la tesis. Las redes neuronales por ser las mas utilizadas
en la bibliografia. Los arboles de decision, “Random Forest” y “Gradient Boosting”, por presentar
buenos resultados en otras areas de la ciencia. Adicionalmente, se ha trabajado con la regresion
lineal multiple, que es el modelo més sencillo y sirve como referencia para determinar la mejora
aportada por el resto de los modelos.

Para garantizar la precision en la prediccion de produccion e irradiancia en los métodos estudiados
se necesita encontrar los hiperparametros adecuados. El resultado de la busqueda de los
hiperparametros en general revela que el error es mas sensible a unos hiperparametros concretos,
que, generalmente, no existen valores Unicos que minimicen el error y que estos ademas estan
relacionados entre si. La metodologia de la busqueda estd condicionada por el numero de
hiperparametros y el rango de valores de estos, siendo posible utilizar para los modelos de arboles
de decisidn una busqueda sistematica, mientras que para las redes neuronales hay que utilizar
una combinacion del método de hiper-banda y busqueda aleatoria. La conclusion del estudio es
que el analisis de los hiperparametros es fundamental para garantizar un resultado adecuado en
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el ajuste del algoritmo y la definicién del modelo de produccion de cada una de las plantas.

Para seleccionar el modelo no solo es importante valorar el error del modelo, sino que también
hay que analizar el intervalo de confianza de la prediccion, que define la incertidumbre del
resultado. Para poder calcular los intervalos, se han utilizado los modelos “Quantile Regression”,
“Quantile Random Forest” y “Quantile Gradient Boosting”, que, a través del calculo de cuantiles,
definen el intervalo de confianza. En el caso de las redes neuronales, se adaptan las capas de la
red, para que los resultados del modelo tengan una distribucion Normal que permite definir sus
intervalos de confianza. No se han encontrado estudios similares en la literatura donde se
proporcionen intervalos de confianza para las estimaciones.

Los resultados de los calculos de los intervalos indican que los modelos basados en cuantiles
proporcionan un intervalo asimétrico, con un limite superior mas ajustado que el inferior, mientras
que las redes neuronales ofrecen un intervalo simétrico. Los intervalos asimétricos son preferibles
en este contexto, ya que reflejan tanto el comportamiento de la produccién de las plantas como de
la irradiancia. Ambas tienen un limite superior técnico que no pueden exceder, mientras que el
limite inferior puede llegar a valores muy bajos dependiendo de la nubosidad. Para evaluar la
bondad del intervalo, se utiliza la mediana de la amplitud del intervalo como valor de comparacion
siendo deseable intervalos con amplitudes lo méas bajas posibles.

La aplicacién de los tres modelos de aprendizaje automatico a las plantas para predecir su
produccion muestra a través del SS que estos mejoran los resultados respecto al modelo
referencia, la regresion lineal multiple, en un rango del 14% al 30%. Esta mejora varia dependiendo
de la planta y del modelo utilizado. Estos resultados justifican plenamente la realizacion del
estudio.

La influencia de las caracteristicas de la planta sobre la mejora de los resultados es inversamente
proporcional a la complejidad de la misma. Es decir, cuanto mas compleja sea la planta de
modelizar, los modelos de aprendizaje automatico aportan una mayor mejora. Asi, en la planta
PV1, de terreno complejo y que solo cuenta con una estacidén meteoroldgica, el modelo "Random
Forest", tiene una mejora respecto a la referencia del orden del 30%, mientras que el mismo
modelo en las plantas PV2 y PV3 presenta una mejora de alrededor del 25%. EI modelo "Gradient
Boosting" presenta una mejora para la planta PV1 del 26%, para la planta PV2 del 23% y para la
planta PV3 del 22%, y las redes neuronales mejoran el resultado de la referencia en la planta PV1
un 16% y en las plantas PV2 y PV3 un 14%.

El modelo "Random Forest" es el que menor error de prediccion presenta, sunRMSE se encuentra
entre un 1.9% y un 5.4%, dependiendo de la planta, frente a la referencia cuyo rango de error se
encuentra en 2.6% y 7.9% para las mismas plantas. Los errores nRMSE del modelo "Gradient
Boosting" son muy proximos a los del modelo "Random Forest", entre el 2% al 5.9%, mientras que
las redes neuronales presentan errores NRMSE ligeramente superiores a los modelos de arboles
de decision, entre el 2.2% y el 6.6%.

Los resultados del estudio de los intervalos de la prediccion de la produccion de la planta muestran
que el intervalo del modelo "Random Forest" es mucho mas amplio que el de los demas modelos
de aprendizaje automatico. Esto implica que, aunque el "Random Forest" tiene un error inferior al
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de los demas modelos, presenta una mayor incertidumbre y dispersion en sus resultados. Este
comportamiento del "Random Forest" puede ser problematico si se pretende utilizar el modelo
para identificar eventos con produccion anémala. Sin embargo, el modelo “Gradient Boosting” que
tiene un error similar al modelo “Random Forest”, tiene un intervalo asimétrico y con la amplitud
menor para cualquiera de los niveles de confianza. Por lo que el modelo “Gradient Boosting" se
destaca como el método preferente para simular el comportamiento de la produccion de una planta
fotovoltaica a nivel inversor.

Los resultados que presenta el modelo “Gradient Boosting” son un error del 5.9% en la planta PV1,
del 1.9% para la planta PV2 'y del 3.2% para la planta PV3, siendo la mediana de la amplitud de
su intervalo, en el nivel de confianza del 90%, de 0.6% para la planta PV1, 0.2% en la planta PV2
y 0.3% en la planta PV3. Ademas, este modelo tiene una mayor eficiencia en el procesamiento y
calculo.

Cuando se aplican las mismas metodologias a la prediccion de la irradiancia, se observa que los
valores de los ajustes de los hiperparametros llevan a modelos mas complejos en el caso de los
arboles de decision, compensando la falta de claridad entre las relaciones de las variables. Asi, el
algoritmo de “Random Forest” necesita un tamafio de arbol con una profundidad de 29 y 1650
arboles y el algoritmo de “Gradient Boosting” necesita 850 arboles con un tamafio de arbol
marcado por una profundidad de 9, valores muy superiores a los que se manejaban en los modelos
de produccién. En el caso de las redes neuronales se trabaja con un modelo de 2 capas, con 220
neuronas en la primera capa y 300 en la segunda, valores que son similares al modelo mas
complejo de redes que es el que estima la produccion en la planta PV1.

En cuanto a los errores de los modelos, se encuentran en el rango superior de los que se obtenian
en la prediccion de la produccion, asi, por ejemplo, en el modelo utilizado como referencia los
errores en la prediccion de la produccion se encontraban en la horquilla 2.6% y 7.9% frente al error
de la prediccion de la irradiancia que es de un 7.4%. Es decir, predecir la irradiancia a partir de las
variables de la estacion meteoroldgica presenta el mismo error que la prediccion de la energia a
partir de las variables medidas en la planta cuando existen pendientes diferentes y hay grandes
distancias. El diferencial de mejora que aportan los modelos mas avanzados con respecto al
modelo de referencia es de entre un 11% y un 59% dependiendo del modelo en cuestién, por lo
que la eleccion del modelo tiene una mayor repercusion en este proceso.

El modelo que presenta la mayor mejora de resultado y por tanto el menor error en la prediccion
de la irradiancia es el modelo “Grandient Boosting” con un error nRMSE de 3%. El proceso
encadenado de generacion de los arboles que permite disminuir el error hace que sea muy
adecuado para este complejo problema. El error del “Random Forest” en este caso es de 6.6%,
peor que el que presentan las redes neuronales que es de 5.7%.

La incertidumbre de los modelos aplicados en el calculo de la irradiancia también se ve aumentada
en un orden de diez veces a la que presentan las mismas metodologias en el célculo de la
produccion. El modelo que presenta la menor amplitud de intervalo de confianza son las redes
neuronales, con el valor de la mediana de la amplitud de todas las observaciones del 10.7% para
el nivel de confianza del 90%, 12.6% para el 95% y 16.7% para el 99%. El modelo “Gradient
Boosting” tiene una amplitud de intervalos ligeramente mayor, 13.4% para el 90%, 17.2% para el
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95% y 21% para el 99%, siendo este mucho més preciso en la estimacion puntual y, ademas, méas
rapido y eficiente desde un punto de vista computacional. Por tanto “Gradient Boosting” también
resulta el modelo méas adecuado para estimar la irradiancia a partir de los datos meteorolégicos.

De este estudio se puede concluir que los modelos de aprendizaje automatico pueden caracterizar
la produccion de un inversor solo con las variables medidas en la planta, con unos errores bajos y
una buena precision del resultado. Disponer de la generacion teérica permite identificar desvios
inducidos por ineficiencias de la planta. También estos modelos pueden predecir la irradiancia a
partir de medidas climatolégicas y de la ubicacion exacta del punto de medicién, pero con un mayor
error e incertidumbre que la produccion. Conocer la irradiancia ayuda a mejorar el célculo de la
produccion, del “Performance Ratio” de la planta e incluso disponer de una medida de irradiancia
en el caso de que la medida falle. EI modelo mas apropiado para predecir estas variables en el
campo de la fotovoltaica es ademas el modelo “GB”.

Si bien los modelos presentados son particulares para los escenarios expuestos, el procedimiento
y la metodologia utilizados en el estudio son de alcance general. Esto significa que el enfoque
basado en modelos de aprendizaje automatico, la metodologia para el ajuste de los
hiperparametros y la forma de definir los intervalos de confianza son aplicables a cualquier planta
fotovoltaica.

5.1. Limitaciones del estudio y nuevas lineas de trabajo

A pesar de los hallazgos significativos de esta investigacion, es necesario reconocer algunas
limitaciones, porque ellas son la base de nuevas investigaciones y su resolucién ayudara a mejorar
las plantas fotovoltaicas.

Una de las principales restricciones se relaciona con la limitacion de la informacion. No ha sido
facil disponer de informacidn de plantas de gran tamario con varios afios de operacion. Este hecho
ha repercutido, por ejemplo, en que se ha trabajado exclusivamente con plantas de estructura fija,
ya que no se disponia de datos de plantas de gran tamafio con seguidor que tuvieran varios afios
de operacion. Esta circunstancia, ha sido una ventaja porque ha permitido comparar los modelos
en plantas de la misma tecnologia y llegar a conclusiones interesantes, pero deja abierto el estudio
al analisis de la implicacién de incluir variables relacionadas con el seguidor.

También el estudio ha trabajado con plantas que estan ubicadas en zonas Optimas para el
desarrollo de la fotovoltaica, pero no ha trabajado con supuestos ubicados en climatologias mas
complejas como pueden ser zonas que presenten hielos durante parte del afio o zonas desérticas
con altas temperaturas. Futuras investigaciones podrian abordar esta limitacion mediante el
estudio de plantas que se estan instalando ahora y que se ubican en lugares donde se den estos
sucesos climatologicos.

Los resultados obtenidos mejoran el conocimiento de la eficiencia de las plantas fotovoltaicas,
pueden ser aplicados a casos reales y ofrecen una base sélida sobre la cual se pueden construir
nuevas lineas de trabajo. Asi por ejemplo seria interesante continuar el trabajo estudiando parte
de las limitaciones del estudio que ayudaran a entender como se comportan los modelos de
aprendizaje automatico en otros diferentes supuestos como, por ejemplo:
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e Entornos en ubicaciones con climatologias extremas, con presencia de hielo, o en
contraste en zonas desérticas de altas temperaturas.

e En plantas fotovoltaicas cuya estructura sea con seguidor solar.

e Analizar los resultados con diferentes tipos de inversores: inversor centralizado frente a
tipo "string inverter".

En general, los modelos de inteligencia artificial y en concreto los de aprendizaje automatico y
profundo, estan en constante evolucion, y se mejoran dia a dia. En el tiempo en que se ha llevado
a cabo este estudio se han observado sus mejoras, esto implica que no es un estudio terminado,
sino que también debe mantenerse en evoluciéon comprobando si los avances en los métodos
tienen aplicacion en el ambito de la fotovoltaica y si suponen una mejora respecto de las
conclusiones obtenidas en este estudio
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